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Resumen 

La Industria 4.0 se define como un modelo industrial para la autoorganización y 

autogestión de sistemas de producción totalmente automatizados, de autoaprendizaje e 

interactivos. Una de las herramientas que pueden ser utilizadas para este modelo son las redes 

neuronales que permiten buscar la combinación de parámetros que mejor se adapta a un problema 

dado. En este proyecto se estudian algoritmos de reconocimiento de caracteres mediante redes 

neuronales, implementando dos de estos algoritmos (East y Keras-ocr) y ejecutándolos con 

imágenes de codificación de productos, permitiendo su comparación en cuanto a su precisión y 

tasas de error, documentando cada etapa para su posible replicación en otros trabajos y, además, 

brindando un insumo útil para la detección de errores en la línea de calidad de una empresa. 

Palabras Clave: Redes neuronales, Reconocimiento óptico de caracteres (OCR), 

codificación de productos. 
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Abstract 

Industry 4.0 is defined as an industrial model for the self-organization and self-

management of fully automated, self-learning and interactive production systems. One of the tools 

that can be used for this model are neural networks that allow searching for the combination of 

parameters that best fits a given problem. In this project, character recognition algorithms are 

studied using neural networks, implementing two of these algorithms (East and Keras-ocr) and 

executing them with product coding images, allowing their comparison in terms of accuracy and 

error rates, documenting each stage for its possible replication in other works and, in addition, 

providing a useful input for the improvement of error detection in the quality line of a company. 

Keywords: Neural networks, Optical Character Recognition (OCR), product coding. 
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Introducción 

En las líneas de producción, especialmente aquellas que generan productos empacados 

existe el proceso de codificación que debe garantizar unas condiciones mínimas para permitir hacer 

un seguimiento a cada producto. Fallas en esta codificación conllevan a devoluciones que 

representan sobrecostos para las empresas afectando incluso el buen nombre de esta; gran parte de 

estos errores son ocasionados por los recursos humanos que intervienen en el proceso. 

La academia tiene como rol principal proveer elementos que impulsen el desarrollo de la 

industria 4.0 desde la formación de herramientas y personal capacitados para afrontar los nuevos 

retos, en la que se ha considerado a la IA como la principal protagonista, por lo que es inevitable 

que el futuro de la Industria pase por la digitalización de las cadenas de valor mediante la 

implementación de nuevos métodos de procesamiento y manejo de datos, algunas de las 

herramientas que pueden ser utilizadas para esta transformación son las redes neuronales que 

permiten de manera supervisada o no supervisada un entrenamiento para asegurar cierta 

independencia en la obtención de unos resultados esperados. 

Este proyecto busca brindar la información necesaria para utilizar algoritmos de OCR en 

áreas prácticas como lo es la detección de errores en codificación en las líneas de producción en 

una fábrica para descartar o corregir oportunamente un producto mal etiquetado, esto puede 

facilitar además la gestión de los inventarios, en cuanto a la academia, la documentación 

suministrada en este proyecto permitirá replicar la ejecución de redes neuronales probadas en otras 

áreas del conocimiento, ahorrando tiempo a los semilleristas que buscan resolver problemáticas 

comunes, como resultado se obtuvo la comparación de dos paquetes OCR con redes neuronales, 

East y Keras-OCR, con conjuntos de datos específicos.   
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1. Documentación para la aplicación de algoritmos de redes neuronales en reconocimiento 

de caracteres en los procesos industriales 

1.1 Planteamiento del Problema 

La codificación de artículos en la línea de producción es un proceso muy importante para 

cualquier empresa, ya que en gran parte la eficiencia y la visibilidad en el mercado depende de 

este, por lo que un error de  codificación puede llegar a ser muy costoso si estos productos mal 

codificados salen al mercado o peor aún si llegan a los hogares del consumidor, además de esto se 

debe tener en cuenta los costos de reprocesamiento ya que en muchas empresas cuentan con líneas 

de producción ininterrumpidas por lo que en algunos casos no es posible recodificar o volver a 

empaquetar el producto una vez este codificado y la imposibilidad aumenta cuando se habla de 

productos de primera necesidad o quirúrgicos. 

En este orden de ideas, muchas empresas deciden deshacerse de sus productos, pero esta 

opción puede llegar a ser mucho más costosa que reacondicionamiento de estos, debido a que los 

errores de codificación se producen como mínimo una vez a la semana, lo desafortunado del asunto 

es que lo errores de codificación se han convertido en algo común cuando no tienen por qué serlo. 

Cabe anotar, que muchas de las empresas deben cumplir ahora los estándares de codificado 

que incluyen la implementación y documentación de métodos para eliminar esos errores, que en 

el caso de no ser eliminados podrían significar sanciones, penalizaciones económicas y 

administrativas, además de un muy costoso daño a la reputación de la marca. (Lopes et al., 2014). 

Por otro lado, más de la mitad de los errores de codificación provienen de errores de los operarios, 

fallos como la introducción de datos incorrectos y la selección de trabajos equivocados. 
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 En el año 2016, el diario digital FOOD NEWS LATAM describió, que aunque muchas 

empresas deciden por medidas como las de aumentar los controles durante la fase de empaquetado, 

estas no resuelven las causas principales como la introducción de códigos incorrectos, ni reduce 

los problemas y costos asociados con el reprocesamiento de productos o con la disminución de la 

eficacia de la empresa, a raíz de esto muchas empresas prefieren realizar soluciones referentes a la 

industria 4.0, sensores, lectores, algoritmos e inteligencia artificial, siendo el caso de HEUFT 

SPECTRUM II VX,  él cual se centra en encontrar defectos en los niveles de llenado y defectos 

en las tapas en líneas de envasado, o el trabajo investigativo de (Núñez et al., 2015) titulado 

“Diseño De Sistema Verificador De Identidad Y Codificación De Productos Manufacturados En 

La Industria De Envasado” en el que se diseña un sistema de procesamiento de caracteres 

codificados en el envasado de productos. 

La academia tiene como rol principal proveer elementos que impulsen el desarrollo de la 

industria 4.0 desde la formación de herramientas y personal capacitados para afrontar los nuevos 

retos, por lo que debe de iniciar su restructuración interna y considerar los temas que dirigen la 

Cuarta Revolución Industrial como parte de sus planes de estudios, cadenas y procesos no solo 

con la importación o implementación de nuevas tecnologías, sino con la posibilidad de permitirse 

abordar la solución de problemas desde la investigación básica reconociendo que es el abordaje 

apropiado que se identifican como ejes de la sociedad. 

Por su parte, la Institución Universitaria Antonio José Camacho (Uniajc) no es ajena a esta 

realidad y está incursionando en el trabajo con tecnologías que permitan mejorar procesos 

estratégicos, operativos y de soporte en la gestión empresarial e industrial de la región, sin 

embargo, se ha trabajado muy poco en los temas referentes a la IA desde el área de Ingeniería de 

Sistemas, desaprovechando las ventajas que lleva consigo la automatización industrial, por lo que 
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el propósito de este trabajo a través del semillero de investigación SAIDO es generar un punto 

referencia para futuros trabajos en el área que al igual que este busquen generar conocimiento 

acerca de la inteligencia artificial y sus aplicaciones en la vida real. 

A partir este problema se planteó la siguiente pregunta de formulación: 

¿Cómo brindar información suficiente que permita aplicar técnicas de IA para el 

reconocimiento de caracteres en la codificación de productos de la industria? 

Preguntas de sistematización: 

¿Cuáles son los algoritmos de codificación y reconocimiento de caracteres utilizados 

en la codificación de productos en la industria? 

¿Cómo documentar la implementación técnica de IA en el reconocimiento de 

caracteres? 

¿Cuál es la precisión de los algoritmos de identificación de caracteres seleccionados? 

 

1.2 Justificación 

En la actualidad, la mejora continua de la calidad es una prioridad, sobre todo para las 

grandes empresas, uno de los caminos es la prevención de defectos en los productos y la inspección 

en línea de los atributos o variables a controlar. 

El presente proyecto nació de la necesidad que tiene la industria sobre la problemática 

actual que tiene en su codificación de productos, el objetivo fue buscar una alternativa viable para 

garantizar la identidad del producto a partir de la industria 4.0, haciendo de los sistemas para 

reconocimiento óptico de caracteres (OCR), la cual según (Mecalux, 2003) es una tecnología 

madura y fiable la cual incluye herramientas para obtener, procesar y analizar imágenes del mundo 
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físico, con el objetivo de generar información que pueda ser interpretada y empleada por una 

máquina, a través de procesos digitales. 

En esta lógica, se buscó una herramienta que pueda facilitar la codificación de productos 

en una fábrica y descartar los que están en mal estado (no visible) dándole seguridad a los 

consumidores y evitando grandes demandas por parte de los consumidores, por otro lado, la 

estandarización de las codificaciones posibilita un mejor manejo y control de los inventarios de 

una forma fiable, teniendo esta codificación legible y correcta tendrá una buena demanda de 

productos, facilita un rápido y buen manejo de información sobre los productos y facilita además 

la trazabilidad de cualquier artículo con codificación única. 

A partir de lo anterior el OCR aplicado a la industria 4.0 puede permitir a las empresas 

eliminar los errores del operario en los procesos de configuración de los mensajes y de selección 

de trabajos; minimizar los costos de los desperdicios y reprocesamiento causados por errores en el 

codificado; reducir el potencial de pérdida de negocio causado por la expedición de productos 

incorrectos; y minimizar el daño a la marca reduciendo las ocasiones en que se necesita retirar el 

producto.(VideoJet, 2014) 

Por lo que este proyecto busca abrir el camino para futuros proyectos en esta área y sus 

componentes: Internet industrial de las cosas, análisis de Big Data, computación en la nube, 

simulación, realidad aumentada, robots autónomos, fabricación o manufactura aditiva, ciber-

seguridad, e integración horizontal y vertical del sistema, sin embargo las herramientas antes 

mencionadas deben explorarse de una forma amplia, que permita estudiar su efectividad, y que 

brinde mejoras en cuanto a su flexibilidad y tratamiento de necesidades novedosas y emergentes 

de la sociedad moderna contribuyendo así a la creación de tendencias innovadoras gracias al uso 
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de datos en la aplicación de nuevas tecnologías, las cuales den soporte para la creación de servicios 

inteligentes, satisfaciendo las necesidades de las industrias. 

 

1.2.1 Alcance e impacto 

Este proyecto no incluyo la implementación de los algoritmos aquí expuestos en un sistema 

OCR existente en alguna empresa, solo se realizó la respectiva exploración y ejecución de 

algoritmos OCR más usados en líneas de producción de empresas, por lo que las implementaciones 

de estos algoritmos en lenguajes de programación solo se llevó a cabo con el fin de evaluar la 

eficiencia y precisión de estos algoritmos dado un conjunto de datos referente a la muestra 

fotográfica de codificación impresa en artículos producidos una línea de producción, facilitando 

la replicación del proceso en otros proyectos. 

 

1.3 Objetivos 

1.3.1 Objetivo General 

• Documentar la aplicación de técnicas para el reconocimiento de caracteres (OCR) al 

proceso de identificación de códigos de productos para que pueda ser reproducido en la 

industria. 

 

1.3.2 Objetivos Específicos 

• Identificar las características en la codificación de productos para poder seleccionar 

imágenes de muestra que se adecuen a la industria. 
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• Implementar los algoritmos en un lenguaje de programación común que facilite su 

ejecución en un caso de estudio dado. 

• Evaluar la precisión obtenida con cada uno de los algoritmos. 

 

2. Marco Referencial 

En este capítulo se explican los principales conceptos y teorías de los principales 

algoritmos OCR: 

 

2.1 Antecedentes 

Se identificaron proyectos donde se han utilizado algoritmos de aprendizaje automático 

supervisado en redes neuronales para el reconocimiento de caracteres, a continuación, se 

especificarán los principales puntos que se han seleccionado como referencia: 

 

2.1.1 Reconocimiento De Caracteres Ópticos OCR Por Medio De Correlación Y Redes 

Neuronales (Villamizar, 2009) 

Este proyecto tiene como objetivo el estudio y la aplicación de un sistema OCR que permita 

el reconocimiento de caracteres a partir de la digitalización de imágenes haciendo uso de medios 

físicos (Cámaras, Escáneres, Lápiz Ópticos, etc.), en el cual se distinguen 4 métodos: Adecuación 

de la imagen “preproceso”, Selección de la zona de interés “segmentación”, Representación digital 

de la imagen “extracción de características”, Distinción del carácter contenido en la imagen 

“reconocimiento”, con el fin de poder reconocer un texto para poderlo tratar posteriormente. 

Para el proyecto se utilizaron dos métodos de “Reconocimiento” muy conocidos para 

relacionar imágenes y crear variables de similitud para la correcta clasificación de los caracteres a 
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reconocer. Estos dos métodos son los de correlación (da como resultado un valor de relación entre 

los datos o patrones de las imágenes y dicha relación puede calcularse mediante diversos 

coeficientes que miden el grado de correlación entre las mismas) y la de redes neuronales (Son 

entrenadas de tal forma que el sistema pueda identificar de un conjunto de posibles soluciones la 

mejor de las salidas con relación al dato de entrada del sistema). 

 

2.1.2 Diseño De Sistema Verificador De Identidad Y Codificación De Productos 

Manufacturados En La Industria De Envasado (Núñez et al., 2015) 

Este trabajo tuvo como objetivo diseñar un sistema, para la asignación e inspección de un 

lote de productos envasados, así como rechazador de producto que integre la tecnología de visión 

óptica OCR con la finalidad de reducir los costos por retrabajos y retiro del producto del mercado, 

desarrollando un algoritmo con el fin de estructurar el código de identificación de producto 

tomando en cuenta los requerimientos gubernamentales trasmitidos a través de las especificaciones 

de cliente, el reconocimiento óptico de caracteres se realizó mediante un sistema OCR por el 

método del factor de correlación teniendo como plataforma el módulo de análisis de imágenes de 

Matlab, con lo cual la imagen es tomada con una cámara, un sensor provee de la señal para realizar 

la captación de imagen en el momento justo que el producto pasa frente a la cámara, de la misma 

forma este sistema utiliza como principio los 4 métodos mencionados anteriormente en la sección 

2.3.3, cómo procesamiento del OCR; mientras que por el lado del sistema rechazador se diseñó un 

algoritmo que permite configurar el número de piezas con defecto detectadas antes de parar el 

trasportador, se incluye un indicador visual con lámparas (semáforo) que le permite al operador 

saber el estado del sistema y así poder supervisar el correcto funcionamiento. 

 



DOCUMENTACIÓN PARA LA APLICACIÓN DE ALGORITMOS DE REDES 

NEURONALES EN RECONOCIMIENTO   17 

2.1.3 Development Of A Low-Cost Industrial Ocr System With An End-To-End Deep 

Learning Technology (Subedi et al., 2020) 

En el proyecto se ha desarrollado un sistema OCR con el objetivo de que este sea de bajo 

costo y alto rendimiento para la industria, haciendo uso de kits de desarrollo integrado que admitan 

aceleración por GPU, con el fin de obtener una alta precisión para uso industrial en recursos 

informáticos limitados, se optó por utilizar un algoritmo de reconocimiento de texto que utilice 

una red profunda de aprendizaje de extremo a extremo como modelo de referencia, a partir de esto 

se mejoró el modelo reemplazando la red de extracción de características por la que mejor se 

adaptara a las condiciones de reconocimiento de texto en la industria, Este algoritmo está escrito 

en la API Python de TensorFlow usando la integración TensorFlow-TensorRT y la API C ++ de 

TensorFlow. 

Se probaron varias redes convolucionales para encontrar las mejores redes de extracción 

de características para la detección y el reconocimiento de texto, finalmente, se eligió EffinientNet-

B3 debido a que muestra la mejor precisión de reconocimiento, pero consume menos memoria que 

ResNet-50. 

  

2.1.4 Implementación De Un Sistema De Información Para El Reconocimiento De Caracteres 

Basado En La Red Neuronal perceptrón (Hernández, 2014) 

Según lo expuesto por el autor de este trabajo de grado, el objetivo del mismo fue construir 

un sistema basado en el funcionamiento de redes neuronales para el reconocimiento de caracteres 

dibujados a mano, el proyecto se dividió en dos fases, siendo la primera el entrenamiento de la red 

neuronal a partir el algoritmo resilient backpropagation por lo que fue necesario una data de 

entrenamiento, los cuales fueron  una seguidilla de dibujos de caracteres hechos a mano, se obtiene 
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los parámetros del sistema de red neuronal, con los que se podrá configurar el sistema de red 

neuronal; La siguiente consistió en definir cuan efectivo ha sido el proceso de entrenamiento del 

sistema de red neuronal. Para esto, se pone a prueba el sistema ingresándole nueva data la cual 

nunca ha sido vista por el sistema. A esta data, se le llama data de testeo, con el cual se obtuvo la 

eficacia en la etapa de prueba 57% de acierto de un total de 10000 imágenes en una arquitectura 

de 2 capas con 43 neuronas en la capa oculta y 10 neuronas en la capa de salida, además de esto 

se hace la recomendación de hacer uso del método Nguyen – Widrow para mejorar y acelerar la 

fase de entrenamiento. 

 

 

2.1.5 La inteligencia artificial al rescate de las pequeñas y medianas empresas (de Jesús & Laura, 

2019) 

Por medio del presente desarrollo, se implementó una aplicación móvil, donde se propone 

aplicar el uso de Machine Learning o aprendizaje automático a través de patrones, para 

implementar una aplicación capaz de reconocer imágenes y texto suministradas por los usuarios y 

vincularlos directamente con pequeñas y medianas empresas, que ofrecen sus servicios y productos 

a través de la misma, permitiéndoles competir a la par con grandes empresas que tienen la 

solvencia económica para desarrollar sus propias aplicaciones de forma individual. 

La aplicación diseñada para las PyMES tiene como objetivo trabajar de una manera 

eficiente reduciendo la cantidad de tiempo para la búsqueda de productos y proporcionando las 

mejores opciones para los usuarios, con lo que le permitirá a las PyMES competir con empresas 

más grandes en este mundo globalizado. 
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En la segunda fase de la aplicación, el uso de la IA aumentó ya que no solo se encargó de 

reconocer las imágenes y texto que el usuario le suministre, sino que además la aplicación cuenta 

co la capacidad de aprender del usuario y mostrarle los productos que se encuentran en oferta o lo 

nuevo que se está vendiendo de acuerdo con las preferencias de los usuarios haciendo que cada 

uno tenga una experiencia personalizada. 

El desarrollo de la aplicación se centró en la implementación de tres módulos principales: 

• El uso de API de cloud Vision: Clasifica rápidamente las imágenes en miles de categorías, 

detecta objetos y caras individuales dentro de las imágenes y lee palabras impresas 

contenidas en las imágenes. Puede crear metadatos en su catálogo de imágenes, moderar 

el contenido ofensivo o habilitar nuevos escenarios de mercadeo a través del análisis del 

sentimiento de imagen. Proporciona una interfaz RESTful que facilita la tarea de tener que 

desarrollar algoritmos de procesamiento de imágenes. 

• Reconocimiento óptico de caracteres: Con la utilización de la API de Visión, se pudo 

detectar y extraer texto de imágenes. 

• Especificando el idioma: Ambos tipos de solicitudes de OCR admiten uno o más 

languageHints que especifican el idioma de cualquier texto en la imagen. 

 

Como resultado del desarrollo de las pruebas de la aplicación, se tiene más del 99.9% en la 

característica de fiabilidad ante los usuarios, así mismo durante el proceso de verificación y 

validación, como resultado de las pruebas se puede determinar que el tiempo de operación del 

sistema está garantizada con más del 99 % precisión. 

Por lo que los autores consideran la aplicación como una herramienta útil para el uso en el 

proceso de compra y venta para un negocio pequeño, el cual no tiene los recursos económicos 
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suficiente para la contratación de otras alternativas para la promoción y venta en línea de sus 

productos. 

 

2.1.6 Alternativas comerciales y en la web 

Adicionalmente hoy en día se pueden encontrar muchas herramientas de verificación y 

Reconocimiento Óptico de Caracteres, en ellas se encuentra todo tipo de tecnologías, desde lo más 

básico hasta lo más avanzado, en su mayoría para la digitalización y transformación a texto de 

documentos y libros, pero también de otras áreas de aplicación, como el Comercio, Industria, 

Construcción y Transporte entre otras. Estas plataformas ofrecen servicios tanto gratuitos como de 

pago, permitiendo así obtener certificados y licencias totalmente enfocados a las necesidades de 

las personas y/o empresas actualmente. Estas plataformas se les conoce como OCV y OCR 

(Verificación y Reconocimiento Óptico de Caracteres) entre las cuales se encuentran las 

siguientes: 
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Tabla 1. Listado de opciones comerciales 

Aplicados a la lectura de caracteres en la 

industria 

Aplicados a lectura de caracteres en la 

vida diaria 

MVTec HALCON (Reconocimiento 

inteligente de caracteres e imágenes a partir 

de Deep learning) 

PDFelement (Reconoce texto en PDF 

escaneado y hace que su archivo sea 

editable) 

Sistema de visión In-Sight 7000 de COGNEX 

(Inspección de etiquetas y empaque) 

i2OCR (Convierte imágenes en texto editable) 

OCR/OCV Vision Inspection Systems 

VISIOTT (Inspección de etiquetas grabadas 

en papel y/o cartón) 

Investintech (Convierte archivos PDF 

digitalizados escaneados en archivos 

editables, además de una posible edición 

directa sobre el PDF de origen) 

LVS®7000 AIS Vision Systems 

(Inspección de códigos online) 

Tesseract (Incluye soporte para varios 

idiomas, y tiene la capacidad de trabajar a 

través de extensiones) 

HEUFT SPECTRUM II VX (Encuentra 

defectos en los niveles de llenado y defectos en 

las tapas en líneas de envasado) 

GOCR (Es código abierto de software OCR, 

el proceso es preciso y el paquete se puede 

expandir, sin embargo, sufre de problemas 

similares con la usabilidad) 

 

Nota: Algunos sistemas OCR clasificados según su tipo de aplicación, cabe resaltar que los 

sistemas ordinarios o de uso común y diarios se enfocan en la lectura de documentos de origen 

digital o físicos previamente digitalizados, tabla de elaboración propia. 

 

La creciente aparición de estas herramientas permite tener mejor de la gestión 

administrativa de manera directa, fácil, sencilla, enfocada a las necesidades, en la mayoría de las 

ocasiones de paga teniendo en cuenta las necesidades de las empresas, y sobre todo al alcance de 

la mano, ya que todas cuentan con sus respectivas plataformas tanto web como móvil. 
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2.2 Marco Contextual 

2.2.1 Los códigos y los lectores ópticos en el proceso productivo 

Hoy en día se utilizan distintos componentes para la identificación de códigos, con el 

objetivo de obtener información precisa y rápida. 

Los códigos y el almacenamiento de datos 

Cada sector productivo emplea el código que mejor se adapta a sus necesidades. Un 

ejemplo de estos elementos usados para identificar productos son los códigos 1D o de una sola 

dimensión, entre los que se incluyen los códigos de barra. Están compuestos por una combinación 

de líneas de distinto grosor y caracteres numéricos que son capaces de retener una gran cantidad 

de datos relativos a la trazabilidad del producto, como por ejemplo el número de lote, la 

procedencia de este, el número de artículos que todavía quedan en existencia y otros aspectos como 

la fecha de caducidad o envasado. 

El tipo de código a utilizar va a depender de la magnitud de la empresa, que puede 

demandar una información mucho más compleja. En este sentido, es habitual que en los sectores 

industriales de gran tamaño se emplean códigos 2D o de dos dimensiones. A diferencia de los 

códigos de barra, estos pueden contener muchísima más información, además de ser más rápidos 

y seguros de decodificar. En este sentido, pueden almacenar cerca de 7.000 caracteres. Algunos 

ejemplos de códigos bidimensionales son QR, PDF o Datamatrix.(Team POM Standard, 2017). 

Verificación de códigos 

Los códigos son unos elementos indispensables para contener una enorme cantidad de 

información que es valiosa tanto para la empresa como los distribuidores y clientes finales. Sin 

embargo, es necesario disponer de un lector óptico que sea capaz de leer estos datos, cuyo modelo 

dependerá de la complejidad de los códigos empleados. 
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Los lectores ópticos proyectan un rayo de luz sobre el código y analizan los patrones 

generados, convirtiéndolos en datos que son interpretables con ayuda de un ordenador. En el 

mercado actual se puede encontrar una enorme variedad de lectores distintos, que se diferencian 

por el tipo de luz, su forma de funcionar o sus dimensiones y manejabilidad. 

 

El papel de los lectores de códigos 

Su función dentro de una empresa es esencial, ya que transmiten la información contenida 

en los códigos a una computadora para conocer datos indispensables para la trazabilidad, como 

por ejemplo el número de piezas que quedan en stock, las propiedades del producto y un largo 

etcétera. 

Estas máquinas buscan facilitar el control de calidad y localizar el lote rápidamente, algo 

que es absolutamente necesario en sectores como el farmacéutico o el alimentario, si se produce 

un riesgo para la salud. De esta manera, se puede retirar los productos defectuosos a tiempo del 

mercado y evitar problemas que comprometerían la imagen de nuestra marca. 

 

2.2.2 La codificación de mercancías en la industria 

La codificación de productos consiste en dotar de un código reconocible a un producto con 

el fin de acceder a información de este, por ejemplo, el país de procedencia, el nombre de la 

empresa que creó, la fecha de caducidad, etc. (Mecalux, 2021) 

Cada código de producto debe cumplir con una serie de características, estas son: que sea 

fácil de leer, que sea único, que sea significativo y que tenga un código de control. 

Los etiquetados más consolidados en el mundo de la logística son los códigos de barras y 

las etiquetas RFID. 
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Tipos y estándares de codificación de artículos 

Existen distintas formas de codificar la mercancía del almacén, en función de los símbolos 

utilizados. Las empresas elegirán el sistema más apropiado para ellas. Los tipos más comunes son: 

• Codificación numérica. Solo se emplean números (ni letras, ni signos). 

• Codificación alfabética. Se compone únicamente de letras. 

• Codificación alfanumérica. El código es una combinación de letras, números y signos. 

La GS1 (antes conocida como Asociación Internacional de Numeración de Artículos) ha 

elaborado un sistema de codificación que garantiza la identificación única de los productos a nivel 

internacional. 

Los códigos más habituales que ha establecido esta asociación: 

• EAN-13. Sirve para identificar, mayoritariamente, artículos que se exponen en puntos de 

venta. Se llama así porque incluye trece dígitos numéricos que se dividen en cuatro 

categorías: país de procedencia, empresa creadora del producto, código de producto y un 

número de control. El código del fabricante lo proporciona el organismo competente en 

cada estado (en España es la Asociación Española de Codificación Comercial, más 

conocida por sus siglas: AECOC). 

• EAN-128 o GS1-128. Este código se crea con el propósito de facilitar información 

adicional a la que suministra el EAN-13 (por ejemplo, peso, fecha de producción, 

caducidad, lote, número de serie, destino final del producto, etc.). Es el código de referencia 

en el sector logístico. 

• SCC (Serial Shipping Container Code). Se aplica para el manejo y seguimiento de los 

pedidos. Este código es especialmente útil para asegurar entregas eficientes. 
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2.2.3 Errores de etiquetado en una línea de producción 

En todo el mundo, el error del operario es una de las principales causas de fallos en el 

etiquetado, lo que se traduce en costosas retiradas de productos que pueden tener un efecto 

devastador en la reputación de las marcas de una empresa. 

Sin embargo, la realidad es que, a pesar de los recientes avances en la automatización y la 

producción, muchas empresas siguen dependiendo de los procesos manuales para garantizar que 

se imprima la información correcta en los productos, las cajas y los contenedores correspondientes. 

¿Dónde se originan los errores? 

En la codificación y el marcaje, los procesos manuales, tanto en la selección como en la 

gestión de etiquetas, pueden dar lugar a errores en el etiquetado de un producto final: 

• Error humano en la selección de etiquetas: seleccionar la etiqueta incorrecta o poner la 

información errónea en el envase del producto. 

• Error humano en la gestión de etiquetas: introducir información errónea en una plantilla de 

etiquetas que se va a imprimir en un producto. 

 

La protección del consumidor 

En el sector de los alimentos y las bebidas, el etiquetado de productos es de especial 

importancia para garantizar la seguridad del consumidor final. Las reglamentaciones 

gubernamentales pertinentes definen los requisitos de etiquetado de productos y las normas sobre 

las retiradas con arreglo a los cuales se vende un producto alimentario o una bebida. La Autoridad 

de normas y seguridad alimentaria de la India emitió recientemente una notificación de los nuevos 

reglamentos sobre etiquetado y presentación para alimentos y bebidas preenvasados. 
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Estos reglamentos obligan el etiquetado de los alimentos preenvasados con determinada 

información, a saber, la lista completa de ingredientes, los alérgenos y los logotipos 

correspondientes para la declaración de artículos vegetarianos y no vegetarianos. El 

incumplimiento de estos reglamentos en materia de etiquetado de productos alimentarios y bebidas 

pueden tener grandes repercusiones para los fabricantes. En noviembre de 2019, en un informe 

sobre el índice de retirada en EE. UU. elaborado por Stericycle se recogía que los alérgenos no 

declarados en envases de alimentos y bebidas fueron responsables del 35,5% de todas las retiradas 

de alimentos exigidas por la Administración de Alimentos y Medicamentos de EE UU durante el 

tercer trimestre de 2019. 

 

Obligaciones de cumplimiento relativas al etiquetado 

La legislación y las recomendaciones de prácticas óptimas relativas al etiquetado de 

productos de consumo se han vuelto más estrictas en los últimos años, con lo que han ejercido una 

mayor presión sobre las empresas no solo para garantizar que las etiquetas cumplan los 

reglamentos de seguridad, sino también para implantar sistemas que identifiquen y solucionen 

posibles errores en el etiquetado de productos antes de que se materialicen. 

Según lo expuesto SGS Colombia, la ley 1355 de 2009 exige a los fabricantes la aplicación 

y supervisión de medidas efectivas para evitar riesgos en la producción, en particular, los errores 

en el etiquetado de productos. 

Entre tanto, en el Reino Unido, los minoristas que desean formar parte del British Retail 

Consortium deben demostrar que tienen instaurado un sistema de comprobaciones y garantizar la 

ausencia de errores en el etiquetado de productos. 
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2.3 Marco Teórico 

2.3.1 ¿Qué es el OMR, ICR y OCR? ¿Cómo funcionan? 

Todos estos son métodos destinados a reducir el número de entradas de datos manuales en 

un entorno de procesamiento de formularios (Digicopy, 2012). ICR y OCR son dispositivos de 

reconocimiento utilizados con imágenes. OMR es una tecnología de recopilación de datos que no 

requiere un dispositivo de reconocimiento, se utiliza cuando se requiere un alto grado de precisión. 

Este tipo de tecnología se utiliza principalmente en el software de gestión documental para 

reconocer texto o imágenes, dependiendo de cada necesidad utilizará una u otra o una combinación 

de ellas. El reconocimiento inicial se puede realizar desde una copiadora o escáner multifunción 

Las diferencias básicas entre ellos son las siguientes: 

 

Reconocimiento óptico de caracteres OCR: 

El Reconocimiento óptico de caracteres convierte imágenes de texto impreso en caracteres 

digitales mediante escaneo. Cualquier libro u hoja impreso puede escanearse como una imagen y 

convertirse en texto usando OCR. La precisión de este sistema junto con ICR, si se configura 

correctamente, puede alcanzar el 98 %, similar a la entrada de datos manual  

. 

Reconocimiento inteligente de caracteres ICR: 

ICR convierte los caracteres escritos a mano (no cursiva) en caracteres legibles por 

máquina. La tecnología ICR requiere aproximadamente celdas en el papel para contener 

información escrita a mano, lo que requiere un carácter por celda. Se utiliza para formularios que 

se deben completar a mano y se debe escribir una letra en mayúscula en cada celda, el 

funcionamiento de este sistema se detalla más en la próxima figura. 
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Figura 1. Digitalización de Documentos ICR. 

Tomado de OCR, ICR y OMR. ¿Qué son y para qué sirven? (Grupo Gureak, 2009) 

 

OMR- Optical Mark Recognition: 

Para el año 2009, Txomin Alkorta aseguro que Este proceso de lectura no puede 

interpretar las imágenes, pero detecta su ausencia o no, lo que lo hace ideal para la corrección 

automática de pruebas, exámenes, encuestas o formularios. Esta tecnología es la más precisa 

de las tres tecnologías y logra una eficiencia del 99,9 % si se utiliza un color opaco para rellenar 

los campos (ver Figura 2). El color utilizado para rellenar campos es uno de los puntos que 

más puede influir para conseguir un resultado satisfactorio, tanto para OMR como para ICR 

 

Figura 2. Formulario de prueba OMR. 

Tomado de Manual de procedimientos del delegado. (ICFES, 2009) 
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2.3.2 Métricas para evaluación del texto reconocido 

2.3.2.1 Tasa de Error de Palabras (Word error rate, WER) 

Es una unidad de medida estándar para medir el rendimiento de un sistema de 

reconocimiento de texto. 

El WER se deriva de la distancia de Levenshtein, que se define como la similaridad entre 

dos cadenas de texto A y B buscando el conjunto mínimo de operaciones de edición necesarias 

para transformar A en B, o viceversa, trabajando con palabras en lugar de caracteres. Indica la tasa 

de palabras reconocidas incorrectamente en comparación con un texto de referencia.  Cuanto 

menor sea la tasa (mínimo 0.0), mejor será el reconocimiento. La tasa máxima no está limitada y 

puede superar 1.0 en caso de reconocimiento muy deficiente si hay muchas inserciones (Urban, 

2022). 

Después de haber alineado de manera óptima la referencia con el texto reconocido gracias 

a un algoritmo de programación dinámica, la tasa de error de palabra viene dada por: 

 

𝑊𝐸𝑅 =
𝑆+𝐷+𝐼

𝑁
  (1) 

Donde:  

• N es el número de letras de referencia, 

• S es el número de sustituciones (letras reconocidas incorrectamente), 

• D es el número de eliminaciones (letras omitidas), 

• I es el número de inserciones (letras agregadas), 
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2.3.2.2 Tasa de Error de Coincidencia (Match Error Rate, MER):   

Esta métrica es similar a WER, a excepción que está normalizada y, por lo tanto, calcula 

la “probabilidad” de que una coincidencia dada (entre el texto de referencia y el texto de la 

hipótesis) sea incorrecta. (Apablaza, 2017) 

la tasa de error de palabra viene dada por: 

 

𝑀𝐸𝑅 =
𝑆+𝐷+𝐼

𝐼+𝐷+𝑆+𝐻
  (2) 

Donde: 

• H es el número de letras reconocidas correctamente. 

 

2.3.2.3 Precisión (Accuracy):   

Es el ajuste completo o fidelidad hacia la cadena de texto original, en este caso la precisión  

de reconocimiento en total de la cadena de la imagen se calcula así: 

 (𝐻−𝐷−𝑆 )

𝑁
 (3) 

Devolviendo como valor 1 si la palabra es igual a la original y un valor de “0” si 

esta difiere en algo, vale la pena aclarar que estos valores pueden variar como 

decimales entre el rango de 0 y 1 teniendo en cuenta la precisión del 

reconocimiento. 

 

2.3.3 Técnicas para el reconocimiento digital de caracteres 

La visión computacional permite estudiar y entender el proceso de la visión humana para 

poder construir máquinas con capacidades similares, su objetivo principal es proveer información 
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visual. Para lograr esto, los sistemas de visión pueden ser comprendidos por diferentes tareas 

agrupadas en tres categorías: 

• Visión de bajo nivel (adquisición de imágenes y preprocesamiento). 

• Visión de medio nivel (segmentación, representación y clasificación). 

• Visión de alto nivel (interpretación y entendimiento conceptual de la información visual). 

En su artículo sobre el Reconocimiento de caracteres mediante OCR, (Ángel et al., 2018) 

implementaron técnicas para el reconocimiento digital de caracteres, utilizando la técnica OCR 

con el fin de optimizar los procesos en la abstracción y digitalización de libros, revistas u otras 

fuentes de información que pueden digitalizarse y luego manipularse en su formato digital, 

haciendo uso de métodos como: 

• Binarización: es el proceso en el cual el pixel de una imagen es separado en solo dos valores 

que pueden ser 0 o 255. Donde el valor 0 es el color negro y el valor 255 será un color 

blanco, pero quien decide que este pixel tome un valor de 0 o 255, es la variable llamada: 

umbral de binarización, y a partir de esa variable, todos los valores que sean menores o 

iguales a ese umbral se convertirán en 0, los que sean mayores se convertirán en 1. 

• Segmentación: es el proceso en el cual todos aquellos pixeles en la matriz forman un grupo 

de 1’s separado de otros grupos, a este grupo comúnmente se le llama clúster, por lo que 

se debe escanear toda la matriz solamente para aquellos valores de la matriz que tengan el 

valor de uno en su celda, para esto se analizan los vecinos cercanos que se encuentren 

alrededor de una celda, todo esto se lleva a cabo gracias al Algoritmo Hoshen- Kopelman 

(Fricke, 2004). 

De la misma manera, Javier Ascarza Mendoza (2019) ratifica que la segmentación 

subdivide una imagen en sus regiones u objetos constituyentes, el nivel de detalle de la 
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subdivisión depende del problema que se pretende resolver, es decir, la segmentación debe 

detenerse cuando los objetos o regiones de interés en una aplicación han sido detectados. 

Las técnicas de segmentación de imágenes se dividen en 4 grandes grupos: 

• Métodos de detección de bordes: son mayormente usados para detectar 

discontinuidades en imágenes. Es una forma popular de detectar pixeles de borde y 

enlazarlos para crear bordes en la imagen.  Los pixeles de borde son los pixeles en 

los cuales existe una transición en valores de intensidad. Bordes son un conjunto de 

pixeles de borde conectados y representan los límites entre dos regiones que tienen 

distintos niveles de intensidad. 

• Métodos basados en umbrales: Es el método más sencillo para segmentar una 

imagen en regiones.  El valor de intensidad de cada píxel es comparado con un valor 

de umbral dado.  Dependiendo del resultado de la comparación entre dicho píxel y 

el umbral, el píxel es etiquetado. Este método es utilizado cuando la imagen está 

conformada de objetos claros y fondo oscuro. Si el valor de intensidad de un píxel 

f(x,y) es  mayor o igual al  valor del umbral  T, entonces  el píxel  pertenece  al 

objeto,  caso  contrario  ´este  pertenece  al fondo. 

• Segmentación orientada a regiones: Los métodos de detección de regiones son  

usados  para  particionar  la  imagen en regiones que son similares en características 

como color, textura, etc. Se agrupan pixeles en regiones homogéneas, dentro de 

´este  tipo  de  segmentación  se  tiene  el  método de crecimiento de la región y el 

métodos de dividir-combinar regiones. 

• Métodos basados en clustering: Clustering es una división de  datos  en  grupos  de  

similares características.  Cada grupo está formado por  objetos  que  son  similares  
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entre  ellos  y  distintos  a  los  que pertenecen  a  otros  grupos.  Las técnicas de 

clusterización se  pueden dividir  en  clusterización  supervisada  y  clusterización  

no  supervisada.  Cauterización supervisada involucra interacción humana y 

clusterización no supervisada decide el criterio de clustering por sí mismo. Los 

métodos de clusterización   pueden también ser divididos como duros  o  difusos  

dependiendo  si  el  patrón  pertenece  exclusivamente  a  un  solo clúster o a varios 

con diferentes valores. 

 

• Normalización: consiste en tener el mismo número de pixeles en una imagen, es decir una 

imagen que es nxm, se convertirá en una imagen nxn (cuadrada), para llevar esto a cabo se 

hace uso del método InterpolationMode.HighQualityBicubic de C#, que normaliza la 

imagen a partir de su lado más grande, y la deja de un solo tamaño. 

• Esqueletización: consiste en ir borrando los puntos sobrantes del contorno de cada 

componte, de modo que conserve su tipología, en este caso se ha optado por usar el 

algoritmo de Esqueletización Pavlidis, el cual consiste en adelgazar una matriz de entrada, 

e ir comparando con una pequeña matriz de plantilla, y esta debe ser comparada con los 4 

vecinos de cada pixel de la matriz en la imagen (Alvarez, 2008). 

• Comparación con caracteres patrones: En esta etapa, se comparan los caracteres obtenidos 

a partir del adelgazamiento con los caracteres teóricos o caracteres patrones guardados en 

archivos y previamente cargados en el programa en matrices independientes para cada una, 

para esto se crean dos vectores, un vector que tendrá los valores de la proyección vertical 

y otro que tendrá los valores de la proyección horizontal; Un vector de trazas es un arreglo 

unidimensional con tamaño f (filas si es horizontal) y c (columnas si es vertical), este 
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guardará el número coincidencias en donde haya trozos de un carácter, y acumulará estas 

coincidencias para después compararlo con las del carácter patrón. 

 

2.3.4 Algoritmos de reconocimiento de caracteres 

2.3.4.1 Sistema de aprendizaje automático c4.5 

En su artículo sobre el reconocimiento de caracteres chinos escritos a mano utilizando 

árboles de decisión / sistema de aprendizaje máquina c4.5, Amin & Singh proponen el uso de la 

técnica de transformada de Hough con el fin de extraer características para clasificar y reconocer 

caracteres chinos usando el sistema C4.5 (Algoritmo c4.5), para generar un árbol de decisiones. 

Este proceso consiste en: 

Figura 3. Diagrama de bloques del sistema. 

Tomado de Recognition of Hand-Printed Chinese Characters using Decision Trees/Machine 

Learning C4.5 System. (Amin et al, 1998) 

 

Digitalización y preprocesado: Se efectúa dividiendo la imagen en un arreglo rectangular 

de elementos, cada elemento de la imagen así dividida se conoce con el nombre de píxel. El 

siguiente paso es asignar un valor numérico a la luminosidad promedio de cada píxel. Así, los 
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valores de la luminosidad de cada píxel, con sus coordenadas que indican su posición, definen 

completamente la imagen. 

Durante la realización de este proyecto se lleva a cabo un proceso de Esqueletización, el 

cual pretende obtener el esqueleto de una imagen tratando de encontrar un patrón a partir de la 

forma del objeto, con una cantidad menor de datos, pero conservará la continuidad y la menor 

cantidad de pixeles posible. 

Extracción de características: Este consiste en alterar los valores de la luminosidad de los 

pixeles mediante las operaciones o transformaciones matemáticas necesarias, en este caso a partir 

de la transformada de Hough, a fin de hacer que resalten los detalles de la imagen que sean 

convenientes. 

Figura 4. Representación gráfica Transformada de Hough. 

 
Tomado de Hough Lines Transform Explained. (Kacmajor, 2020) 

 

La transformada de Hough es un método popular para la detección de líneas rectas. 

Básicamente, el método consiste en mapear los píxeles en una imagen desde el plano x-y (figura 

4) hasta el plano p-O, donde p viene dado por la ecuación 
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𝑝 = 𝑥𝑐𝑜𝑠 𝜃 + 𝑦𝑠𝑖𝑛 𝜃, 𝜃 <= 0 < 2𝜋 (4) 

 

En la que el parámetro 𝑝 representa la distancia entre el origen de coordenadas y el punto 

(𝑥, 𝑦), mientras que 𝜃 es el ángulo del vector director de la recta perpendicular a la recta original 

y que pasa por el origen de coordenadas, en el que el espacio (𝑝, 𝜃) se denomina espacio de Hough 

para el conjunto de rectas en dos dimensiones. 

Cabe aclarar que los autores de este articulo decidieron modificar la transformada de Hough 

con el fin de inspeccionar los vecinos de un píxel, para determinar qué direcciones tienen más 

probabilidades de formar una línea recta y qué direcciones son menos probables o no posibles para 

formar una línea recta. 

Aprendizaje máquina sistema c4.5: El algoritmo considera todas las pruebas posibles que 

pueden dividir el conjunto de datos y selecciona la prueba que resulta en la mayor ganancia de 

información. Para cada atributo discreto, se considera una prueba con n resultados, siendo n el 

número de valores posibles que puede tomar el atributo. Para cada atributo continuo, se realiza una 

prueba binaria sobre cada uno de los valores que toma el atributo en los datos. En cada nodo, el 

sistema debe decidir cuál prueba escoge para dividir los datos. 

El sistema C4.5 requiere dos archivos de entrada, los nombres y los archivos de datos. El 

archivo de nombres contiene los nombres de todos los atributos utilizados para describir los 

ejemplos de entrenamiento y sus valores permitidos (Ver figura 5). Este archivo también contiene 

los nombres de las posibles clases. Las clases son los caracteres del alfabeto chino que se numeran 

secuencialmente. El archivo de datos del sistema C4.5 contiene los valores de los atributos, por 
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ejemplo, objetos en el formato especificado por el archivo de nombre, donde cada ejemplo va 

acompañado de su descripción de clase. 

Figura 5. Gráfico proceso machine learning c4.5. 

 
Tomado de Tipos de aprendizaje automático. (Gonzalez, 2020) 

 

2.3.4.2 OCR mediante Maquina de soporte vectoriales (SVM), Perceptrón Multicapa 

(mlp) y arboles de decisión 

En el artículo redactado por Abhishek, 2020, se expone el uso del algoritmo de regiones 

extremas máximamente estables (MSER, en sus siglas en inglés: Maximally stable extremal 

regions) junto con los métodos de crecimiento de regiones para la detección de regiones impresas 

con el fin de digitalizar el contenido de cualquier documento impreso o escrito a mano a partir del 

reconocimiento óptico de caracteres usando algoritmos de aprendizaje automático como lo son: 

árboles de decisión, bosque aleatorio, clasificador de árboles adicionales, MLP y SVM junto con 

el método de conjunto para la clasificación por lo que al final de este artículo se compararan las 

precisiones de cada de estos algoritmos en su uso para OCR. 

Todo este proceso se llevó a cabo gracias a datos de aprendizaje que se generaron a partir 

de 286 paquetes de fuentes que incluyen todos los caracteres, incluidos símbolos, números y 
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alfabetos tanto en minúsculas como en mayúsculas. Estos paquetes de fuentes también incluían 

fuentes elegantes y fuentes cursivas para una mejor predicción. 

  

El tamaño estándar de todas las imágenes del conjunto de datos se tomo como 50x50. 

Además, se calculó más imágenes de datos desplazando las imágenes completas en las ocho 

direcciones en un cierto número de píxeles. Además, las imágenes se rotaron para generar más 

datos. 

Los pasos usados para las digitalización y procesamiento de la imagen son: 

1. Imagen de entrada 

2. Preprocesamiento de imágenes 

3. Detección de regiones impresas mediante mser y algoritmo de crecimiento de regiones 

4. Formación de palabras individuales utilizando condiciones de umbral y superposición 

5. Recuperación de subimágenes de caracteres de cada palabra 

6. Modificaciones de tamaño y cálculo de características de HOG 

7. Alimentación de características de HOG en diferentes clasificadores 

8. Recuperación del texto deseado de la imagen 

Un término muy usado a lo largo del artículo es mser, se utiliza como método de detección 

de manchas en imágenes, este método de extraer un número completo de elementos de imagen 

correspondientes contribuye a la coincidencia de línea de base amplia y ha conducido a mejores 

algoritmos de coincidencia estéreo y reconocimiento de objetos. 

El método de coincidencia y sus correspondientes algoritmos son parte de los criterios de 

la regla de coincidencia. Ayudan a determinar cómo un campo en particular en un registro se 

compara con el mismo campo en otro y si esos campos deben considerarse una coincidencia. 
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Cabe aclarar que el uso de los algoritmos anteriormente nombrados se llevó a cabo gracias 

al histograma de gradientes orientados (características HOG), el cual es un descriptor de 

características que se utiliza en la visión por computadora y el procesamiento de imágenes con el 

fin de detectar objetos. La técnica cuenta las apariciones de la orientación de gradiente en porciones 

localizadas de una imagen. 

Siendo así que SVM, es el algoritmo con más precisión para el reconocimiento de 

algoritmo, siendo así que esta misma combinadas con otras técnicas de reconocimiento como lo 

son MLP y ETC partir de relación de peso (proporción entre el ancho, altura y profundidad de la 

imagen  de la imagen.) de [2: 1: 1] como vector de la imagen mostraron mayor precisión teniendo 

en cuenta que estos algoritmos funcionan como técnicas de machine learning. 

 

2.3.5 Introducción a las redes neuronales (RNAs) 

2.3.5.1 Redes Neuronales: Conceptos Básicos y Aplicaciones. 

Las redes neuronales artificiales son un campo muy importante dentro de la inteligencia 

artificial. Su objetivo es tratar de buscar modelos que solucionen problemas difíciles de resolver 

mediante técnicas algorítmicas convencionales. (Ruiz et al., 2001) 

2.3.5.1.1 Estructura de una red neuronal 

Una red neuronal está constituida por nodos, o unidades, que están unidas mediante 

conexiones. Algunas de las unidades están conectadas al ambiente externo y se designan como 

unidades de entrada o de salida según reciban estímulos externos o den la respuesta del sistema, 

respectivamente. (Ruiz et al., 2001) 
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Figura 6. Estructura red neuronal. 

 

Tomado de unidad 4 redes neuronales. (Mayinteligenciartificial, 2013) 

Hay tres partes normalmente en una red neuronal (figura 6): una capa de entrada, con 

unidades que representan los campos de entrada (𝑥𝑛); una o varias capas ocultas; y una capa de 

salida, con una unidad o unidades que representa el campo o los campos de destino. 

Los pesos (𝑤(𝑛)) son coeficientes que pueden adaptarse dentro de la red que determinan 

la intensidad de la señal de entrada registrada por la neurona artificial. Ellos son la medida de la 

fuerza de una conexión de entrada. 

2.3.5.1.2 Ventajas 

• Las redes neuronales poseen muchas ventajas teniendo en cuenta que están basadas en la 

estructura del sistema nervioso, principalmente el cerebro, entre ella se encuentran: 

• Aprendizaje: Las redes neuronales tienen la capacidad de aprender a realizar tareas basadas 

en un entrenamiento o una experiencia inicial. 

• Auto organización: Crea su propia organización o representación de la información en su 

interior que recibe mediante una etapa de aprendizaje. 
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• Tolerancia a fallos: Debido a que una red neuronal almacena la información de forma 

redundante, ésta puede seguir respondiendo de manera aceptable, incluso sufriendo un gran 

daño. 

• Flexibilidad: Una red neuronal puede manejar cambios no importantes en la información 

de entrada, como señales con ruido u otros cambios en la entrada. 

• Tiempo real: La estructura de una red neuronal es paralela, por lo cual, si esto es 

implementado con computadoras o en dispositivos electrónicos especiales, se pueden 

obtener respuestas en tiempo real. 

Existen cuatro aspectos que caracterizan una red neuronal: su topología, el mecanismo de 

aprendizaje, tipo de asociación entre la información de entrada y de salida, y la forma de 

representación de estas informaciones: 

 

1. Topología: Consiste en la organización y disposición de las neuronas en la red formando 

capas o agrupaciones de neuronas. Los parámetros fundamentales de la red son: número 

de capas, número de neuronas por capa, grado de conectividad y tipo de conexión entre 

neuronas.  

Al hacer una clasificación topológica de las RNAs se suelen distinguir: 

• Redes monocapa: se establecen conexiones laterales entre las neuronas que pertenecen 

a la única capa que constituye la red. Ejemplos de redes de este tipo son la rede 

HOPPFIELD y la rede BRAIN-STATE-IN-A-BOX. Las redes monocapa se utilizan 

típicamente en tareas relacionadas con lo que se conoce como autoasociación; por 

ejemplo, para regenerar informaciones de entrada que se presenta como incompleta o 

distorsionada. 
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• Redes multicapa: Las neuronas se agrupan en diferentes niveles. Dado que este tipo de 

red tiene muchas capas, las conexiones entre las neuronas puede ser conexión hacia 

adelante (feedforward) o de tipo retroalimentación (feedback). 

2. Mecanismo de aprendizaje: es el proceso por el cual una red neuronal modifica sus pesos 

en respuesta a una información de entrada. Los cambios que se producen durante la etapa 

de aprendizaje se reducen a la destrucción (el peso de la conexión toma el valor 0), 

modificación y creación (el peso de la conexión toma un valor distinto de 0) de conexiones 

entre las neuronas. 

Un aspecto importante es determinar los criterios de la regla de aprendizaje, cómo se 

modifica los pesos. De forma general se consideran dos tipos de reglas: 

• Aprendizaje supervisado: Se caracteriza por el proceso de aprendizaje realizado a través 

de entrenamientos controlados por un agente externo (supervisor, maestro) que determina 

la respuesta que debería generar la red a partir de una entrada determinada. El supervisor 

comprueba la salida generada por el sistema y en el caso de que no coincida con la esperada, 

se procederá a modificar los pesos de las conexiones. 

• Aprendizaje no supervisado: No requieren de influencia externa para ajustar los pesos 

de las conexiones entre sus neuronas. La red no recibe ninguna información por parte 

del entorno que le indique si la salida generada en respuesta a una determinada entrada 

es o no correcta; son capaces de autoorganizarse. Estas redes deben encontrar las 

características, regularidades, correlaciones o categorías que se pueden establecer entre 

los datos de la entrada. 

3. Tipo de asociación entre las informaciones de entrada y salida: Las redes neuronales son 

sistemas que almacenan cierta información aprendida; esta se registra de forma distribuida 
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en los pesos asociados a las conexiones entre neuronas. Hay que establecer cierta relación 

o asociación entre la información presentada a la red y la salida ofrecida por esta 

(thales.cica.es, 2005). Es lo que se conoce como memoria asociativa. 

4. Representación de la información de entrada y salida: 

• Redes continuas: En un gran número de redes, tanto los datos de entrada como de 

salida son de naturaleza analógica (valores reales continuos y normalmente 

normalizados, por lo que su valor absoluto será menor que la unidad). En este caso 

las funciones de activación de las neuronas serán también continuas, del tipo lineal 

o sigmoidal (ver figura 7). 

 

Figura 7. Representación funciones de activación a través de neuronas. 

 

Tomado de Introducción a las redes neuronales artificiales. (rna.50webs.com, 2005) 

 

• Redes discretas: Por el contrario, otras redes sólo admiten valores discretos [0,1] a 

la entrada, generando también en la salida respuestas de tipo binario. La función de 

activación en este caso es del tipo escalón. 

• Redes híbridas: La información de entrada es continua, pero a la salida ofrecen 

información binaria. 
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𝑗
𝑖 

2.3.5.2.1 Función Feed-forward 

El modelo de la red neuronal se basa en la combinación lineal de parámetros (ecuación 5), 

la cual tiene que pasar a través de una función de activación no lineal (ecuación 6) 

                             

 

  

Donde en (5) 𝑤(1)es el j-ésimo peso en la capa oculta para la i-ésima variable de 

entrada,𝑤(1)es el k-ésimo peso en la capa de salida para la j-ésima variable de entrada y 𝑥 es la 

entrada de 𝑗𝑜 𝑖, donde la neurona j genera la salida 𝑎𝑗, por lo que en (6) 𝑧𝑗 es la función de 

activación de la neurona  que genera la salida 𝑎𝑖 Debido a que las redes neuronales tienen 

diversas entradas, todas estas características tienen que ser ponderadas en las diversas 

neuronas de las capas ocultas, este proceso convierte el espacio de entradas en una sumatoria 

de parámetros adaptativos que están diseñados para realzar las propiedades de mayor peso 

entre las características(Svensen et al, 2006). 

Construir una red neuronal, no es complejo. Los pesos sinápticos de la red son asignados 

de manera aleatoria con valores pequeños, y con estos se calcula un estado inicial aleatorio 

(Ecuación 7), donde la salida 𝑦𝑘, es usada para el cálculo del error a partir de los pesos 𝑤 (Ecuación 

8). 

 

 

 

 

(7) 

(8) 

 

(5) 

 

(6) 
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Es decir, debido a que la función de activación brinda una salida entre 0 y 1 para algún 

patrón, en la fase de reconocimiento, para alguna información de entrada se calculan las salidas yk 

, sólo si existe una única salida que sea mayor o igual al umbral sugerido se considera como un 

reconocimiento aceptable, 𝑤𝑘𝑗. Representan la intensidad de interacción entre cada neurona 

presináptica j y la neurona postsináptica k. 

 

 

2.3.5.2.2 Aprendizaje del modelo 

Una vez se tienen todos los valores de las funciones de activación en la red, es necesario 

calcular el gradiente del error de cada uno de los pesos sinápticos. Debido a que el modelo tiene 

un comportamiento regresivo, la ecuación óptima para la actualización de los pesos se considera 

la ecuación 9, la cual calcula el peso sináptico de la siguiente iteración (𝑤𝑗𝑟+1 ) a partir del peso 

actual (𝑤𝑐 ) menos el gradiente del error por la tasa de aprendizaje (𝜂❑𝐸). 

𝑤𝑗
𝑟+1 = 𝑤𝐽

𝑐 − (η❑E)(𝑤𝐽
𝐶) 

Durante la operatoria de una red neuronal se puede distinguir claramente dos fases o modos 

de ración: la fase de aprendizaje o entrenamiento, y la fase de operación o ejecución. 

Durante la primera fase, la fase de aprendizaje, la red es entrenada para realizar un 

terminado tipo de procesamiento. Una vez alcanzado un nivel de entrenamiento adecuado, se pasa 

a la fase de operación, donde la red es utilizada para llevar a cabo la tarea para la cual fue entrenada. 

 

 

 

(9) 
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FASE DE ENTRENAMIENTO 

 Una vez seleccionada el tipo de neurona artificial que se utilizará en una red neuronal y 

determinada su topología es necesario entrenarla para que la red Entrenamiento de redes 

neuronales basado en algoritmos evolutivos pueda ser utilizada. Partiendo de un conjunto de pesos 

sinápticos aleatorio, el proceso de aprendizaje busca un conjunto de pesos que permitan a la red 

desarrollar correctamente una determinada tarea. Durante el proceso de aprendizaje se va refinando 

iterativamente la solución hasta alcanzar un nivel de operación suficientemente bueno. 

Tal como lo explica Jaime Durán Suárez (2007), existen varios modelos de redes 

neuronales, como son las monocapa o perceptrón simple, perceptrón multicapa (MLP), 

convolucionales (CNN), redes neuronales recurrentes (RNN), de retroalimentación o redes de base 

radial (RBF), de la misma manera se define que hay muchos tipos de métodos de aprendizaje, pero 

los principales son: aprendizaje supervisado, aprendizaje no supervisado y aprendizaje reforzado, 

pero el uso de estos tipos de aprendizaje depende en gran parte del modelo de red neuronal que se 

use  

El proceso de aprendizaje se puede dividir en tres grandes grupos de acuerdo con sus 

características (Lanzarini, 2004): 

• Aprendizaje supervisado. Se presenta a la red un conjunto de patrones de entrada junto con 

la salida esperada. Los pesos se van modificando de manera proporcional al error que se 

produce entre la salida real de la red y la salida esperada. 

• Aprendizaje no supervisado. Se presenta a la red un conjunto de patrones de entrada. No 

hay información disponible sobre la salida esperada. El proceso de entrenamiento en este 

caso deberá ajustar sus pesos en base a la correlación existente entre los datos de entrada. 
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• Aprendizaje por refuerzo. Este tipo de aprendizaje se ubica entre medio de los dos 

anteriores. Se le presenta a la red un conjunto de patrones de entrada y se le indica a la red 

si la salida obtenida es o no correcta. Sin embargo, no se le proporciona el valor de la salida 

esperada. Este tipo de aprendizaje es muy útil en aquellos casos en que se desconoce cuál 

es la salida exacta que debe proporcionar la red.  

 

FASE DE OPERACIÓN 

 Una vez finalizada la fase de aprendizaje, la red puede ser utilizada para realizar la tarea 

para la que fue entrenada. Una de las principales ventajas que posee este modelo es que la red 

aprende la relación existente entre los datos, adquiriendo la capacidad de generalizar conceptos. 

De esta manera, una red neuronal puede tratar con información que no le fue presentada durante 

de la fase de entrenamiento. (Bueno, 2019) 

 

 

2.3.5.2.3 Propagación reversa 

Como el proceso de optimización empieza siendo completamente aleatorio, no presenta 

buenos resultados en las tareas de clasificación o regresión, pero a partir del cálculo del error en la 

ecuación 8 y el proceso de optimización de los pesos sinápticos en la ecuación 9, se entrenan las 

neuronas para construir el hiper-plano de decisión óptimo. Por lo tanto, es necesario implementar 

el método de propagación reversa para asignar porciones de error total del modelo a las capas de 

neuronas anteriores (Svensen & et al, 2006). 
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El cálculo del error en la capa de salida (𝛿𝑘)es equivalente a la diferencia entre el resultado 

teórico (𝑡𝑘) y el generado por el modelo (𝑦𝑘), debido a que no tiene función de activación la salida 

de las redes neurales 

 

Para calcular el error en las capas anteriores (𝛿𝑗) es necesario recurrir al valor de la función 

de activación de la neurona objetivo y multiplicarlo por la sumatoria de error de los errores de la 

capa siguiente (Ecuación 9). Una vez se tiene el valor del error se calcula el gradiente por medio 

de la multiplicación del error con el valor de entrada de la neurona (Ecuación 10), representa la 

pendiente en el punto que se encuentra de la función de coste. 

 

2.3.5.2.4 Redes neuronales convolucionales  

Samira Ahmed El Battioui en el 2019 definio las redes neuronales convolucionales como 

un tipo de red neuronal artificial donde las neuronas corresponden a los mismos campos receptivos 

que las neuronas en la corteza visual primaria del cerebro biológico, Uno de los principales campos 

en los que ha adquirido notoriedad es en el de visión artificial, debiéndose a las características que 

presentan en su modelo dichas redes. 

Las redes neuronales convolucionales crean una arquitectura de capas en la que cada capa 

está compuesta por agrupaciones 3D de neuronas. Inicialmente se recibe las imágenes a tratar en 

la capa de entrada donde se especifica el tamaño de la agrupación 3D que la conforma, esto se 

corresponde con la altura, la anchura y el número de canales de color de la imagen o también 

llamado profundidad. 

𝛿𝑘 = 𝑦𝑘  − 𝑡𝑘 (7) (10) 
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A diferencia de una red neuronal tradicional, en la que cada neurona de una capa se conecta 

a todas las neuronas de la otra, conocido como Fully Connected (FC), en las CNN se comparten 

las neuronas a través de filtros que permiten extraer información de las imágenes de entrada. 

Tras obtener la imagen de entrada se pueden realizar diversas operaciones siendo posible 

la utilización de los siguientes tipos de capas: 

• Capa de convolución: Tipo de capa que da nombre a la red, tiene como principal objetivo 

la extracción de características de las imágenes recibidas como entrada. 

• Capa de activación: Como ya se ha comentado este tipo de capa se aplica tras una capa de 

convolución con el objetivo de agregar no-linealidad al modelo de CNN que se pretende 

entrenar. 

• Capa de pooling: En esta capa se aplica un algoritmo para reducir las dimensiones de la 

capa entrante preservando la información más relevante y eliminando aquella que no lo 

sea, además de disminuir el volumen de datos a procesar y por tanto el tiempo de 

procesamiento del entrenamiento. 

• Capa totalmente conectada: Capa que realiza la tarea de clasificación basándose en las 

características extraídas por las capas precedentes. 

• Capa de salida: Capa que completa la fase de clasificación de la red neuronal 

convolucional, normalmente va a continuación de una capa totalmente conectada, con el 

objetivo de completar la clasificación obteniendo una salida acorde a la definición del 

problema. 

Las tareas principales que realizan las CNN son: 

• Detección/categorización de objetos. 

• Clasificación de escenas. 
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• Clasificación de imágenes en general. 

 

Para evaluar los resultados de la red, se recomienda hacer uso de la matriz de confusión 

(Cifuentes et al., 2019), el cual permite la visualización del desempeño de un algoritmo que se 

emplea en aprendizaje supervisado. Se usan las siguientes métricas de la matriz: 

 

𝐴𝑐𝑐𝑢𝑟𝑦 (𝐴𝐶𝐶) =
(𝑇𝑃+𝑇𝑁)

(𝑇𝑃+𝐹𝑃+𝑇𝑁+𝐹𝑁)
 (11) 

 

la Exactitud (en inglés, “Accuracy”) se refiere a lo cerca que está el resultado de una 

medición del valor verdadero. En términos estadísticos, la exactitud está relacionada con el sesgo 

de una estimación. Se representa como la proporción de resultados verdaderos (tanto verdaderos 

positivos (TP) como verdaderos negativos (TN)) dividido entre el número total de casos 

examinados (verdaderos positivos, falsos positivos, verdaderos negativos, falsos negativos) 

 

𝑆𝑝𝑒𝑐𝑖𝑓𝑖𝑡𝑦 =
𝑇𝑁

𝐹𝑃+𝑇𝑁
 (12) 

𝑆𝑒𝑛𝑠𝑖𝑡𝑖𝑡𝑦 =
𝑇𝑃

𝑇𝑃+𝐹𝑁
 (13) 

 

La sensibilidad y la especificidad son dos valores que indican la capacidad del estimador 

para discriminar los casos positivos, de los negativos. La sensibilidad se representa como la 

fracción de verdaderos positivos, mientras que la especificidad, es la fracción de verdaderos 

negativos, también se conoce como Tasa de Verdaderos Positivos (True Positive Rate) ó TP, el 

cual es la proporción de casos positivos que han sido correctamente identificados por el algoritmo. 
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𝑃𝑟𝑒𝑐𝑖𝑠𝑖𝑜𝑛(𝑃𝑃𝑉) =
𝑇𝑃

𝑇𝑃+𝐹𝑃
 (14) 

 

La Precisión (en inglés “Precisión”) Se refiere a la dispersión del conjunto de valores 

obtenidos a partir de mediciones repetidas de una magnitud. Cuanto menor es la dispersión mayor 

la precisión. Se representa por la proporción de verdaderos positivos dividido entre todos los 

resultados positivos (tanto verdaderos positivos, como falsos positivos). 

 

Explicación redes neuronales residuales 

Con el objetivo de mejorar la eficacia y eficiencia al entrenar redes neuronales muy 

profundas como las convolucionales, Shaoqing Ren, Kaiming He, Jian Sun y Xaingyu Zhang, en 

su artículo “Aprendizaje residual profundo para el reconocimiento de imágenes” del año 2015, 

introdujeron el modelo de aprendizaje profundo Residual Network (ResNet). 

Las redes residuales se inspiran en el hecho biológico de que algunas neuronas se conectan 

con neuronas en capas no necesariamente contiguas, saltando capas intermedias; se basa en 

construcciones conocidas de células piramidales en la corteza cerebral. Las redes neuronales 

residuales hacen esto mediante el uso de conexiones de salto o atajos para saltar sobre algunas 

capas. Los modelos típicos de ResNet se implementan con saltos de doble o triple capa que 

contienen no linealidades ( ReLu ) y normalización de lotes en el medio. Se puede usar una matriz 

de peso adicional para aprender los pesos de salto; estos modelos se conocen como HighwayNets. 

Los modelos con varios saltos en paralelo se denominan DenseNets. En el contexto de las redes 

neuronales residuales, una red no residual puede describirse como una red simple. 
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Hay dos razones principales para agregar conexiones de salto: para evitar el problema de 

la desaparición de gradientes o para mitigar el problema de degradación (saturación de precisión); 

donde agregar más capas a un modelo adecuadamente profundo conduce a un mayor error de 

entrenamiento. Durante el entrenamiento, los pesos se adaptan para silenciar la capa ascendente y 

amplificar la capa previamente omitida. En el caso más simple, solo se adaptan los pesos para la 

conexión de la capa adyacente, sin pesos explícitos para la capa hacia arriba. Esto funciona mejor 

cuando se pasa por encima de una sola capa no lineal o cuando las capas intermedias son todas 

lineales. De lo contrario, se debe aprender una matriz de peso explícita para la conexión omitida 

(se debe usar una HighwayNet ). 

Su arquitectura se basa en el concepto de capas autopista (highway layers): simples capas 

individuales (convolucionales o densas) dotadas de conexiones atajo. Cada capa viene 

acompañada por dos puertas diferentes: La puerta de transmisión, que determina cuánta 

información pasa a través de la capa propiamente dicha, y la puerta de acarreo, que parametriza la 

cantidad de información que circula a través de la conexión atajo. Las dos puertas son neuronas 

artificiales con pesos sinápticos que se actualizan del modo ordinario. 

Este método de omitir los datos de una capa a otra se denomina conexiones de acceso 

directo o conexiones de omisión. Este enfoque permite que los datos fluyan fácilmente entre las 

capas sin obstaculizar la capacidad de aprendizaje del modelo de aprendizaje profundo. La ventaja 

de agregar este tipo de conexión de omisión es que, si alguna capa perjudica el rendimiento del 

modelo, se omitirá. 

La intuición detrás de la conexión de salto es que es más fácil para la red aprender a 

convertir el valor de f (x) a cero para que se comporte como una función de identidad en lugar de 
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aprender a comportarse como una función de identidad por sí sola intentando para encontrar el 

conjunto correcto de valores que le darían el resultado. 

 

2.3.5.2.5 Redes neuronales recurrentes 

Las redes neuronales recurrentes (RNN) son una clase de aprendizaje profundo basada en 

los trabajos de David Rumelhart en 1986. Las RNN son conocidas por su capacidad para procesar 

y obtener información de datos secuenciales. Por lo tanto, el análisis de vídeo, la subtitulación de 

imágenes, el procesamiento del lenguaje natural (PLN) y el análisis de la música dependen de las 

capacidades de las redes neuronales recurrentes. A diferencia de otras redes neuronales, que 

asumen la independencia entre los datos de entrada, las RNN capturan activamente sus 

dependencias secuenciales y temporales. 

Uno de los atributos más definitorios de las RNN es la compartición de sus parámetros. Sin 

compartir parámetros, el modelo asignaría parámetros únicos para representar a cada dato en una 

secuencia y, por lo tanto, no podría realizar inferencias sobre secuencias de longitud variable, tal 

como lo describe Leyre Ayllón Lafuente, en su trabajo de grado 2020, el impacto de esta limitación 

puede observarse de forma notoria en el procesamiento del lenguaje natural, a lo cual una red 

multicapa tradicional fallaría porque crearía una interpretación del lenguaje con respecto a los 

parámetros únicos establecidos para cada posición (palabra) en una frase, Leyre Ayllón Lafuente 

centra que para hacer la implementación de este tipo de redes es necesario realizar un 

procesamiento del lenguaje natural que pueda transformarlo en un vector de características 

numéricas, proceso que recibe el nombre de vectorización, por lo que busca hacer uso del modelo 

Bag of Words, este se basa en la representación de un documento por las palabras que contiene sin 



DOCUMENTACIÓN PARA LA APLICACIÓN DE ALGORITMOS DE REDES 

NEURONALES EN RECONOCIMIENTO   54 

importar el orden, este modelo necesita un conjunto de documentos de entrenamiento, conocido 

como corpus, del que guarda todas las palabras en un diccionario 

Las RNN generalmente aumentan la arquitectura de red multicapa convencional con la 

adición de ciclos que conectan nodos adyacentes o pasos de tiempo. Estos ciclos constituyen la 

memoria interna de la red que se utiliza para evaluar las propiedades del dato actual con respecto 

a los datos del pasado inmediato. (Durán, 2017) También es importante tener en cuenta que la 

mayoría de las redes neuronales convencionales del tipo perceptrón (también llamadas 

feedforward) están limitadas a un mapeo uno a uno de la entrada y la salida. 

 

2.3.5.2.6 Red Hopfield 

Una red de Hopfield es una forma de red neuronal artificial recurrente, la cual se usa como 

sistema de Memoria asociativa con unidades binarias, Están diseñadas para converger a un mínimo 

local, pero la convergencia a uno de los patrones almacenados no está garantizada, es decir, existe 

realimentación entre las neuronas. De esta forma, al introducir un patrón de entrada, la información 

se propaga hacia adelante y hacia atrás, produciéndose una dinámica. En algún momento, la 

evolución se detendrá en algún estado estable. En otros casos, es posible que la red no se detenga 

nunca. 

El reconocimiento de una red Hopfield, trata de un proceso iterativo que permite la 

reconstrucción de una matriz de entrada en base a los patrones aprendidos durante el proceso de 

aprendizaje. Moctezuma et al. (2015) afirma que Casi cualquier paradigma de RNAs puede ser 

aplicado para la solución de este problema. Sin embargo, la mayoría de ellos requieren de un 

proceso de aprendizaje exhaustivo para garantizar un reconocimiento acertado. 
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El reconocimiento de una red Hopfield, trata de un proceso iterativo que permite la 

reconstrucción de una matriz de entrada en base a los patrones aprendidos durante el proceso de 

aprendizaje. Para lograr esta reconstrucción se utiliza la siguiente ecuación: 

 

𝑀𝑜(𝑡 + 1) = 𝑓ℎ{∑ 𝑤(𝑖, 𝑗)𝑀𝑜(𝑡)
𝑛
𝑗=1 }  (15) 

 

Este proceso se repetirá indefinidamente hasta que 𝑀𝑂(𝑡)  =  𝑀𝑂(𝑡 +  1), en ese 

momento se tendrá una reconstrucción aceptable de acuerdo con los datos aprendidos por la red. 

La función fh es una función de umbralización definida en la siguiente ecuación. 

 

𝑓ℎ(𝑥) =  { 0 𝑥 <0
1 𝑥 > 0 }  (16) 

 

La función de umbralización se utiliza para optimizar la calidad de la imagen para su 

posterior procesamiento, esta función puede ser modificada de acuerdo con el problema que se 

esté resolviendo (calidad de adquisición de la imagen), sin embargo, estos valores son ideales para 

trabajar con sistemas OCR. 

 

2.3.5.2.7 Redes de función base radial (RBF) 

Este tipo de red se caracteriza por el aprendizaje o entrenamiento asociativo. La 

arquitectura de estas redes se caracteriza por la presencia de tres capas (Ver figura 8): una capa de 

entrada, una única capa oculta y una capa de salida (Durán, 2017). 
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Figura 8. Arquitectura típica de red tipo RBF. 

 

Tomado de Redes de función de base radial (RBF). (ibiblio.org, 2003) 

Aunque la arquitectura puede ser similar a MLP, la diferencia fundamental es que las 

neuronas de capas ocultan (Figura 9), en lugar de calcular la suma ponderada de las entradas y 

aplicar un sigmoide (ibiblio.org, 2003) 

 

Figura 9. Forma funcional de una función tipo Gaussiana 

 

Tomado de Redes de función de base radial (RBF). (ibiblio.org, 2003) 

Para el aprendizaje de la capa oculta, existen varios métodos, uno de los más conocidos es 

el algoritmo llamado kmeans (kmeans), que es el algoritmo de agrupamiento no supervisado. k es 

el número de grupos encontrados y corresponde al número de neuronas en la capa oculta, que es 

un parámetro que debe decidirse de antemano. El algoritmo se plantea como sigue. (Rairán, 2006): 
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1. Inicializar los pesos (los centros) en el instante inicial. Una incializacion típica es la 

denominada kprimeras mediante la cual los k centros se hacen iguales a las k primeras 

muestras del conjunto de datos de entrenamiento  {𝑥𝑝}𝑝 = 1. . 𝑁 

𝑐1 =  𝑥1 , 𝑐2 =  𝑥2 , . . . 𝑐𝑁 =  𝑥𝑁 ,  

2. En cada iteración, se calculan los dominios, es decir, muestras distribuidas entre  k centros. 

Esto se hace de la siguiente manera: para una muestra 𝑥𝑗, se calcula la distancia a cada 

centro 𝑐𝑘. 

3. Los nuevos centros se calculan como la media de los modelos de entrenamiento en su 

dominio. Es lo mismo que calcular la masa central de una distribución de muestra 

asumiendo que tienen el mismo peso.  

4. Si los valores de los centros varían respecto a la iteración anterior se vuelve al paso 2, si  

no, es que se alcanzó la convergencia y se finaliza el aprendizaje.  

Una vez fijados los valores de los centros (Figura 10), sólo resta ajustar las anchuras de 

cada neurona. Las anchuras son los parámetros sigma que aparecen en cada una de las funciones 

gaussianas y reciben ese nombre por su interpretación geométrica, dan una medida de cuando una 

muestra activa una neurona oculta para que de una salida significativa. 

 

Figura 10. Centros en el espacio de las entradas 

 

Tomado de Redes de función de base radial (RBF). (ibiblio.org, 2003) 
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Habitualmente, el criterio que se toma es que para cada neurona se toma como valor sigma 

la distancia al centro más próximo.  

Finalmente, se controla la capa de salida. El entrenamiento de esta capa generalmente usa 

un algoritmo similar al que se usa para la capa de salida del MLP. La actualización de los pesos 

viene dada por la expresión: 

𝑧𝑘 = ∑ 𝑤𝑘𝑗𝜑(𝑟𝑗) + 𝜃𝑘𝑗  (17) 

𝛿𝑤𝑘𝑗(𝑡) = 𝜖(𝑑𝑘 − 𝑧𝑘)𝜑(𝑟𝑗) (18) 

En el que: 𝑤𝑘𝑗 es el peso de la conexión de la neurona oculta a la neurona de salida 𝑘;  𝜃𝑘 

es el umbral de la neurona de salida 𝑘; y 𝜑(𝑟𝑗)  son las activaciones de las neuronas ocultas para 

el patrón de entrada 𝑋(𝑛) . 

 

Para ello normalmente se presentan todos los patrones de la muestra de entrenamiento por 

hora. Cada uno de estos tiempos se llama época. 

2.3.5.3 OCR con redes neuronales 

2.3.5.3.1 Redes neuronales en OCR con reconocimiento de imágenes 

En la figura 11 se muestra la red de este tipo utilizada en el sistema OCR para el 

reconocimiento de caracteres. 
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Figura 11. Estructura de la red neuronal utilizada en sistemas OCR. 

 

Tomado de Redes Neuronales En Ocr Con Reconocimiento De Imágenes, Revista de 

Información, Tecnología y Sociedad. (Callisaya, 2009) 

 

En este tipo de estructura es posible distinguir una capa de entrada, varias capas de 

neuronas ocultas y una capa de salida. 

Por ejemplo, el aprendizaje de un alfabeto de 37 caracteres con un tipo de letra Courier, 

con 12 neuronas ocultas converge en tan solo 20 iteraciones, reconociendo posteriormente un texto 

de prueba, con 10 neuronas y los mismos patrones de aprendizaje no lo hace en 60, y con 20 en 9 

iteraciones. 

En lo que se refiere a la capa de salida, como se pretende que la red genere el código ASCII 

de 8 bits del carácter que se presenta a la entrada, se necesitan 8 neuronas con salida binaria. Otra 

posible estructura de salida, aunque no se ha implementado aquí podría utilizar tantas neuronas de 

salida como caracteres a reconocer, es decir una salida para cada tipo de carácter del alfabeto que 

se quiera utilizar (Callisaya, 2009). 
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2.3.5.3.2 Sistema De Reconocimiento Óptico De Caracteres (OCR) Con Redes 

Neuronales 

Para el reconocimiento de caracteres escritos no existe un patrón exacto, y por tanto 

tampoco una solución algorítmica. Cada persona tiene su forma de escribir y existen tantas 

"variaciones" del alfabeto como individuos. 

Pensado algorítmicamente, el problema puede resultar a priori sencillo. Basta con emplear 

tablas de búsqueda que relacionen el patrón de bits correspondiente a cada carácter con, por 

ejemplo, su código ASCII. 

Aunque la aproximación de la tabla de búsqueda es razonablemente rápida y de fácil 

mantenimiento, hay muchas situaciones que se dan en sistemas reales y que no se pueden resolver 

mediante este método. Por ejemplo, si se introduce un carácter que varíe del original en un solo 

píxel, el algoritmo daría lugar a un error o a un código ASCII incorrecto, pues la coincidencia entre 

la trama de entrada y la trama original debe ser exacta. 

La solución algorítmica es, por tanto, demasiado estricta para el mundo real. La solución 

neuronal, al basarse en la estructura del cerebro humano, mucho más flexible; es capaz de deducir 

la trama original a partir de una trama de entrada distorsionada, todo esto se puede analizar mejor 

viendo la siguiente figura: 
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Figura 12. Etapas del Sistema OCR a partir de redes neuronales 

 

Tomado de Sistema De Reconocimiento Óptico De Caracteres (Ocr) Con Redes Neuronales, 

Universidad de Alcalá de Henares.(Hilera et al., 1996) 

 

 

2.3.6 Introducción a máquinas de soporte vectorial 

Las máquinas de Vectores de Soporte (Support Vector Machine, por sus siglas en ingles 

SVM) es un algoritmo de aprendizaje supervisado basado en el uso de un espacio de funciones 

lineales en un espacio de mayor dimensión inducido por un núcleo que se introduce en un plano 

de características que pone los datos a un nivel de dimensiones superiores donde los datos son 

separables, este núcleo se conoce con el nombre de kernel, en el cual las hipótesis son entrenadas 

por un algoritmo tomado de la teoría de optimización el cual utiliza elementos de la teoría de 

generalización. (Lima, 2021) 

Esta técnica normalmente es usada en muchos problemas de clasificación y regresión, 

incluidas aplicaciones médicas de procesamiento de señales, procesamiento del lenguaje natural y 

reconocimiento de imágenes y voz. 
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El objetivo del algoritmo SVM es encontrar un hiperplano que separe de la mejor forma 

posible dos clases diferentes de puntos de datos. Lo que implica el uso del hiperplano con el 

margen más amplio entre dos clases. El margen se define como la anchura máxima de la región 

paralela al hiperplano que no tiene puntos de datos interiores. 

La formulación matemática de las MVS varía según la naturaleza de los datos, es decir, 

hay una fórmula para los casos linealmente separables y, por otro lado, una formulación para casos 

no linealmente separables. Las máquinas de vectores soporte siempre buscan encontrar un 

hiperplano óptimo que separe las clases. 

 

Casos linealmente separables 

En el caso de ser linealmente separable, las MVS conforman hiperplanos que separan los 

datos de entrada en dos subgrupos que poseen una etiqueta propia. En medio de todos los posibles 

planos de separación de las dos clases etiquetadas como {-1, +1}, existe sólo un hiperplano de 

separación óptimo, de forma que la distancia entre el hiperplano óptimo y el valor de entrada más 

cercano sea máxima (maximización del margen) (ver Fig.13) con la intención de forzar la 

generalización de la máquina que se esté construyendo como se muestra en la siguiente función. 

Función de decisión para la svm 

 

( 𝑤 ⋅ 𝑥 + 1 + 𝑏) = +1  (19) 

(𝑤 ⋅ 𝑥 − 1 + 𝑏) = −1  (20) 
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En el que w es un conjunto de datos separables, tal que existe 𝑊 =  (𝑤1, 𝑤2, … , 𝑤𝑛) y b 

tal que 𝑦𝑖(𝑊𝑋 +  𝑏)  ≥  0. 

Donde 𝑥 +  corresponde  a todos los elementos 𝑥𝑖 que se encuentran por encima  del 

hiperplano y 𝑥 − denota los elementos en la parte inferior del hiperplano. 

 En la figura 13 es visible que los vectores de soporte son puntos que definen el margen 

máximo de separación del plano que separa las clases. Se llaman vectores, en lugar de puntos, 

porque estos "puntos" tienen tantos elementos como el tamaño del espacio de entrada. En otras 

palabras, estos puntos multidimensionales están representados por un vector n-dimensional. 

Figura 13. Cálculo de vectores soporte y maximización del margen 

 

Tomado de Máquinas De Soporte Vectorial (svm) Para La Detección De Nódulos Pulmonares En 

Tomografía Axial Computarizada (TAC). (Ledezma, 2012) 

 

 

Casos linealmente no separables 

Para el caso no lineal existen dos situaciones que vale la pena mencionar: El primero de 

estos se presenta cuando los datos pueden ser separables con margen máximo, pero en un espacio 

de características (el cual es de una mayor dimensionalidad y se obtiene a través de una 
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trasformación a las variables del espacio de entrada) mediante el uso de una función kernel como 

se expresa en        las siguientes funciones (ver Fig.14). 

Función de transformación 

𝑥 → 𝜑(𝑥) (21) 

 

En la ecuación 21 se presenta el punto de entrada x un punto en 

el espacio de características 𝜑 

Función de kernel 

𝐾(𝑥𝑗, 𝑥𝑗) = 𝜑𝑇(𝑥𝑖)𝜑(𝑥𝑗)  (22) 

Aplicando la función kernel  

 

𝐹 = (𝛼) −
1

2
∑ ∑ 𝑎𝑖𝑎𝑗𝑦𝑗𝑦𝑖 𝐾(𝑥𝑖, 𝑥𝑗)

𝑀

𝑗=1

𝑀

𝑖=1
 

 

En la ecuación 23 se puede observar que el objetivo depende del producto escalar de los 

pares de vectores de entrada (𝑥𝑖, 𝑥𝑗), aquí, 𝐾 es una función del núcleo, es un clasificador que 

almacena un subconjunto de sus ejemplos de entrenamiento 𝑥𝑖   , asocia con cada uno un peso 𝑎𝑖 , 

y toma decisiones para nuevas muestras 𝑥′ evaluando esta ecuación, que no es más que una función 

de Kernel. Ahora bien, esto es bueno: no tiene que limitarse a una función de Kernel simple como 

el producto escalar. Se puede usar cualquier función de Kernel elegante en lugar del producto 

escalar que tenga la capacidad de medir la similitud en dimensiones más altas (donde podría ser 

(23) 
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𝑖 

más precisa; más sobre esto más adelante), sin aumentar mucho los costos computacionales. Esto 

se conoce esencialmente como el truco del kernel.(Misra, 2020) 

En el que 𝛼𝑗𝑦𝑖 corresponden a los puntos que están más cerca del margen y en el 

lado equivocado del margen sería distinto de cero ya que juegan un papel clave en el 

posicionamiento del límite de decisión, esencialmente convirtiéndolos en los vectores 

de soporte (ver Figura 14). 

 

Figura 14. transformación del espacio de entrada a un espacio de características por medio de un 

kernel. 

 

Tomado de Maquinas De Soporte Vectorial (svm) Para La Detección De Nódulos Pulmonares En 

Tomografía Axial Computarizada (TAC). (Ledezma, 2012) 

 

Los tipos de kernel más usados son: 

Lineales 

𝐾(𝑥𝑖, 𝑥𝑗) = 𝑥𝑇𝑥𝑗 (24) 

Polinomiales   

𝐾(𝑥𝑗 , 𝑥𝑗) = (𝑥𝑖
𝑇𝑥𝑗 + 𝑐)

𝑑
 

 

(25) 
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Donde (𝑥𝑖, 𝑥𝑗) son vectores en el espacio de entrada, es decir, vectores de características 

calculadas a partir de muestras de entrenamiento o de prueba y 𝑐 ≥  0 es un parámetro libre que 

intercambia la influencia de los términos de orden superior frente a los de orden inferior en el 

polinomio. Cuando 𝑐 =  0, el núcleo se llama homogéneo 

  

El kernel RBF en dos muestras 𝑥𝑖 − 𝑥𝑗 , representadas como vectores de características en 

algún espacio de entrada, ||𝑥𝑖 −  𝑥𝑗||
2
  puede reconocerse como la distancia euclidiana al 

cuadrado entre los dos vectores de características. En el que γ es equivalente a  
1

2𝜎2, donde 𝜎es un 

parámetro libre. 

El segundo caso especial de las svm denominado “Soft Margin” o margen blando, es 

utilizado cuando no es posible encontrar una trasformación de los datos que permita separarlos 

linealmente, bien sea en el espacio de entrada o en el espacio de características como se expresa 

en la figura 13. Esto incluye la constante C que determina la holgadura del margen y este debe ser 

estimado apriori, por último, tener en cuenta que la elección de la C y el tipo de kernel influyen 

directamente en el desempeño de las svm. 

No es difícil ampliar las ideas generales del caso separable al caso no separable 

introduciendo una variable ξi de holgura en las restricciones y plantear un nuevo conjunto de 

restricciones: 

La idea es: para cada punto de datos 𝑥𝑖, se introduce una variable de holgura 𝜉𝑖. El valor 

de 𝜉𝑖 es la distancia de 𝑥𝑖 del margen de la clase correspondiente si 𝑥𝑖 está en el lado equivocado 

(26) 
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del margen, de lo contrario cero. Por lo tanto, los puntos que están lejos del margen en el lado 

equivocado recibirían más penalización. 

𝑥𝑖 ⋅ 𝑤 + 𝑏 ≥ +1 − 𝜉𝑖 𝑝𝑎𝑟𝑎 𝑦𝑖   = +1 (27) 

                                              𝑥𝑖 ⋅ 𝑤 + 𝑏 ≥ −1 + 𝜉𝑖𝑝𝑎𝑟𝑎 𝑦𝑖 = −1  (28) 

𝜉𝑖 ≥  0 ∀𝑖 = 1, … . , 𝑛  (29) 

Aquí, el lado izquierdo de la desigualdad podría considerarse como la confianza de la 

clasificación. La puntuación de confianza ≥ 1 sugiere que el clasificador ha clasificado el punto 

correctamente. Sin embargo, si la puntuación de confianza ≤ 1, significa que el clasificador no 

clasificó el punto correctamente e incurrió en una penalización lineal de 𝜉𝑖. 

Ya que, en el caso de margen suave (Ver figura 15), necesariamente se cometen errores, 

parece natural asignar a la función objetivo un coste extra que en cierto modo penalice los errores 

(función de perdida). Por todo ello, una opción lógica será plantear la función de minimización 

Figura 15. maximización del margen con soft margin 

 
Tomado de Maquinas De Soporte Vectorial (svm) Para La Detección De Nódulos 

Pulmonares En Tomografía Axial Computarizada (TAC). (Ledezma, 2012) 

 

     

(30) 
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Donde se utilizado los conceptos de multiplicador de Lagrange para optimizar la función 

de pérdida bajo restricciones, Las cuales modelan el requisito para que el hiperplano clasifique 

correctamente todos los ejemplos de entrenamiento β y las bias β0 del hiperplano óptimo. 

Donde β es el vector de pesos y β0 son las bias. El hiperplano puede ser representado de 

varias formas con valores distintos en β y en β0. 

 

2.3.7 Introducción a Arboles de decisión OCR 

Es un tipo de algoritmo que clasifica la información de forma que, como resultado, se 

genere un modelo en forma de árbol. Se trata de un modelo esquematizado de la información que 

representa las diferentes alternativas junto con los posibles resultados para cada alternativa elegida. 

Los árboles de decisión son un tipo de modelo muy utilizado debido a que facilita mucho la 

comprensión de las diferentes opciones. 

Los patrones o atributos que se quieren evaluar de un carácter determinado constituyen los 

nodos del árbol, mientras que los resultados finales de los mismos se almacenarán en las hojas de 

este. Tras la construcción del árbol y dada la estructura del mismo, toda la evaluación de caracteres 

se puede tratar como una arquitectura IF-THENELSE, por lo que, si el número de parámetros a 

evaluar es suficientemente grande para tener capacidad expresiva pero suficientemente pequeño 

para ser eficiente computacionalmente, el árbol resulta una estructura que favorece mucho la 

velocidad de cálculo. 

Según lo expuesto por Sánchez et al. en el año 2018, el uso de árboles decisión en el proceso 

OCR se lleva a cabo durante el aprendizaje del sistema, por lo que el orden de evaluación de los 

parámetros es fundamental para alcanzar el ajuste óptimo del árbol. Para ello se emplean una serie 

de funciones de evaluación que, a la vista de los datos, determinan la relevancia o la correlación 
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de unos parámetros en función de los otros, definiendo una ganancia de información, que a la 

postre es la reducción de la entropía del sistema. La secuencia de aprendizaje del árbol se puede 

resumir en el siguiente diagrama: 

Figura 16. Reconocimiento carácter 

 

Tomado de Reconocimiento óptico De Caracteres (ocr). (Sánchez et al, 2018) 

 

A continuación, se explicaran algunos algoritmo de Arboles de decisión: 

 

Algoritmo ID3 

El algoritmo ID3 es utilizado dentro del ámbito de la inteligencia artificial. Su uso se 

engloba en la búsqueda de hipótesis o reglas en él, dado un conjunto de ejemplos. (Sancho, 2013) 

El conjunto de ejemplos deberá estar conformado por una serie de tuplas de valores, cada 

uno de ellos denominados atributos, en el que uno de ellos, (el atributo a clasificar) es el objetivo, 

el cual es de tipo binario ( positivo o negativo, sí o no, válido o inválido, etc. ). 
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ID3 realiza esta labor mediante la construcción de un árbol de decisión.  

Los elementos son: 

• Nodos: Los cuales contendrán atributos. 

• Arcos: Los cuales contienen valores posibles del nodo padre. 

• Hojas: Nodos que clasifican el ejemplo como positivo o negativo. 

 

Algoritmo C.45  

C4.5 es una extensión del algoritmo ID3 desarrollado anteriormente por Quinlan, en el cual 

se eliminó la restricción de que las características deben ser categóricas mediante la definición 

dinámica de un atributo discreto (basado en variables numéricas) que divide el valor del atributo 

continuo en un conjunto discreto de intervalos. Los árboles de decisión generados por C4.5 pueden 

ser usados para clasificación, y por esta razón, C4.5 está casi siempre referido como un clasificador 

estadístico (López et al., 2005). 

 C4.5 convierte los árboles entrenados (es decir, la salida del algoritmo ID3) en conjuntos 

de reglas si-entonces. Esta precisión de cada regla se evalúa luego para determinar el orden en el 

que deben aplicarse. La poda se realiza eliminando la condición previa de una regla si la precisión 

de la regla mejora sin ella. 

 

Random Forest 

Según lo expuesto por Patel en el año 2017, Random Forest es una técnica de aprendizaje 

automático supervisada basada en árboles de decisión. Su principal ventaja es que obtiene un mejor 

rendimiento de generalización durante su entrenamiento. Esta mejora en la generalización la 

consigue compensando los errores de las predicciones de los distintos árboles de decisión. Para 
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asegurarse que los árboles sean distintos, lo que se hace es que cada uno se entrena con una muestra 

aleatoria de los datos de entrenamiento (Figura 17). Esta estrategia se denomina bagging. 

 

Figura 17. Funcionamiento bagging Random Forest 

 

Tomado de Random Forest (Bosque Aleatorio): combinando árboles. (Martinez, 2019) 

Dado que un random forest es un conjunto de árboles de decisión, y los árboles son modelos 

no-paramétricos, los random forests tienen las mismas ventajas y desventajas de los modelos no- 

paramétricos: 

• ventaja: pueden aprender cualquier correspondencia entre datos de entrada y resultado a 

predecir 

• desventaja: no son buenos extrapolando, porque no siguen un modelo conocido 

 

2.4 Librerías y Algoritmos OCR redes neuronales Python 
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2.4.1 Librerías OCR Python 

Existe una gran variedad de librerías para el reconocimiento de caracteres en formato de 

imagen o PDF, a continuación, se nombrarán algunas de estas librerías haciendo especial énfasis 

en las que hacen uso de redes neuronales 

2.4.1.1 OpenCV 

Es una biblioteca de código abierto que contiene implementaciones que abarcan más de 

2500 algoritmos. Además, está especializada en el sistema de visión artificial y machine learning. 

Uno de los usos más importantes de OpenCV en la visión por computadora es la detección 

de rostros y objetos, sobre todo en ámbitos como la fotografía, el marketing o la seguridad. 

 

2.4.1.1.1 EAST text detector 

 El detector de texto EAST (Efficient and Accurate Scene Text Detection) de OpenCV es 

un modelo de aprendizaje profundo basado en una arquitectura y un patrón de entrenamiento 

especificado para representar relaciones lógicas, se definen nuevas neuronas y múltiples tipos de 

enlaces, se introducen enlaces inhibitorios además de enlaces emocionantes. A diferencia de las 

RNA numéricas, un extremo de un enlace inhibitorio conecta un enlace en lugar de una neurona. 

Es una red totalmente convolucional (FCN, figura 18) que genera predicciones por píxel 

de palabras o líneas de texto. También utiliza la supresión no máxima (NMS), detección de bordes, 

en el mapa geométrico como un paso de procesamiento posterior. 

Utiliza una suma ponderada de pérdidas para el mapa de puntuación y la geometría como 

función de pérdida. 

 

 



DOCUMENTACIÓN PARA LA APLICACIÓN DE ALGORITMOS DE REDES 

NEURONALES EN RECONOCIMIENTO   73 

Figura 18. Arquitectura de red convolucional para la detección de texto. 

 
Tomado de EAST: An Efficient and Accurate Scene Text Detector. (Zhou et al., 2017) 

 

 

2.4.1.2 KERAS 

Es una biblioteca de Redes Neuronales de Código Abierto escrita en Python. Es capaz de 

ejecutarse sobre TensorFlow, Microsoft Cognitive Toolkit o Theano. 

Está especialmente diseñada para posibilitar la experimentación en más o menos poco 

tiempo con redes de aprendizaje profundo. Sus fuertes se centran en ser amigable para el usuario, 

modular y extensible. 

Keras contiene varias implementaciones de los bloques constructivos de las redes 

neuronales como por ejemplo los layers, funciones objetivo, funciones de activación, 

optimizadores matemáticos. 

Además del soporte para las redes neuronales estándar, Keras ofrece soporte para las Redes 

Neuronales Convolucionales y para las Redes Neuronales Recurrentes. 

Keras permite generar modelos de deep learning en teléfonos inteligentes tanto sobre iOS 

como sobre Android, sobre una Java Virtual Machine o sobre web.7 También permite el uso de 
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entrenamiento distribuido de modelos de aprendizaje profundo en clusters de Graphics Processing 

Units (GPU) y Tensor processing units (TPU). 

 

2.4.1.3 Tesseract OCR 

Tesseract es un motor de lectura de caracteres ópticos desarrollado por los laboratorios de 

HP en 1985 y de código abierto en 2005. Desde 2006 es desarrollado por Google. Tesseract es 

compatible con Unicode (UTF-8) y puede reconocer más de 100 idiomas "listos para usar" y, por 

lo tanto, también se puede utilizar para crear software de escaneo de diferentes idiomas. La última 

versión de Tesseract es Tesseract 4, el cual hace uso de un motor OCR basado en una red neuronal 

LSTM (long short-term memory, que en español se traduce cómo memoria a corto plazo) que se 

centra en el reconocimiento de líneas, pero que también es compatible con el motor de OCR 

heredado de Tesseract, que funciona reconociendo patrones de caracteres. 

Tesseract incluye un subsistema de red neuronal configurado como un reconocedor de línea 

de texto. Tiene su origen en la implementación de LSTM basada en Python de OCRopus , pero se 

ha rediseñado por completo para Tesseract en C++. El sistema de red neuronal en Tesseract es 

anterior a TensorFlow, pero es compatible con él, ya que hay un lenguaje de descripción de red 

llamado Lenguaje de especificación de gráfico variable (VGSL), que también está disponible para 

TensorFlow. 

El motor de red neuronal es el predeterminado para 4.00. Para reconocer texto de una 

imagen de una sola línea de texto. Esto se puede usar desde la línea de comandos con-psm 13 
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2.4.1.4 Tensorflow 

Es una biblioteca de código abierto para el aprendizaje automático en una amplia gama de 

tareas, fue desarrollada por Google para satisfacer su necesidad de sistemas que puedan construir 

y entrenar redes neuronales para detectar y descifrar patrones y correlaciones, análogos al 

aprendizaje y razonamiento usados por los humanos (Buhigas, 2018). 

Los algoritmos de reconocimiento de TensorFlow clasifican e identifican objetos 

arbitrarios dentro de imágenes más grandes. Esto se suele utilizar en aplicaciones de ingeniería 

para identificar formas con fines de modelado (construcción de espacios en 3D a partir de imágenes 

en 2D) y en las redes sociales para el etiquetado de fotos. Al analizar miles de fotos de árboles, 

por ejemplo, la tecnología puede aprender a identificar un árbol que nunca ha visto antes. 

 

2.4.2 algoritmos OCR redes neuronales  

 

2.4.2.1 FCN East text detector  

El detector de texto EAST (Efficient and Accurate Scene Text Detection) de OpenCV es 

un modelo de aprendizaje profundo basado en una arquitectura y un patrón de entrenamiento 

especificado para representar relaciones lógicas, se definen nuevas neuronas y múltiples tipos de 

enlaces, se introducen enlaces inhibitorios además de enlaces emocionantes. A diferencia de las 

RNA numéricas, un extremo de un enlace inhibitorio conecta una función de activación en lugar 

de una neurona. 

Es una red totalmente convolucional (FCN, Fully Convolutional Network) que genera 

predicciones por píxel de palabras o líneas de texto. También utiliza la supresión no máxima 

(NMS) en el mapa geométrico como un paso de procesamiento posterior. 
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El mapa geométrico es de tipo RBOX (4 canales para coordenadas bbx, 1 canal para ángulo 

de rotación de texto) o QUAD (8 canales para indicar el cambio de coordenadas desde cuatro 

vértices de esquina), indica la probabilidad de texto en esa región, mientras que el mapa de 

geometría define el límite del cuadro de texto. Este mapa de geometría puede ser una caja rotada 

o un cuadrilátero, RBOX, el cual consta de la coordenada superior izquierda, el ancho, la altura y 

el ángulo de rotación del cuadro de texto. 

Utiliza una suma ponderada de pérdidas para el mapa de puntuación y la geometría como 

función de pérdida (Sigmoid y concat_3). 

Esta red viene pre-entrenada a partir del modelo “frozen_east_text_detection” puesto a 

prueba por Ouyang Yadong a partir del Dataset ICDAR 2015, el cual es usado normalmente para 

la detección y localización de texto de escena orientada. Este conjunto de datos incluye 1000 

imágenes de entrenamiento con cámaras portátiles. Para la tarea de detección de texto, proporciona 

3 listas específicas de palabras: 

• 100 palabras por imagen, que comprende las palabras que aparecen en la imagen más los 

distractores. 

• Vocabulario de todas las palabras (palabras de 3 caracteres o más que comprenden solo 

letras) que aparecen en el conjunto de entrenamiento. 

• 1000 archivos de texto con localización a nivel de palabra y verdad de campo de 

transcripción. 

Los pasos de su funcionamiento consisten en:  

• Cargar los pesos del modelo utilizando el módulo de red neuronal profunda de OpenCV y 

se define las capas para la inferencia (para obtener puntajes de probabilidad para la región, 

ya sea que contenga texto o no, y la geometría del texto, es decir, bbx para el texto) 
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• Cargar la imagen de muestra, cambia el tamaño (configurable, el ancho y el alto deben ser 

un múltiplo de 32) y construye un blob a partir de la imagen 

• Pasa hacia adelante la imagen para obtener los puntajes de probabilidad y la geometría de 

las regiones de texto 

• Para cada región de texto detectada, analiza la puntuación y la geometría y usa el umbral 

para filtrar solo las regiones con un nivel de confianza mínimo (configurable) 

• Luego, para cada región filtrada, se calcula el factor de compensación y los valores del 

seno y coseno del ángulo de rotación con el fin de derivar la altura y el ancho del cuadro 

delimitador del texto en la imagen. Finalmente, se obtiene las coordenadas del cuadro 

delimitador en un plano de la imagen cómo X, Y. 

• Usa el algoritmo de supresión no máxima para suprimir las predicciones de cuadro 

delimitador débiles y superpuestas 

Las librerías implementadas en este algoritmo son: 

▪ Tesseract 

▪ OpenCV 

▪ East 

 

2.4.2.2 Keras-ocr– raho0 

La implementación de este algoritmo se basa en el uso de una red neuronal pre-entrenada 

de la librería de Redes Neuronales de Código Abierto escrita en Python Keras, más 

específicamente Keras-ocr, desarrollada por el ingeniero electrónico de la universidad Nacional 

Experimental del Tachira Fausto Morales. 
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Esta librería una versión ligeramente pulida y empaquetada de la implementación Keras 

CRNN y el modelo de detección de texto CRAFT publicado por Clovaai en el año 2019. 

Proporciona una API de alto nivel para entrenar una canalización de detección de texto y OCR. 

El detector de texto CRAFT que detecta el área de texto al explorar cada región de 

caracteres y la afinidad entre los caracteres se basa en el uso del motor de visión artificial de la 

librería pytorch, donde el cuadro delimitador de textos se obtiene simplemente encontrando 

rectángulos delimitadores mínimos en el mapa binario después de umbralizar la región de 

caracteres y las puntuaciones de afinidad, su implementación dentro la red se lleva a cabo mediante 

el uso de dos modelos pre-entrenados para el reconocimiento de caracteres en CRAFT, siendo así 

que se generan archivos “.h5” a través de CRAFT que luego serán ejecutados como un modelo 

neuronal en Keras. 

Los modelos prentrenados de CRAFT son: 

• craft_mlt_25k.h5: Pesos y estructura asignadas a partir del dataset Chars74k, este 

conjunto de datos conjunto de datos consta de: 

o 64 clases (0-9, A-Z, a-z) 

o 7705 caracteres obtenidos de imágenes naturales 

o 3410 caracteres dibujados a mano usando una tableta 

o 62992 caracteres sintetizados de fuentes de computadora  

• crnn_kurapan.h5: el conjunto de datos utilizado para este modelo es IIT5K, 

contiene 5000 imágenes de palabras recortadas de Scene Texts entre vallas 

publicitarias, letreros, números de casas, placas de nombres de casas, carteles de 

películas para recopilar imágenes. 
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Estos modelos vienen precargados en la función pipelines de keras-ocr, la cual está 

encargada de activar los procesos de predicción en la red a través de la función matemática Swish 

que recibe como parámetros las coordenadas y áreas de manera incremental de las regiones con 

caracteres de texto. 

Las librerías implementadas en este algoritmo son: 

▪ Matplotlib (Versión 3.3.0) 

▪ Keras 

 

2.5 Marco Conceptual 

• RFID: es una forma de comunicación inalámbrica entre un lector y un emisor. Se puede 

comparar con un código de barras, aunque en lugar de marcas de tinta se utilizan ondas de 

radio. (VIU, 2017) 

• Neurona artificial: es una unidad de cálculo que intenta emular el modelo de 

comportamiento de una neurona “natural”, similares a las que constituyen del cerebro 

humano.(Ramis, 1943) 

• Machine Learning: es una rama de la Inteligencia Artificial que, a través de algoritmos, 

proporciona a los ordenadores de la capacidad de identificar patrones en datos masivos y 

elaborar predicciones (análisis predictivo) (Iberdrola, 2021) 

 

2.6 Marco Legal 

2.6.1 Reglamento estudiantil Uniajc: (Reglamento Estudiantil Uniajc, 2017) 

Artículo 106: Es un requisito formal de la universidad, obligatorio, cuyo objetivo es la 

obtención del título, la realización autónoma de este es un aporte al área de conocimiento, todo el 
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proceso tendrá como meta final comprobar una hipótesis la cual daría solución al planteamiento 

del problema. Esto se lleva a cabo mediante una investigación metódica, sistemática y exhaustiva, 

por lo que cumple el rol de un examen final, ya que en última instancia será juzgado y evaluado 

por un cuerpo docente. 

Una de las principales condiciones al realizar el trabajo de grado, es el uso de este como 

material académico, para consulta e investigación por parte de la institución a través de las diversas 

maneras de grado que ofrece la Uniajc. 

 

2.6.2 Estatuto de investigaciones Uniajc: (AcuerdoNo.014_2018 Uniajc, 2018) 

Artículo 17. Objetivos de los Grupos y los Semilleros de Investigación. 

Fomentar la actividad investigativa, más allá de las fronteras de la academia formal, con el 

fin de desarrollar competencias y habilidades investigativas que promuevan la cultura de la 

investigación en la Universidad a través de actividades de profundización académica e 

investigación formativa, con el fin de: 

• Fomentar la capacidad argumentativa, crítica e investigativa de los estudiantes. 

• Familiarizar al estudiante y al docente con métodos y técnicas de investigación formativa. 

• Servir de ensayo y experimentación en procesos investigativos y de aprendizaje. 

 

Artículo 19: La propiedad intelectual es un derecho complejo de dominio especial sobre 

las creaciones del talento humano que se concede a los autores o inventores y que a la vez permite 

a la sociedad hacer uso de esas creaciones derivados de la actividad investigativa en la institución.  

Por lo que la Uniajc reconoce y respeta lo establecido en la constitución política de 

Colombia, así como en la ley 23 de 1982, sobre derechos de Autor, decreto 1360 de 1989 sobre la 
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inscripción del soporte lógico (Software) en el Registro Nacional de derecho de autor, así como 

los Pactos internacionales tales como la Decisión 351 de 1993 de la Comunidad Andina de 

Naciones, Convenio de Berna, tratado de la OMPI y Acuerdo de Cartagena, en pro de garantizar 

y reconocer los derechos de autor y derechos conexos. 

 

Artículo 21. Control evaluación y seguimiento de los proyectos de investigación 

aprobados, establece: 

• Todo proyecto de investigación debe registrarse en la Oficina de Investigaciones, previa 

autorización del grupo de investigación y de la Facultad respectiva. 

• El líder de Investigaciones de cada Facultad debe remitir para inscripción los proyectos 

una vez cumplan con los términos de referencia establecidos 

• En caso de incumplimiento por parte del profesor de sus compromisos en los proyectos 

aprobados, se procederá conforme lo establece el Estatuto profesoral y el régimen 

disciplinario. 

• Cada proyecto debe presentar dos informes, uno de avance y otro final, aprobado por el 

líder de Investigaciones de la respectiva Facultad en un formato unificado. 

 

3. Método 

3.1 Metodología 

En el desarrollo de este proyecto se manejó la siguiente metodología: 

1. Identificar diferentes algoritmos OCR y las librerías disponibles para su aplicación: 

Se realiza una revisión de artículos sobre los algoritmos de reconocimientos de 

caracteres y sus posibles formas de implementación. 
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2. Caracterizar el uso de OCR en la industria: Construcción de antecedentes del 

proyecto donde se presenta como se ha utilizado el OCR en la industria.  

3. Implementar los dos mejores algoritmos identificados y documentar el proceso para 

su replicación: Ejecutar algunos casos de reconocimiento de caracteres con Python 

y OpenCV con el fin de compararlos, registrando todos los procedimientos a seguir 

para el desarrollo del proceso en un documento.  

4. Evaluar los resultados con cada uno de los algoritmos: Medir el desempeño de los, 

considerando el tiempo de ejecución y los recursos empleados (memoria de la 

computadora), para obtener una solución satisfactoria.  

 

3.2 Librerías OCR utilizadas 

Para el desarrollo de este proyecto, se optó por hacer uso de librerías de OCR que durante 

su proceso de extracción de características hacen uso de redes neuronales pre-entrenadas para el 

reconocimiento de patrones en texto ASCII, siendo así que se usaron las siguientes librerías para 

el lenguaje de programación python: 

• OpenCV 

• EAST text detector 

• KERAS 

• Tesseract OCR 

• TensorFlow 
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3.3 Algoritmos redes neuronales utilizados 

Se implementaron dos redes neuronales pre-entrenadas con pequeños cambios para el 

desarrollo de este proyecto, Créditos para sus autores. 

 

3.3.1 FCN East text detector  

3.3.1.1 Implementación algoritmo 

La implementación del algoritmo ocr EAST se llevó a cabo a partir del entorno de 

desarrollo y ejecución Google Colab, como se explicó anteriormente se tiene un modelo 

pre-entrenado con el dataset ICDAR 2015 que cuenta con la capacidad de leer los archivos 

de imágenes de entrada para su posterior procesamiento. 

Para iniciar con la implementación de este algoritmo se deben tener instaladas en 

la pc las siguientes librerías: OS, Numpy, Time, Matplotlib y pytesseract, El modelo pre-

entrenado “frozen_east_text_detection.pb” cuenta con las funciones de detección EAST 

diseñadas por OpenCV, por lo que es necesario contar con esta librería en la máquina. 

Una vez con estas librerías importadas se genera la función encargada de la 

Importación, Preprocesamiento, Análisis de imagen. Por lo tanto, se supone que se parte 

de una imagen de un texto escrito, organizado en renglones. La estrategia de resolución del 

problema de OCR cuenta los siguientes pasos: 

• Etapa de extracción de características. 

• Etapa de fusión de características. 

• Red de predicción. 

Para entender más afondo estas etapas se puede revisar la sección 2.3.3 de este 

documento. 
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La red toma una imagen de entrada y la pasa a través de un conjunto de capas de 

conversión (eje extractor de características) para obtener cuatro niveles de mapas de 

características: f1, f2, f3, f4. 

Luego, los mapas de características se desagrupan (x2), se concatenan (a lo largo de la 

dimensión del canal) y luego se pasan a través de 1x1 seguido de 3x3 conversiones. La razón 

para fusionar características de diferente resolución espacial es predecir regiones de palabras 

más pequeñas. 

El volumen de características final se usará para hacer predicciones de puntuación y 

caja: se usa un filtro 1x1 de profundidad = 1 para generar un mapa de puntuación, se refiere a 

la cantidad de bits de información necesarios para representar la información de un píxel en 

una imagen digital o en un framebuffer, otro filtro 1x1 de profundidad = 5 se usa para generar 

RBOX (cajas rotadas), cuatro compensaciones de caja y ángulo de rotación y otro filtro 1x1 de 

profundidad = 8 para generar QUAD (cuadrángulo con 8 compensaciones). 

Por lo que el funcionamiento de este algoritmo se basa en el uso de un clasificador 

estadístico con el fin de extraer probabilidades, seguidas de los datos geométricos que son 

utilizados para derivar las posibles coordenadas del cuadro delimitador que rodean el texto de 

la imagen, de manera similar el proceso de reconocimiento de texto realiza una comparación 

de los caracteres tomados desde su dataset hasta la imagen de entrada, por lo que es necesario 

contar con la librería pytesseract para extraer el texto de las imágenes y transformarlo en una 

salida de texto plano por consola, por lo que esta librería será declara como una variable dentro 

un ciclo. 

Para revisar la implementación de este algoritmo y/o reentrenar la red ver Apéndice A. 
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3.3.2 Keras-ocr– raho0 

3.3.2.1 Implementación algoritmo 

Cómo se dijo anteriormente este algoritmo es la unión de los algoritmos Keras CRNN y el 

modelo de detección de texto CRAFT, puede ser implementado de varias formas, ya sea por una 

instalación de paquetes pip (pip install keras-ocr) o copiando y referenciando el proyecto desde 

GitHub hasta una pc propia (“pip install git+https://github.com/faustomorales/keras-

ocr.git#egg=keras-ocr”). 

 Sin importar el método de instalación de este algoritmo su implementación en un archivo 

de tipo .py no varía, simplemente se hace el llamado de las dependencias para los paquetes 

matplotlib.pyplot y keras_ocr, se describe la ruta de la imagen que se quiere analizar y se define 

el modelo de la red a utilizar, vale la pena aclarar que en este proyecto se uso hizo de la red 

preentrenada Pipelines que es el modelo genérico asignado en este algoritmo por lo que los pesos 

y capas ya se encuentran predefinidas, pero de la misma manera esta red puede ser entrenada a 

conveniencia (Obviamente respetando su uso para la lectura de caracteres). 

Una vez se ha definido el modelo de red a utilizar se define este cómo un grupo de predicciones 

asignados a una matriz, por lo que si quiere darles salida a estas predicciones se debe recorrer este 

matriz a partir de un ciclo for que asignara dos variables con la región de predicción y el texto de 

su predicción.  

Para revisar la implementación de este algoritmo y/o reentrenar la red ver Apéndice B. 
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3.4 Evaluación algoritmos 

3.4.1 Imágenes prueba 

Se realizo la exploración y ejecución de estos algoritmos OCR dado un conjunto de datos 

referente a la muestra fotográfica de codificación impresa en artículos producidos en una línea de 

producción. 

A continuación, se mostrará las imágenes usadas para estas pruebas. 

Figura 19. Imagen de prueba 1, Codificación producto con Lote, Fecha de fabricación y 

Fecha de vencimiento. 

 
Tomado de Diferencias entre la fecha de caducidad y la fecha de consumo preferente. La vida 

útil de los alimentos. (Diferencias entre la fecha de caducidad y la fecha de consumo preferente. 

La vida útil de los alimentos - Cooperativa Simbiosis, 2020) 

 

Figura 20. Imagen de prueba 2, Codificación producto con Nombre de producto, Fabricante, 

Fecha de reparación, Fecha de vencimiento, tipo de almacenamiento y código de barras. 

 
Tomado de labelfood.es (Baby chef - Smartfood - Labelfood® Soluciones de Etiquetado e 

Identificación de Alimentos Hostelería., s. f.) 
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Figura 21. Imagen de prueba 3, Codificación producto con Fecha y hora de vencimiento. 

 
Tomado de Fecha de consumo preferente y fecha de caducidad de los alimentos: qué son 

y como se determinan. (Higiene Alimentaria, 2020) 

 

Figura 22. Imagen de prueba 4, Codificación digital productos (Barra y QR). 

 

Tomado de La Importancia de Clasificar y Codificar los Productos. (Control Inventarios, 

2020) 

 

Figura 23. Imagen de prueba 5, Codificación producto electrónico, Código RFID, 

Modelo de producto, Serial, Versión y Protocolo producto. 

 
Foto tomada por el Autor. Fuente propia 
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Figura 24. Imagen de prueba 6, Codificación producto con Fecha de vencimiento y lote 

de fabricación 

 
Foto tomada por el Autor. Fuente propia. 

 

 

Figura 25. Imagen de prueba 7, Codificación producto RFID y seriales inyectados por 

tinta en plástico. 

 
Foto tomada por el Autor. Fuente propia. 

 

 

Figura 26. Imagen de prueba 8, Codificación producto RFID y seriales impresos por 

impresora convencional en papel. 

 
Foto tomada por el Autor. Fuente propia. 

 

 

3.4.2 Medición efectividad y eficiencia 

Las pruebas realizadas se centraron en las métricas descritas en la sección 2.3.2, además 

de esto, también de optó por medir el tiempo de ejecución de cada algoritmo, la detección y 

reconocimiento del texto en las imágenes. 
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3.4.3 Proceso  

El proceso se realizó teniendo en cuenta la cantidad de caracteres (letras, números, 

símbolos y signos de puntuación) que contiene en total la imagen, a partir de esto se tuvo en cuenta 

si el algoritmo detecto texto en la imagen, lo cual no debe confundir con reconocer el texto, una 

vez hecho esto se tuvo en cuenta el texto que fue reconocido y la cantidad de caracteres que fueron 

reconocidos, cabe aclarar que hay casos que a pesar que el texto fue detectado y en buena parte 

reconocidos por el algoritmo, el mismo puede dar una predicción y/o lectura errónea, a lo cual la 

cantidad de caracteres reconocidos bajara teniendo en cuenta el carácter reconocido de manera 

errónea, para ser más específico se explicara con los siguientes ejemplos: 

•  

Figura 27. Imagen 1ra demostración proceso. 

 
Imagen desarrollada por el Autor. Fuente propia. 

 

Esta imagen cuenta con 11 caracteres (5 letras, 6 números y no tiene símbolos ni 

signos de puntuación), en este caso se realizó el proceso de reconocimiento a partir 

del algoritmo Keras OCR que devolvió lo siguiente: 

 

Figura 28. Resultado de 1ra demostración proceso. 

 
Imagen desarrollada por el Autor. Fuente propia. 

 



DOCUMENTACIÓN PARA LA APLICACIÓN DE ALGORITMOS DE REDES 

NEURONALES EN RECONOCIMIENTO   90 

La cadena de texto en la imagen era “P87F319DT6B” que son 11 caracteres en 

total, el algoritmo detecto las regiones de texto en la imagen por lo que se tiene la 

cadena de texto encerada en un rectángulo de color rojo, el reconocimiento de 

caracteres devolvió la cadena “P87319DT6B” que comparado con la cadena 

anterior solo detecto 11caracteres pero solo reconoció 10. 

El proceso devolvió el siguiente resultado: de los 11 caracteres reconoció 10 

pasando por alto el carácter “F” en la cadena, a excepción del carácter faltante la 

predicción de los demás caracteres fue exacta. 

El cálculo de las métricas devolvió lo siguiente: 

• Calculo WER 

Para esto se hace uso de la ecuación 1 

𝑊𝐸𝑅 =
𝑆+𝐷+𝐼

𝑁
  

 Donde: 

o N es el número de letras de referencia, es igual 11 

o S es el número de sustituciones (letras reconocidas incorrectamente), es 

igual 0 

o D es el número de eliminaciones (letras omitidas), es igual 1 

o I es el número de inserciones (letras agregadas), es igual 0 

 

𝑊𝐸𝑅 =
0+1+0

11
=

1

11
= 0.09  

 

Calculo MER 

Para esto se hace uso de la ecuación 2 

𝑀𝐸𝑅 =
𝑆+𝐷+𝐼

𝐼+𝐷+𝑆+𝐻
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 Donde: 

o N es el número de letras de referencia, es igual 11 

o S es el número de sustituciones (letras reconocidas incorrectamente), es 

igual 0 

o D es el número de eliminaciones (letras omitidas), es igual 1 

o I es el número de inserciones (letras agregadas), es igual 0 

o H es el número de letras reconocidas correctamente, es igual a 10 

 

𝑀𝐸𝑅 =
0+1+0

0+1+0+10
=

1

11
= 0.09  

 

• Distancia de Levenshtein 

 El cálculo de esta métrica se hizo a través de la librería Python-Levenshtein, 

cuya implementación se lleva de la siguiente manera: 

lev(' P87F319DT6B’, ‘P87319DT6B’) 

Cuyo resultado es:  

1 

Por lo que es necesario 1 operación para transformar la cadena 

“P87F319DT6B” en “P87319DT6B”. 

 

• Calculo Precisión  

Para esto se hace uso de la ecuación 3 

 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =
 (𝐻 − 𝐷 − 𝑆 ) ∗ 100

𝑁
 

 Donde: 

o N es el número de letras de referencia, es igual 11 
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o S es el número de sustituciones (letras reconocidas incorrectamente), es 

igual 0 

o D es el número de eliminaciones (letras omitidas), es igual 1 

o H es el número de letras reconocidas correctamente, es igual a 10 

 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =
 (𝐻 − 𝐷 − 𝑆 )

𝑁
=  

 (10 − 1 − 0)

11
=

9

11
= 0.81 

 

Por lo que al final se tiene como resultado 91% de precisión, una distancia de 

Levenshtein de 1, WER y MER de 0.09 teniendo en cuenta que el algoritmo solo 

fallo ignorando un carácter y tiempo de ejecución de 5 segundos para esta imagen. 

 

•  

Figura 29. Imagen 2da demostración proceso. 

 
Imagen desarrollada por el Autor. Fuente propia. 

 

En esta imagen se tiene 19 caracteres (10 letras, 5 números y 4 símbolos y 

signos de puntuación), en este caso se realizó el proceso de reconocimiento a partir 

del algoritmo East, se obtuvo lo siguiente: 
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Figura 30. Resultado de 1da demostración proceso. 

 
Imagen desarrollada por el Autor. Fuente propia. 

 

En este caso en específico a pesar de que detecto una buena parte de la 

región en la que se encuentra el texto en la imagen no fue capaz de reconocer el 

texto de esta. 

Los resultados obtenidos a partir de las métricas son los siguientes: 

 

• Calculo WER 

Para esto se hace uso de la ecuación 1 

𝑊𝐸𝑅 =
𝑆+𝐷+𝐼

𝑁
  

 Donde: 

o N es el número de letras de referencia, es igual 19 

o S es el número de sustituciones (letras reconocidas incorrectamente), es 

igual 0 

o D es el número de eliminaciones (letras omitidas), es igual 19 

o I es el número de inserciones (letras agregadas), es igual 0 

 

𝑀𝐸𝑅 =
0+19+0

19
=

19

19
= 1  
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• Calculo MER 

Para esto se hace uso de la ecuación 2 

𝑀𝐸𝑅 =
𝑆+𝐷+𝐼

𝐼+𝐷+𝑆+𝐻
   

 Donde: 

o N es el número de letras de referencia, es igual 19 

o S es el número de sustituciones (palabras reconocidas incorrectamente), es 

igual 0 

o D es el número de eliminaciones (letras omitidas), es igual 19 

o I es el número de inserciones (letras agregadas), es igual 0 

o H es el número de letras reconocidas correctamente, es igual a 19 

 

𝑀𝐸𝑅 =
0+19+0

0+19+0+0
=

19

19
= 1  

 

• Distancia de Levenshtein 

 El cálculo de esta métrica se hizo a través de la librería Python-Levenshtein, 

cuya implementación se lleva de la siguiente manera: 

lev(' P87F319DT6B’, ‘P87319DT6B’) 

Cuyo resultado es:  

1 

 

• Calculo Precisión  

Para esto se hace uso de la ecuación 3 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =
 (𝐻 − 𝐷 − 𝑆 ) ∗ 100

𝑁
 

 Donde: 

o N es el número de palabras de referencia, es igual 11 
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o S es el número de sustituciones (palabras reconocidas incorrectamente), es 

igual 0 

o D es el número de eliminaciones (palabras omitidas), es igual 1 

o H es el número de palabras reconocidas correctamente, es igual a 10 

 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 =
 (𝐻 − 𝐷 − 𝑆 )

𝑁
=  

 (0 − 19 − 0)

19
=

−19

19
= −1 = 0 

 

Por lo que al final se tiene como resultado -100% de precisión que traducido a un 

porcentaje real seria de 0%, una distancia de Levenshtein de 0, WER y MER de 0 

teniendo en cuenta que el algoritmo no reconoció ningún carácter y tiempo de 

ejecución de 3 segundos para esta imagen. 

 

• Pruebas y resultados: 

 

Figura 31. Resultado de 1ra imagen demostración proceso EAST. 
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Figura 32. Resultado de 2da imagen demostración proceso Keras-OCR  

 

 

Tablas 2 - 3. Resultado ejecución imágenes demostración algoritmos Keras Y East 

 

 

Figuras 33 - 34. Graficas resultados ejecución imágenes demostración algoritmos Keras 

Y East 
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Fuente: Elaboración propia basada en los resultados obtenidos en la demostración. 

 

 

4. Resultados 

A lo largo del desarrollo de este proyecto, se identificó diferentes algoritmos OCR y las 

librerías disponibles para su aplicación a través de rede neuronales a partir de la revisión 

documental, análisis y resumen artículos de 33 artículos entre las fases 1 y 2 de la metodología, se 

implementaron y ejecutaron dos de estos algoritmos que devolvieron los resultados presentados 

en las tablas 4 y 5, Graficas 35 y 36: 

Tabla 4. Resultado ejecución KERAS-OCR 

 

Figura 35. Grafica resultados ejecución KERAS-OCR 

 
Fuente: Elaboración propia basada en los resultados obtenidos de las pruebas de Keras-OCR. 
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2 123 119 110 0 5 4 6 0 10 0,122 0,120 30 0,809

3 52 52 49 0 1 2 8 1 9 0,231 0,197 14 0,740

4 95 95 90 0 10 0 11 0 9 0,221 0,189 65 0,753

5 64 64 57 0 4 8 3 0 5 0,234 0,208 18 0,711

6 46 46 42 0 5 4 5 0 3 0,304 0,250 15 0,652

7 13 13 10 0 3 0 9 0 9 0,923 0,545 23 0,110

8 10 9 9 0 1 0 2 1 4 0,400 0,308 5 0,500

Promedio 59 58 54 0 4 3 6 0 6 0,310 0,232 22 0,650

KERAS-OCR

Grafica resultados ejecución KERAS-OCR 
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Tabla 5. Resultado ejecución EAST. 

 

Figura 36. Grafica resultados ejecución East 

 

 
Fuente: Elaboración propia basada en los resultados obtenidos de las pruebas de East. 

 

 

Nota: Estas tablas y graficas demuestran los resultados obtenidos al realizar las pruebas de 

detección y reconocimiento de caracteres en las 8 imágenes de prueba, se puede apreciar las 

columnas de cantidad total de caracteres en la imagen, la cual indica la cantidad de letras, números, 

símbolos y signos, la cantidad de caracteres detectado en la imagen que no debe confundirse con  

la cantidad de caracteres reconocidos en la imagen, ya que la primera indica la cantidad de 

caracteres que el algoritmo encontró en la imagen mientras que la segunda se encarga de contar la 

cantidad de caracteres que después de ser comparado con los patrones extraídos del dataset 

encontró similitud, la cantidad de caracteres especiales reconocidos en la imagen es la cantidad de 

símbolos y signos(Puntos, Tildes, Comas, etc) , Cantidad de caracteres no reconocidos es la 

cantidad de caracteres que después de ser comparado con los patrones extraídos del dataset no 

encontró similitud, Cantidad de caracteres especiales no reconocidos es la cantidad de caracteres 

que después de ser comparado con los patrones extraídos del dataset no encontró similitud con 

símbolos y signos, Cantidad de caracteres reconocidos de manera errónea es la cantidad de 
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5 64 63 8 1 56 8 0 0 3 1,000 0,889 3 0,125

6 46 42 17 1 25 3 0 0 2 0,609 0,622 8 0,360

7 13 6 6 0 7 0 1 0 3 0,615 0,571 79 0,380

8 10 0 0 0 10 0 0 0 3 1,000 1,000 0 0,000

Promedio 59 56 43 2 16 2 6 0 3 0,559 0,505 27 0,446

EAST

Grafica resultados ejecución East 
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caracteres que después de ser comparado con los patrones extraídos del dataset encontró 

erróneamente similitud, Cantidad de caracteres detectados de manera errónea (Cantidad de 

caracteres agregados), Tiempo ejecución es el intervalo de tiempo en que el algoritmo se ejecuta 

y por último se tiene el cálculo las 4 métricas vistas en la sección 2.3.2. 

 

5. Discusión  

A partir de la ejecución de los algoritmos OCR pre-entrenados de redes neuronales se 

obtuvieron resultados variados durante su evaluación para el reconocimiento de texto en imágenes, 

en general ambos algoritmos tuvieron un buen funcionamiento en la detección de caracteres 

alfanuméricos, pero en el caso de símbolos y signos (Puntos, Tildes, Comas, etc), los resultados 

pueden mejorar; sin embargo, EAST text detector mostró una precisión del 77.8 % en la detección 

y clasificación de símbolos y signos a pesar de su baja precisión en el reconocimiento de caracteres 

en general, por lo que puede ser considerado un reentrenamiento con muchos más datos teniendo 

como punto de partida su entrenamiento inicial. 

 Keras-OCR obtuvo una precisión en promedio de 0,650 para la detección de caracteres en 

general, su tiempo de ejecución en promedio es el doble que el de EAST, 6 y 3 segundos 

respectivamente, pero de la misma manera falló en el reconocimiento de todos los caracteres 

especiales evaluados (símbolos y signos), 20 para ser más específicos, lo que hace pensar que 

durante su proceso de entrenamiento por la misma naturaleza de ser la unión entre dos algoritmos 

de machine learning no se tuvo en cuenta este tipo de caracteres en los dataset con los que fue 

entrenado, para este modelo pueda realizar la clasificación de símbolos y signos se necesitan 

muchos más datos de entrenamiento. 

La detección de texto con las imágenes de fuente propias (Fotografías tomadas por el autor, 

figuras  23, 24, 25 y 26) mostraron bajo porcentaje de precisión y alta tasas de error con ambos 

algoritmos (Ver tablas 6 y 7, Figuras 37 y 38) en los cuales se agregaron, suprimieron caracteres, 
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además de reconocimientos errados, por lo que sería un factor muy interesante tener en cuenta el 

tipo de material en el que ha sido grabado, lenguaje, tipografía y color ya que estos pueden 

coincidir de manera errada con patrones almacenados aleatoriamente en los algoritmos, siendo 

estos factores más visibles en la prueba realizada con la imagen numero 5 (figura 23) y algoritmo 

KERAS-OCR, donde estos factores generaron un reconocimiento de caracteres errado y la 

agregación de un nuevo carácter no inscrito en la imagen. 

Tablas 6-7. Rangos métricas pruebas figuras 23, 24, 25 y 26. 

KERAS-OCR   EAST 

  Min  Max     Min  Max 

WER 0,234 0,923   WER 0,609 1 

MER 0,208 0,545   MER 0,571 1 

Precisión 0,11 0,711   Precisión 0 0,38 

 

Nota: Estas tablas demuestran los rangos de los porcentajes realizadas con las figuras 23, 25, 23 y 

26, para este rango no se tuvo en cuenta la distancia de Levenshtein. 

 

Figura 37. Rangos métricas pruebas figuras 23, 24, 25 y 26, KERAS-OCR. 

 

 
Fuente: Elaboración propia basada en los resultados obtenidos de las pruebas de KERAS-OCR. 

 

 

 

 

 

Rangos métricas pruebas figuras 23, 24, 25 y 26, KERAS-OCR. 
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Figura 38. Rangos métricas pruebas figuras 23, 24, 25 y 26, EAST. 

 

 
Fuente: Elaboración propia basada en los resultados obtenidos de las pruebas de East. 

 

Por su parte EAST presentó resultados variados en la detección y reconocimiento de 

caracteres, siendo capaz de detectar y reconocer la gran mayoría de caracteres en una sola imagen, 

y a su vez no detectar ni reconocer ningún carácter en otra imagen, vale la pena aclarar que de los 

algoritmos aquí ejecutados este es el único que hace uso de dos funciones de activación (Sigmoide 

y concat-3) de manera explícita, por lo que su parametrización geométrica va ligada a la 

probabilidad de linealizar los caracteres con los patrones detectados a través de los modelos 

matemáticos, por lo que si se tiene  una palabra completa el algoritmo hará una búsqueda directa 

desde los patrones extraídos del data set para reconocer esta palabra, sus tasas de error son mayores 

a comparación del algoritmo KERAS, En la siguiente tabla podemos ver una comparación de las 

tasas de error (Rango máximo y mínimo de errores). 

Tablas 8. Rangos errores pruebas con todas las figuras. 

 WER (± 0,001) MER (± 0,001) 

EAST 0,559 0,505 

KERAS-OCR 0,310 0,232 

 

Nota: Las tasas de error asociadas con las comparaciones múltiples fueron utilizadas para 

identificar diferencias significativas entre la precisión de los algoritmos.  

Rangos métricas pruebas figuras 23, 24, 25 y 26, EAST. 
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 Figura 39. Rango error WER algoritmos.  

 

 
Fuente: Elaboración propia basada en los errores WER de ambos algoritmos. 

 

Figura 40. Rango error MER algoritmos. 

 

 
Fuente: Elaboración propia basada en los errores MER de ambos algoritmos. 

 

El reconocimiento erróneo de caracteres se presentó en  ambos algoritmos, el 

preprocesamiento del texto reflejo errores sistemáticos, sobre todo en abreviaciones cortas y 

codificaciones según lo establecido por la GS1 para los estándares de codificación de artículos en 

que los factores de lenguaje (En este caso en particular español) y tipografía, descritos con 

Rango error WER algoritmos. 

 

Rango error MER algoritmos. 
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anterioridad, los algoritmos se enfocaron en detectar y reconocer el texto de las imágenes en vez 

de su concordancia semántica por lo que muchos caracteres fueron ignorados o remplazados siendo 

así que en la imagen de prueba 3 (Lenguaje español y tipografía de grabado por puntos, figura 21) 

se puede notar como el algoritmo KERAS-OCR de los 52 caracteres de la imagen detecto los 52 

caracteres pero solo fue capaz de reconocer 49 de los cuales 8 caracteres fueros reconocidos de 

manera errónea, 41 de manera exacta, y de los 3 restantes, 1 carácter y 2 caracteres especiales no 

fueron reconocidos, mientras que por su lado East detecto y reconoció los 52 caracteres de los 

cuales 31 fueron reconocidos de manera errónea, 18 fueron reconocidos de manera exacta y 3 

caracteres especiales no fueron reconocidos a pesar de ser el único algoritmo con la capacidad de 

reconocer a estos, pero vale la pena resaltar que aunque el algoritmo Keras no cuenta con la 

capacidad de reconocer caracteres especiales, este busca patrones semejantes simétricos entre los 

caracteres especiales y no especiales, siendo así que en la imagen de prueba 2 (Figura 20) fue capaz 

de reconocer a “/” como un valor numérico “1”. 

Aun cuando los errores descritos anteriormente son posibles solucionarlos, se tomaron en 

cuenta para obtener el porcentaje de precisión de la metodología propuesta en este trabajo y aun 

así, resultó conveniente emplear el cálculo del área ocupada por el objeto por el texto cómo una 

característica útil para reconocer la imagen. 

Ambos algoritmos hacen uso enfoques de segmentación y detección de objetos basados en 

aprendizaje profundo, son buenas opciones para la detección de texto, aunque existen otras 

alternativas para obtener más información como utilizar diferentes técnicas de tratamiento de 

imagen antes de entrenar el modelo para ayudarle a extraer características claves de forma más 

sencilla y que el modelo logre mejorar sus resultados; dichas técnicas pueden ser: limpieza del 

ruido, segmentación, y/o morfología, las cuales son diferentes a la técnica utilizada de 
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“aumentación de datos” en la cual se crearon diferentes imágenes a partir de las originales, con 

giros, ruido, cambios de luz, imágenes borrosas, ladeadas etc. 

 

6. Conclusiones  

Este proyecto tuvo como objetivo generar un punto referencia para futuros trabajos en la 

Uniajc en el área de la inteligencia artificial a partir del reconocimiento de caracteres mediante el 

uso de algoritmos de aprendizaje automático, por lo que se estudiaron diferentes tipos de 

algoritmos de redes neuronales y se ejecutaron con imágenes de codificación de productos 

permitiendo su comparación en cuanto a su precisión, documentando cada etapa para su posible 

replicación en otros trabajos y además, brindando un insumo útil para la mejora de detección de 

errores en la línea de calidad de una empresa. 

En la actualidad existen diferentes programas y librerías que sirven para desarrollar redes 

neuronales artificiales, como lo son Keras, East, Tensorflow, Pytesseract y Colab, por lo que es 

importante dar a conocer diferentes soluciones para una misma problemática y es importante 

analizarlas en su gran mayoría, esto para sumar ideas y seguir aportando al desarrollo de nuevas 

soluciones. Al realizar el análisis de la bibliografía estudiada se demostró que el uso redes 

neuronales para el reconocimiento de imágenes es un campo activo en la ciencia de datos, por lo 

y que cada día es más usado en diferentes sectores y procesos, esto con el fin de aprovechar sus 

beneficios. 

En este proyecto se implementaron dos modelos diferentes de redes neuronales, el modelo 

CNN (Red neuronal convolucional) desde la librería Keras-ocr, que detecta y reconoce el área de 

texto al explorar en cada región de caracteres y la afinidad entre los mismos, para crear una lectura 

automática a 2 o 3 pasos (segmentación de la imagen y/o de los caracteres para su clasificación), 
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la precisión promediada de este modelo fue de 0.650 y sus tasas de error 0.310 WER y 0.232 para 

MER, sus pruebas fueron exitosas salvo por su incapacidad por detectar y reconocer caracteres 

especiales (Símbolos y signos). 

El segundo modelo, FCN con la ejecución de la librería OpenCV en su variante de OCR 

EAST, produce directamente predicciones de nivel de palabra o línea a partir de imágenes 

completas con una sola red neuronal, encargado de la detección y clasificación de los caracteres, 

tuvo un menor rendimiento con una precisión  0.446, tasas de error de 0.559 para WER y 0.505 en 

MER para el reconocimiento de caracteres, este aspecto sugiere que al incorporar funciones de 

pérdida adecuadas, el detector puede predecir rectángulos girados o cuadriláteros para regiones de 

texto, dependiendo de aplicaciones específicas con la capacidad de detectar y reconocer caracteres 

especiales (Símbolos y signos). 

A partir de lo anterior se puede inferir que el algoritmo CNN implementado a partir de la 

librería Keras-ocr tiene un mayor grado de precisión en el reconocimiento de caracteres en general 

que su contra parte East, por lo que se puede considerar a este algoritmo como una opción viable 

para la implementación de sistemas OCR en líneas de producción, de la misma se puede realizar 

entrenamientos mezclando y separando diferentes técnicas a partir del uso de más datasets que 

cumplan con las características propias de la codificación de artículos. 

En términos generales se cumplieron los objetivos propuestos para en este  proyecto, 

detallando el manejo de las codificaciones normalizadas de caracteres alfanuméricos para 

productos distribuidos en Colombia, GS1 y sus variantes, como el empleo  de algoritmos 

codificación sencillos o compuestos según el sector en el que es usado, documentando así la 

aplicación de técnicas para el reconocimiento de caracteres (OCR) en procesos de identificación 

de códigos de productos para que pueda ser reproducido en la industria a partir de redes neuronales, 
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se realizó la  revisión de 32 artículos sobre los algoritmos de reconocimientos de caracteres y sus 

posibles formas de implementación con el fin de caracterizar el uso de OCR en la industria, se 

ejecutaron algunos casos de reconocimiento de caracteres, haciendo uso de los datasets 

predefinidos ICDAR 2015, Chars74k e IIT5K, con el fin de compararlos y registrar todos los 

procedimientos a seguir para el desarrollo del proceso en este documento, pasando por el alto el 

proceso de reentrenamiento de las redes con el fin de cuidar la integridad del tercer Objetivo 

(Evaluar la precisión obtenida con cada uno de los algoritmos). 

Finalmente, la literatura estudiada demuestra que el preprocesamiento y el aumento de 

datos incrementa la inferencia de los modelos, de ahí que sea muy importante realizar diferentes 

entrenamientos mezclando y separando las técnicas mencionadas en el documento, para futuros 

proyectos se puede realizar pruebas con otro tipo de arquitecturas de redes neuronales, ya que 

demostraron excelentes resultados en este tipo de problemas comparado con otros algoritmos y 

técnicas de machine learning. 
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Apéndices 

Apéndice A. Implementación algoritmo EAST 

Uso de modelo preentrenado red neuronal EAST 

!sudo apt install tesseract-ocr 

!pip install pytesseract 

import os, sys 

import numpy as np 

import cv2 

import time 

from imutils.object_detection import non_max_suppression 

import pytesseract 
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import shutil 

import os 

import random 

try: 

    from PIL import Image 

except ImportError: 

    import Image 

 

def east_detect(image): 

    layerNames = [ 

     "feature_fusion/Conv_7/Sigmoid", 

     "feature_fusion/concat_3"] 

     

    orig = image.copy() 

    if len(image.shape) == 2: 

        image = cv2.cvtColor(image, cv2.COLOR_GRAY2RGB) 

    (H, W) = image.shape[:2] 

    # set the new width and height and then determine the ratio in change 

    # for both the width and height: Should be multiple of 32 

    (newW, newH) = (320, 320) 

    rW = W / float(newW) 

    rH = H / float(newH) 

    # resize the image and grab the new image dimensions 

    image = cv2.resize(image, (newW, newH)) 

    (H, W) = image.shape[:2]  

    net = cv2.dnn.readNet("frozen_east_text_detection.pb")     

    blob = cv2.dnn.blobFromImage(image, 1.0, (W, H), 

     (123.68, 116.78, 103.94), swapRB=True, crop=False) 

    start = time.time() 

    net.setInput(blob) 

    (scores, geometry) = net.forward(layerNames) 

    (numRows, numCols) = scores.shape[2:4] 

    rects = [] 

    confidences = [] 

    # loop over the number of rows 

    for y in range(0, numRows): 

    # extract the scores (probabilities), followed by the geometrical 

        # data used to derive potential bounding box coordinates that 

        # surround text 
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        scoresData = scores[0, 0, y] 

        xData0 = geometry[0, 0, y] 

        xData1 = geometry[0, 1, y] 

        xData2 = geometry[0, 2, y] 

        xData3 = geometry[0, 3, y] 

        anglesData = geometry[0, 4, y] 

        for x in range(0, numCols): 

     # if our score does not have sufficient probability, ignore it 

            # Set minimum confidence as required 

            if scoresData[x] < 0.5: 

                continue 

      # compute the offset factor as our resulting feature maps 

will 

            #  x smaller than the input image 

            (offsetX, offsetY) = (x * 4.0, y * 4.0) 

            # extract the rotation angle for the prediction and then 

            # compute the sin and cosine 

            angle = anglesData[x] 

            cos = np.cos(angle) 

            sin = np.sin(angle) 

            # use the geometry volume to derive the width and height of 

            # the bounding box 

            h = xData0[x] + xData2[x] 

            w = xData1[x] + xData3[x] 

            # compute both the starting and ending (x, y)-coordinates 

for 

            # the text prediction bounding box 

            endX = int(offsetX + (cos * xData1[x]) + (sin * xData2[x])) 

            endY = int(offsetY - (sin * xData1[x]) + (cos * xData2[x])) 

            startX = int(endX - w) 

            startY = int(endY - h) 

            # add the bounding box coordinates and probability score to 

            # our respective lists 

            rects.append((startX, startY, endX, endY)) 

            confidences.append(scoresData[x])                         

    boxes = non_max_suppression(np.array(rects), probs=confidences) 

    # loop over the bounding boxes 

    for (startX, startY, endX, endY) in boxes: 

     # scale the bounding box coordinates based on the respective 
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     # ratios 

     startX = int(startX * rW) 

     startY = int(startY * rH) 

     endX = int(endX * rW) 

     endY = int(endY * rH) 

     # draw the bounding box on the image 

     cv2.rectangle(orig, (startX, startY), (endX, endY), (0, 255, 0), 

2)     

    print(time.time() - start) 

    return orig 

image = cv2.imread("2demo.png") 

out_image = east_detect(image) 

cv2.imwrite("2demo.png", out_image) 

 

Se puede acceder a la implementación y ejecución del algoritmo con el siguiente enlace: 

https://colab.research.google.com/drive/1BA4qu7eM4mDcJghdSm2II6JGlK2J0ueX?usp=sha

ring 

Para más información revisar: 

• Documentación oficial: 

https://keras-ocr.readthedocs.io/_/downloads/en/latest/pdf/ 

• Repositorio oficial del proyecto: 

• https://github.com/ZER-0-NE/EAST-Detector-for-text-detection-using-OpenCV 

Tutorial reentrenamiento red: 

https://colab.research.google.com/drive/19dGKong-

LraUG3wYlJuPCquemJ13NN8R#scrollTo=oKYVFDRTs_Fz 

 

Apéndice B. Implementación algoritmo KERAS-OCR 

Uso de modelo preentrenado red neuronal KERAS 

https://colab.research.google.com/drive/1BA4qu7eM4mDcJghdSm2II6JGlK2J0ueX?usp=sharing
https://colab.research.google.com/drive/1BA4qu7eM4mDcJghdSm2II6JGlK2J0ueX?usp=sharing
https://keras-ocr.readthedocs.io/_/downloads/en/latest/pdf/
https://github.com/ZER-0-NE/EAST-Detector-for-text-detection-using-OpenCV
https://colab.research.google.com/drive/19dGKong-LraUG3wYlJuPCquemJ13NN8R#scrollTo=oKYVFDRTs_Fz
https://colab.research.google.com/drive/19dGKong-LraUG3wYlJuPCquemJ13NN8R#scrollTo=oKYVFDRTs_Fz
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!git clone https://github.com/faustomorales/keras-ocr.git 

!cd /content/keras-ocr && pip install -e . 

!cd /content/keras-ocr  && pip install keras-ocr 

!pip install matplotlib==3.3.0 

import time 

import keras_ocr 

import matplotlib.pyplot as plt 

image = keras_ocr.tools.read( 

'/content/prueba_2.png' 

) 

start = time.time() 

pipeline = keras_ocr.pipeline.Pipeline(max_size=4096) 

print(image) 

 

predictions = pipeline.recognize([image])[0] 

fig, ax = plt.subplots() 

keras_ocr.tools.drawAnnotations(image=image, predictions=predictions, ax=ax) 

print(time.time() - start) 

 

Se puede acceder a la implementación y ejecución del algoritmo con el siguiente enlace: 

https://colab.research.google.com/drive/1D0AJLIvuj7npCX4WccuuAHJy8D7y0_EZ?usp=sh

aring 

 

Para más información revisar: 

• Documentación oficial: 

https://keras-ocr.readthedocs.io/_/downloads/en/latest/pdf/ 

• Repositorio oficial del proyecto: 

https://github.com/faustomorales/keras-ocr/tree/master/keras_ocr 

• Tutorial reentrenamiento red: 

https://colab.research.google.com/drive/19dGKong-

LraUG3wYlJuPCquemJ13NN8R#scrollTo=oKYVFDRTs_Fz 

https://colab.research.google.com/drive/1D0AJLIvuj7npCX4WccuuAHJy8D7y0_EZ?usp=sharing
https://colab.research.google.com/drive/1D0AJLIvuj7npCX4WccuuAHJy8D7y0_EZ?usp=sharing
https://keras-ocr.readthedocs.io/_/downloads/en/latest/pdf/
https://github.com/faustomorales/keras-ocr/tree/master/keras_ocr
https://colab.research.google.com/drive/19dGKong-LraUG3wYlJuPCquemJ13NN8R#scrollTo=oKYVFDRTs_Fz
https://colab.research.google.com/drive/19dGKong-LraUG3wYlJuPCquemJ13NN8R#scrollTo=oKYVFDRTs_Fz
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