
 

 

 

 

 

 Proyecto de grado 

 

 

 

Desarrollo de sistema de análisis de flujo vehicular para la recolección de variables de 

tránsito en la ciudad Santiago de Cali  

 

 

 

 

Dario Andres Peña Quintero  dario.p08@hotmail.com 

 

 

 

 

Trabajo de Grado presentado para optar al título de Ingeniero en Sistemas 

 

 

 

Asesor: Jhon Haide Cano Beltrán, Magíster (MSc) en Ingeniería 

 

 

 

 

 



2 

 

 

 

 

 

 

 

 

 

 

 

Institución Universitaria Antonio José Camacho 

Facultad de Ingenierías 

Ingeniería de Sistemas 

Cali - Colombia 

2019 

 



3 

 

Tabla de contenido 

 

Resumen...................................................................................................................................... 9 

Introducción .............................................................................................................................. 11 

1 Planteamiento del problema .................................................................................................... 12 

1.2 ¿Cómo facilitar el aforo vehicular para la administración del tránsito? ............................. 12 

1.3 Antecedentes.................................................................................................................... 13 

1.3.1 Sistemas de visión artificial........................................................................................ 13 

1.3.1.1 Control visual de un vehículo aéreo autónomo usando detección y seguimiento de 

características en espacios exteriores. ............................................................................. 13 

1.3.1.2 Conteo automático de vehículos. ........................................................................ 14 

1.3.1.3 Adquisición de variables de tráfico vehicular usando visión por computador. ..... 14 

1.3.1.4. Sistema de adquisición de parámetros de tráfico vehicular. ................................ 15 

1.3.2 Arquitecturas de redes neuronales convolucionales. ................................................... 16 

1.3.2.1 R-CNN ............................................................................................................... 16 

1.3.2.2 Fast R-CNN ....................................................................................................... 16 

1.3.2.3 Faster R-CNN .................................................................................................... 17 

1.3.2.4 R-FCN ............................................................................................................... 17 

1.3.2.5 RetinaNet ........................................................................................................... 18 

1.3.2.6 YOLOV3 ........................................................................................................... 19 

2 Justificación............................................................................................................................ 21 

3 Marco referencial ............................................................................................................... 22 

3.1 Inteligencia artificial ........................................................................................................ 22 

3.1.1 Visión artificial .......................................................................................................... 23 

4 Objetivos ................................................................................................................................ 24 

4.1 Objetivo general .............................................................................................................. 24 



4 

 

4.2 Objetivos específicos ....................................................................................................... 24 

4 Problema de investigación ...................................................................................................... 25 

4.1 ¿Cómo facilitar el aforo vehicular para la administración del tránsito? ............................. 25 

5.1 Ingeniería de tránsito........................................................................................................ 27 

5.1.1 Aforo vehicular .......................................................................................................... 27 

5.2 Neurona artificial ............................................................................................................. 27 

5.3 Redes neuronales y machine learning ............................................................................... 28 

5.4 Redes neuronales convolucionales ................................................................................... 29 

5.5 Datasets ........................................................................................................................... 33 

5.6 Tecnologías ..................................................................................................................... 34 

5.6.1 Lenguajes .................................................................................................................. 34 

5.6.2 Librerías de visión artificial ....................................................................................... 35 

6 Técnicas y fuentes de recolección de la información ............................................................... 35 

7 Tipo de investigación .............................................................................................................. 36 

8 Metodologías de desarrollo de software .................................................................................. 36 

8.1 Metodologías tradicionales .............................................................................................. 36 

8.1.1 Metodología RUP (Rational Unified Process). ........................................................... 36 

8.1.2 Microsoft solution framework (MSF). ........................................................................ 37 

8.1.3. Modelo desarrollado en cascada. ............................................................................... 37 

8.2 Metodologías ágiles ......................................................................................................... 38 

8.2.1 Manifiesto ágil ........................................................................................................... 39 

8.2.2 Extreme Programing (XP).......................................................................................... 39 

8.2.3 SCRUM ..................................................................................................................... 41 

9 Definición de la arquitectura de red neuronal artificial a utilizar.............................................. 44 

10 Definición del lenguaje de programación. ............................................................................. 44 



5 

 

11 Definición de librería para la creación e implementación de neuronas artificiales. ................. 44 

12 Requerimientos funcionales .................................................................................................. 45 

13 Proceso de detección y conteo de vehículos .......................................................................... 46 

14 Arquitectura de red neuronal Darknet53................................................................................ 48 

15 Arquitectura del software ...................................................................................................... 49 

15.1 Vista lógica - Diagrama de clases ................................................................................... 49 

15.2 Vista de procesos – Diagrama de procesos ..................................................................... 51 

15.3 Vista de despliegue – Diagrama de paquetes y componentes .......................................... 52 

15.4 Vista física ..................................................................................................................... 53 

15.5 Historias de usuario........................................................................................................ 53 

15.6 Atributos de calidad ....................................................................................................... 57 

16 Obtención de dataset de imágenes vehiculares ...................................................................... 57 

16.1 ¿Cómo extraer los ficheros necesarios para el entrenamiento de la red neuronal? ........... 61 

17 Entrenamiento de red neuronal.............................................................................................. 63 

17.1 Visualizar detección vehicular........................................................................................ 64 

18 Calidad del código ................................................................................................................ 66 

19 Pruebas ................................................................................................................................. 67 

20 Resultados ............................................................................................................................ 69 

20.1 SPRINT 0:  Planificación ............................................................................................... 70 

20.2 Product Backlog............................................................................................................. 71 

20.3 SPRING 1: Selección y lectura de videos de tránsito ...................................................... 73 

20.3.1 Product increment para Sprint 1. .............................................................................. 74 

20.3.2 Historias de usuario para Sprint 1 ............................................................................. 75 

20.4 SPRINT 2: Detección vehicular ..................................................................................... 76 

20.4.1 Product Increment para Sprint 2. .............................................................................. 76 



6 

 

20.4.2 Historias de usuario para Sprint 2 ............................................................................. 77 

20.5 SPRINT 3: Conteo vehicular .......................................................................................... 77 

20.5.1 Product Increment para Sprint 3 ............................................................................... 78 

20.5.2 Historias de usuario para Sprint 3 ............................................................................. 78 

20.6 SPRINT 4: Velocidad promedio ..................................................................................... 79 

20.6.1 Product Increment para Sprint 4 ............................................................................... 79 

20.6.2 Historias de usuario para Sprint 4 ............................................................................. 80 

21 Conclusiones ........................................................................................................................ 80 

22 Recomendaciones ................................................................................................................. 82 

Glosario ..................................................................................................................................... 82 

Referencias ................................................................................................................................ 83 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 



7 

 

Lista de figuras 

 

Figura 1. Diagrama de bloques de algoritmo de visión por computador ..................................... 15 

Figura 2. Fast R-CNN, arquitectura para detección de personas ................................................. 17 

Figura 3. Arquitectura Faster R-CNN ........................................................................................ 17 

Figura 4. Arquitectura R-FCN ................................................................................................... 18 

Figura 5. Arquitectura RetinaNet ............................................................................................... 19 

Figura 6. Comparativa de detectores .......................................................................................... 19 

Figura 7. Arquitectura Darknet53 .............................................................................................. 20 

Figura 8. Perceptrón, arquitectura propuesta por Frank Rosenblatt ............................................. 28 

Figura 9. Red neuronal .............................................................................................................. 29 

Figura 10. Kernel para detección de contornos ........................................................................... 30 

Figura 11. Resultado filtro detección de contornos ..................................................................... 31 

Figura 12. Combinación de Filtros ............................................................................................. 31 

Figura 13. Max pooling 1 .......................................................................................................... 32 

Figura 14. Max pooling 2 .......................................................................................................... 32 

Figura 15. Arquitectura Red Neuronal Convolucional ................................................................ 33 

Figura 16. Tabla comparativa de lenguajes del lado del servidor ................................................ 34 

Figura 17. Tabla comparativa de librerías de visión artificial con mayor auge durante el año 2018

 .................................................................................................................................................. 35 

Figura 18. Fases de un proyecto con MSF.................................................................................. 37 

Figura 19. Modelo en cascada .................................................................................................... 38 

Figura 20. Proceso de desarrollo con XP .................................................................................... 40 

Figura 21. Proceso llevado a cabo durante un sprint ................................................................... 43 

Figura 22. Diagrama de flujo, detección y conteo de vehículos .................................................. 47 

Figura 23. Diagrama de clases ................................................................................................... 49 

Figura 24. Diagrama de procesos para visualizar el video en análisis ......................................... 51 

Figura 25. Diagrama de flujo ..................................................................................................... 51 

Figura 26. Vista de despliegue. Diagrama de paquetes y componentes ....................................... 52 

Figura 27. Vista física ................................................................................................................ 53 

Figura 28. Mockup, abrir un archivo de video ............................................................................ 54 



8 

 

Figura 29. Mockup, seleccionar un archivo de video .................................................................. 54 

Figura 30. Mockup, visualizar análisis de flujo vehicular ........................................................... 55 

Figura 31. Etiqueta de objeto en una imagen para almacenar sus coordenadas ........................... 58 

Figura 32. Segmentación de objetos ........................................................................................... 60 

Figura 33. Árbol de archivos con ficheros de clasificación de objetos en COCO dataset ............ 60 

Figura 34. Algoritmo diseñado para la extracción de ficheros del dataset COCO ....................... 62 

Figura 35. Delimitación de objetos para visualizar detecciones .................................................. 65 

Figura 36. Calcular centro de cada objeto detectado ................................................................... 65 

Figura 37. Sitio donde se recolectaron videos para las pruebas del sistema ................................ 67 

Figura 38. Posición de la cámara de video ................................................................................. 69 

Figura 39. Planing poker ............................................................................................................ 71 

Figura 40. Interfaz de usuario para seleccionar un video ............................................................ 74 

Figura 41. Interfaz de usuario para visualizar un video .............................................................. 74 

Figura 42. Detección vehicular del sistema ................................................................................ 76 

Figura 43. Aforo vehicular por el sistema .................................................................................. 78 

Figura 44. Cálculo de frames promedio de los vehículos contados ............................................. 79 

 

 

 

 

 

 

 

 

 

 

 

 

 

  

 



DESARROLLO DE SISTEMA DE ANÁLISIS DE FLUJO VEHICULAR...  9 

 

 

9 

 

Resumen 

 

El término ciudades inteligentes ha empezado a cobrar sentido en el mundo actual, cada vez que 

por medio de la tecnología se dan soluciones a problemáticas sensibles, en este caso, solución que 

aporta al control de la movilidad. Las grandes ciudades presentan altos índices de congestión 

vehicular en horas pico, y cada vez más, las ciudades implementan soluciones que se orientan a la 

problemática de manera transitoria, dando una percepción de ensayo y error. 

La congestión vehicular es un tema álgido para las ciudades más importantes del país, las 

administraciones de cada ciudad han tratado de buscar una solución a través de la ampliación de 

vías, reducir el tiempo de espera de los semáforos, implementación del pico y placa, entre otras. 

Las soluciones propuestas hasta el momento no han sido eficientes, además, incurre en gastos 

económicos excesivos en cada una de las administraciones que van pasando en cada mandato ya 

que los estudios de movilidad requieren de una gran cantidad de personal. 

Con el fin de dar una solución acorde a la realidad del país, se propone implementar un sistema de 

visión artificial para el reconocimiento y aforo vehicular obteniendo variables de gran importancia 

como lo son; cantidad de vehículos, tipo de vehículos que transitan por un tramo de la carretera y 

velocidad promedio. Los datos para el reconocimiento de las variables se recolectan a través de 

cámaras de video ubicadas en puntos o intersecciones estratégicas de la ciudad de Santiago de Cali. 

 

Palabras clave: Ciudad inteligente, Tecnología, Movilidad, Visión artificial, Aforo vehicular. 

 

Abstract 

 

The term Smart cities has begun to make sense in the current world, every time by means of 

technology solutions are given to sensitive problems, in this case, solution that contributes to the 

control of mobility. Large cities have high rates of vehicular congestión during peak hours, and 

increasingly, the cities implement solutions that are oriented to the problema in a transitory way, 

giving a perception of trial and error. 

Traffic congestión is a hot topic for the most important cities the country, the administrations of 

each city have tried to find a solution through the expansión of roads, reduce the waiting time of 

the traffic lights, implementation of the peak and plate, among others. 
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The solutions proposed so far have not been efficient, in addition, incurs excessive economic 

expenses in each of the administrations that are going through each mandate as mobility studies 

require a large number of staff. 

In order to give a solution according to the reality of the country, it is proposed to implementa n 

artificial visión system for vehicle recognition and counting, obtaining variables of great 

importance as they are; number of vehicles, type of vehicles that travel along a stretch of the road 

and average speed. The data for the recognition ef the variables are collected through video cameras 

located at strategic points or intersections in the city of Santiago de Cali. 

 

Keywords: Smart city, Technology, Mobility, Artificial vision, Vehicular counting. 
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Introducción 

 

Actualmente existe un gran problema con la movilidad, dado el crecimiento del parque automotor 

se han superado con creces la capacidad de las vías con las que se cuenta en la ciudad Santiago de 

Cali (informe calidad de vida en Cali. 2014), por esta razón las personas prefieren tener un estilo 

de vida más tranquilo y se trasladan a vivir a los perímetros de las ciudades, conservando sus 

lugares de trabajo y de estudio en la zona urbana, lo cual se convierte en un completo caos vehicular 

tanto para las personas que ingresan como para las que salen de ésta, ya sea, empleando medios de 

transporte público o particular especialmente en las denominadas horas pico. 

En el suroccidente colombiano, según información de la secretaría de tránsito y transporte, 

específicamente en la ciudad de Cali, en el año 2015, se llegó a movilizar en la vía Cali - Jamundí 

un total de 130,000 vehículos diariamente, colapsando la entrada a la ciudad.  

La tarea de conteo vehicular se realiza actualmente de forma manual o por medio de herramientas 

como radares (postcad, Juliana Moreno. 2011), esto permite estudiar el comportamiento del flujo 

vehicular, realizando de manera correcta el aforo y clasificando cada vehículo en un grupo de tal 

manera que permita a los ingenieros de tránsito realizar cálculos acerca de la capacidad que tienen 

las vías. Esta clasificación se realiza de la siguiente manera: vehículos livianos, buses y camiones 

(Palomeque Vilela. 2015). El desarrollo de la herramienta propuesta permite la recolección de estas 

variables de tránsito de una manera más rápida haciendo uso de cámaras de video y algoritmos de 

visión artificial, brindando resultados en tiempo real a expertos dentro del área de la ingeniería de 

tránsito. Estos resultados recolectados de manera oportuna permiten a las entidades 

gubernamentales tener información importante para la realización de estudios viales y así 

implementar una acción más temprana frente a la problemática de la congestión vehicular. 
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1 Planteamiento del problema 

 

Las grandes ciudades presentan altos índices de congestión vehicular y cada vez más, se 

implementan soluciones que se orientan a la problemática de manera transitoria, siempre al ensayo 

y error. Se pueden citar casos como la ciudad de México la cual aparece en primer puesto como la 

ciudad con mayor congestión dentro del ranking mundial según indica el informe TomTom Traffic 

index 2018, hasta el 12 de abril del año 2018 el tráfico de la ciudad de México cuenta con una 

velocidad promedio de 20 km/h, nivel de tráfico del 31% y un retraso total en la llegada de los 

usuarios a su destino de 19 horas y 40 minutos, con un 66% del resto de las ciudades del país a la 

cual pertenece la ciudad en una situación similar. Metrópolis como Bangkok, Jakarta y Chongqing 

están dentro del ranking como segundo, tercer y cuarto lugar respectivamente (TomTom, 2018).  

La congestión vehicular es un tema álgido para las ciudades más importantes del país, las 

administraciones de cada ciudad han tratado de buscar una solución a través de la ampliación de 

vías, reducir el tiempo de espera de los semáforos, implementación del pico y placa, entre otras. 

Las soluciones propuestas hasta el momento no han sido eficientes y la utilización de herramientas 

tecnológicas para el análisis de tráfico vehicular ha sido muy poco, la ineficiencia de dichas 

propuestas y el poco uso de tecnologías informáticas da razón a que el desarrollo de tareas como 

el conteo vehicular se realice actualmente en Colombia de forma manual, en algunos casos por 

medio de herramientas como radares o incluso la administración del flujo vehicular se basa en la 

experiencia del guarda o policía de tránsito (postcad: Juliana M. Angulo, 2011). La falta de 

artefactos que ayuden a recolectar datos para el análisis del tráfico vehicular es un factor clave que 

se puede fortalecer para ayudar a expertos dentro del ámbito de ingeniería de tránsito. Con el fin 

de obtener datos de manera oportuna nace la siguiente pregunta:  

 
1.2 ¿Cómo facilitar el aforo vehicular para la administración del tránsito?  

Con la finalidad de brindar una herramienta que facilite la detección, clasificación y conteo 

vehicular, se propone implementar un sistema de procesamiento de imágenes e inteligencia 

artificial para facilitar el estudio del comportamiento del flujo vehicular en las áreas o 

intersecciones que requieran esta solución, el proyecto propuesto hace uso de cámaras para 

recolección de información y su posterior procesamiento mediante técnicas algorítmicas de visión 

artificial. Este tipo de algoritmos permite la identificación de objetos (para este caso vehículos), el 
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análisis de sus movimientos, clasificación en grupos, entre muchas cosas más (Porta lahiguera, J, 

2013).  

La detección vehicular puede definirse como un sistema que facilita la gestión de tránsito, el 

monitoreo de una red vial y la atención de eventualidades, especialmente en grandes ciudades. Se 

pueden citar casos como por ejemplo la movilidad en vías que cuentan con cruces con semáforos, 

el control que se lleva a cabo sobre autopistas en las cuales pueden manejarse límites de velocidad 

fijos o variables y cámaras de foto detección, entre otros (podscat: elpais, 2012). Estos sistemas se 

basan en la combinación de cámaras de video y dispositivos como radares, los cuales activan la 

captura de video cuando un vehículo pasa la velocidad límite en un tramo. 

 

1.3 Antecedentes 

 

1.3.1 Sistemas de visión artificial. 

A continuación, se presentan algunos proyectos I+D (investigación y desarrollo) en el cual 

implementan tecnología de visión artificial para el reconocimiento y detección de objetos por 

medio de una cámara de video. Igualmente se expone algunas de las arquitecturas de redes 

neuronales artificiales más conocidas y utilizadas para la implementación de sistemas con visión 

artificial. 

1.3.1.1 Control visual de un vehículo aéreo autónomo usando detección y seguimiento 

de características en espacios exteriores. 

Los vehículos aéreos han sido de gran ayuda para distintas actividades como rescate, 

reconocimiento de zonas o patrullaje. Actualmente ha habido un gran auge con los llamados 

‘drones’ los cuales son pequeños objetos voladores no tripulados controlados remotamente. La 

tesis doctoral realizada por el ingeniero Luis O. Mejías en la universidad politécnica de Madrid en 

el año 2006 tuvo como objetivo diseñar un robot aéreo guiado por visión artificial, lo que para esa 

época los robots aéreos o drones como se llaman en la actualidad aún no tenían el reconocimiento 

mundial y la extensa documentación que existe hoy en día. Sus principales funciones permitían 

realizar inspecciones, patrullaje y monitoreo, así mismo realizar maniobras como esquivar 

obstáculos mientras hace seguimiento de características en entornos donde el GPS tiene fallas de 

recepción. El proyecto utilizó el algoritmo de Lukas Kanade para la detección y seguimiento de 

objetos, este algoritmo asume que el flujo óptico es permanente en una región ‘x’, seleccionando 
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puntos característicos de un objeto (Luis mejía, 2006). Si bien esta tesis doctoral no trata el tema 

de flujo vehicular, fue muy importante ya que se realizó avances e implementación de técnicas para 

la detección de objetos en entornos no controlados. 

 
1.3.1.2 Conteo automático de vehículos. 

Este trabajo fue realizado por Calderón Bocanegra Francisco y Urrego Niño Germán como 

proyecto de grado para optar por el título de ingeniero electrónico en la Pontificia Universidad 

Javeriana de Bogotá en el año 2008. El sistema diseñado durante la tesis contó con dispositivos de 

captura de video y algoritmos para realizar conteo vehicular a través de la visión artificial, con el 

fin de obtener el volumen de tráfico en un área en específico de vías unidireccionales, evitando 

entonces el análisis de intersecciones, glorietas o carriles de doble sentido. Se utilizó la biblioteca 

de visión artificial OpenCv, la cual es de código abierto desarrollada en un principio por Intel pero 

que luego su código fue liberado al público. Esta biblioteca trae consigo algoritmos para la 

detección de objetos, sus características fueron utilizadas durante el desarrollo del proyecto de 

grado por parte de los autores, los principales algoritmos usados fueron; motion template, 

FGDStatModel y flujo óptico. La combinación de diversos algoritmos para la detección de 

automóviles fue un papel muy importante durante el procesamiento y análisis de video por parte 

del sistema, pero aun así en algunas ocasiones no detectó vehículos debido a la falta de 

características reconocidas por los algoritmos, automóviles con colores parecidos al fondo o mal 

calibración de la cámara de video ya que debe estar ubicada a un ángulo de 45° respecto a la 

horizontal. Al final se obtuvo una herramienta que con la correcta calibración se puede obtener 

parámetros del tráfico facilitando así tareas como el conteo vehicular arrojando resultados mas 

precisos que los realizados manualmente. 

 
1.3.1.3 Adquisición de variables de tráfico vehicular usando visión por computador. 

En el año 2009 en la ciudad de Bogotá se realizó una investigación por partes de ingenieros de la 

Pontificia Universidad Javeriana la cual lograron captar variables como el conteo vehicular y la 

estimación del volumen de tráfico o velocidad promedio en tiempo real con ayuda de la visión 

artificial (Urrego, Calderón, Forero y Quiroga, 2009). Los investigadores seleccionaban un área de 

interés en el video y así disminuían la información a procesar para disminuir el margen de error, es 

muy interesante la técnica utilizada ya que se marca específicamente la zona a analizar y no se deja 
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la totalidad del espacio enfocado por la cámara capturando información inútil. Para el 

reconocimiento vehicular se utilizó la detección de primer plano el cual consiste en capturar los 

pixeles correspondientes a vehículos seleccionando los que se encuentran en movimiento durante 

una escena, comparando los diferentes cuadros capturados por un video en un tiempo ‘t’ (Urrego 

et al, 2009). Una vez se tiene la identificación del objeto se prosigue a la clasificación y seguimiento 

para finalmente obtener el número de vehículos reconocidos y la velocidad de cada uno a 

continuación, se muestra el proceso llevado a cabo. 

 
Figura 1. Diagrama de bloques de algoritmo de visión por computador 

Nota:  Imagen recuperada de “Urrego et al. 2009. Adquisición de variables de tráfico vehicular 

usando visión por computador”. 

 
1.3.1.4. Sistema de adquisición de parámetros de tráfico vehicular. 

Esta investigación en específico llevada a cabo por el ingeniero Calderón Bocanegra en el año 2010 

tiene una gran similitud al proyecto que se está trabajando actualmente, durante la investigación el 

autor trabajó la captura de variables en tiempo real como el volumen, velocidad y densidad 

vehicular gracias a la visión artificial con ayuda de cámaras de video PlayStationEYE desarrolladas 

por SONY y fabricadas por ECEE para uso en consolas de videojuegos PlayStation3, este tipo de 

cámaras son muy apetecidas para la gran mayoría de sistemas de visión artificial (Calderón B., 

2010). En cuanto al análisis de video, se realiza sobre dos líneas ubicadas de manera perpendicular 

a la vía con el propósito de que los vehículos pasen sobre ellas, las líneas ejecutan algoritmos que 

permiten la detección de cada vehículo, acumulación y velocidad. Este último dato como lo es la 

velocidad varía si se cambia la cámara debido a que depende de la calidad de video, 

específicamente a la cantidad de frames por segundo que captura la misma.  
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1.3.2 Arquitecturas de redes neuronales convolucionales. 

 
1.3.2.1 R-CNN 

Su nombre corresponde a las siglas Region-based Convolutional Neuronal Network, este tipo de 

detector tiene una excelente precisión para la detección y clasificación de objetos (LeCun, Y. et al. 

1989). La arquitectura de este detector está dividida en cuatro etapas; en la primera etapa es el 

conjunto de neuronas de la capa de entrada para la imagen, en la segunda es la generación de 

regiones de interés, la tercera etapa es la encargada de aplicar filtros a las regiones generadas en la 

segunda etapa, es una gran red de neuronas densamente conectadas aplicando convoluciones y 

extrayendo mapas de características para cada región (Sánchez Atienza.2017). La cuarta etapa tiene 

un conjunto de neuronas las cuales mapean los datos por medio de un kernel dando como resultado 

la clase a la que pertenece un objeto teniendo en cuenta todas las características extraídas a través 

de la red. 

La precisión de este tipo de detectores es muy buena pero costosa en términos de recursos y tiempo, 

un ejemplo de esto es implementar este detector con una arquitectura de red como VGG16 para 

procesar cinco mil imágenes, el resultado de esto son 2.5 días de entrenamiento en una GPU. 

 
1.3.2.2 Fast R-CNN 

Es una mejora de R-CNN, este detector toma la imagen completa recibida en la capa de entrada 

con sus regiones de interés y luego aplica varias combinaciones convolucionales para 

posteriormente realizar un max pooling finalizando con la generación de un mapa de 

características. Una vez realizado el proceso anterior se añaden unos mapas de características a 

otros, obteniendo una secuencia totalmente conectada, fc, al final se divide en dos capas iguales 

(Girshick, R.2015). Una se encarga de aplicar una función matemática sobre la clase de los objetos 

que se encuentran en la imagen, la otra capa genera valores numéricos para cada clase, estos valores 

numéricos tienen como función posicionar una caja o recuadro delimitador a través del objeto 

contenido en la imagen. A continuación, se muestra un ejemplo para un detector de personas: 
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Figura 2. Fast R-CNN, arquitectura para detección de personas 

Nota:  Imagen recuperada de: Girshick, R. (2015). Fast r-cnn. In Proceedings of the IEEE 

international conference on computer vision (pp. 1440-1448). 
 

 
1.3.2.3 Faster R-CNN 

Siguiendo la misma secuencia de arquitecturas R-CNN, se encuentra este tipo de detector el cual 

es una mejora notable a los dos anteriores expuestos. Este detector se compone de dos módulos, el 

primero es una red convolucional la cual propone regiones de interés y el segundo módulo es Fast 

R-CNN para utilizar las regiones propuestas (Ren, S. et al.2015). Al final todo es una red 

completamente conectada manteniendo la comunicación de dos módulos como se muestra a 

continuación: 

 
Figura 3. Arquitectura Faster R-CNN 

Nota: Recuperada de: Sánchez Atienza, E. (2017). Detección de personas mediante redes 

convolucionales (Bachelor's thesis). 
 

1.3.2.4 R-FCN 

Es un detector con redes completamente convolucionales con la finalidad de obtener resultados 

precisos y eficientes. Según los autores de este detector, utiliza capas convolucionales para 



DESARROLLO DE SISTEMA DE ANÁLISIS DE FLUJO VEHICULAR...  18 

 

 

18 

 

construir una subred convolucional compartida en la detección de objetos, compartiendo casi todos 

los cálculos de la imagen. Este detector se basa en la arquitectura ResNet-101, la cual tiene 100 

capas convolucionales seguidas por agrupaciones pooling y una capa fc de 1000 clases (Dai, J. et 

al. 2016). Pero para la aplicación a R-FCN se elimina la capa de agrupaciones pooling y la capa fc 

para únicamente utilizar capas convolucionales y calcular los mapas de características. A 

continuación, se visualiza R-FCN con K * K=3x3 mapas de puntaje sensibles generados por una 

red completamente convolucional (Dai, J. et al. 2016). 

 

Figura 4. Arquitectura R-FCN 

Nota: Recuperada de: Dai, J., Li, Y., He, K., & Sun, J. (2016). R-fcn: Object detection via 

region-based fully convolutional networks. In Advances in neural information processing systems 

(pp. 379-387). 

1.3.2.5 RetinaNet 

Es una red unificada compuesta de una red troncal y dos subredes para tareas específicas. La red 

troncal es la encargada de procesar y calcular todos los mapas de características convolucionales 

de la imagen de entrada, posteriormente la primera subred se encarga de clasificar las 

características convolucionales de los objetos obtenidos en la salida de la red troncal (Lin, T. et 

al.2018). La tarea de la segunda subred es construir el cuadro delimitador del objeto a detectar en 

la imagen. A continuación, se muestra su diseño: 
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Figura 5. Arquitectura RetinaNet 

Nota:  Recuperada de: Lin, T. Y., Goyal, P., Girshick, R., He, K., & Dollár, P. (2018). Focal loss 

for dense object detection. IEEE transactions on pattern analysis and machine intelligence. 
 

 
1.3.2.6 YOLOV3 

El nombre de este detector viene de sus siglas en inglés ‘You Only Look Once’, este es el detector 

más rápido en la actualidad, generalmente utilizado para detección en tiempo real, la velocidad de 

procesamiento en GPU es de 45 fps (frames por segundo) con el banco de imágenes COCO, el cual 

tiene más de 82 mil imágenes de entrenamiento con 80 clases de objetos, en la siguiente tabla se 

muestra una comparativa con distintos detectores: 

 

 
Figura 6. Comparativa de detectores 

Nota: Recuperada de: Redmon, J., & Farhadi, A. (2018). Yolov3: An incremental improvement. 

arXiv preprint arXiv:1804.02767. 
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YOLOv3 trabaja con predicciones para delimitar el recuadro alrededor del objeto a detectar, esto 

lo hace utilizando regresión logística. La red predice cuatro coordenadas para el cuadro 

delimitador: x, y, w, h, siendo x, y el punto central del cuadro, w el ancho y h el alto (Redmon, J. 

y Farhadi, A. 2018). 

Para la extracción de características utiliza una arquitectura llamada darknet53, su nombre se debe 

a que utiliza 53 capas convolucionales con conexiones de acceso directo entre capas. En la capa de 

salida utiliza una función llamada softmax para obtener las predicciones de las clases a la que 

pertenece los objetos de la imagen de entrada, a continuación, se puede ver en una tabla la 

arquitectura Darknet53. 

 

Figura 7. Arquitectura Darknet53 

Nota: Recuperada de: Redmon, J., & Farhadi, A. (2018). Yolov3: An incremental improvement. 

arXiv preprint arXiv:1804.02767. 
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2 Justificación 

 

En el suroccidente colombiano, según información de la secretaría de tránsito y transporte, 

específicamente en la ciudad Santiago de Cali, en el año 2015 se llegó a movilizar en la vía Cali – 

Jamundí un total de 130.000 vehículos diariamente, colapsando la entrada de la ciudad al igual que 

los principales accesos al área metropolitana. 

Según el plan de movilidad de la ciudad por parte de planeación municipal, tomando los datos de 

la encuesta ‘Origen Destino 2010’, el 89% de la ocupación de las vías corresponde a carros o motos 

y 9% a buses y bicicletas. No obstante, solo el 16% de los viajes se hacen en transporte particular 

frente a 38% de viajes en transporte público y 46% de los viajes se hacen a pie o en bicicleta. 

Estos datos son los más recientes que presenta la secretaría de tránsito a la ciudadanía, desde 2015 

no se han realizado censos o estudios para recolectar información de los últimos cambios y así 

facilitar la realización de obras viales en los tramos donde hay un mayor índice de movilidad, la 

principal razón es el alto costo en tiempo y recursos pues aún no tienen una herramienta tecnológica 

que les facilite la recolección de información relevante como la cantidad exacta de vehículos que 

transitan a diario y no tener información ambigua como lo muestra la anterior encuesta al informar 

que el 89% de la ocupación de las vías corresponde a carros o motos, sino clasificar de manera 

ordenada y exacta los tipos de vehículos que transitan en las carreteras. A demás al utilizar un 

artefacto que ayude en la recolección de información acerca del tráfico contribuye en la 

actualización permanente de datos los cuales ayudan a estudiar la calidad de servicio que vivencian 

los usuarios en las carreteras de la ciudad de Cali a un bajo costo disminuyendo la contratación de 

personal que realiza este tipo de tareas de forma manual. 

Una tecnología que ayuda en la recolección de información de tránsito es la visión artificial,  Según 

Vélez Serrano, M. Díaz, S. Calle y Sánchez Marín en el libro visión por computador (2003) definen 

“la visión artificial es una disciplina que intenta emular la capacidad que tienen los seres vivos para 

ver una escena y entenderla” (p. 3), este tema ha sido muy estudiado en los últimos años pues ha 

ayudado en la disminución de costos en procesos de calidad durante la creación de productos 

tangibles, puesto que los dispositivos para llevar a cabo la implementación de un sistema de visión 

por computador el precio en tiempo y recursos es bajo. Actualmente este tipo de sistemas puede 

ayudar a disminuir la inversión de dinero en la compra de herramientas que ayuden a monitorear 

el tráfico vehicular, pues en el mercado existen gran variedad de dispositivos como radares, 
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sensores bajo el pavimento, sensores con rayos láser o incluso contratar personal para llevar a cabo 

tareas específicas en la recolección de datos como por ejemplo el estudio de transito realizado para 

la implementación del MIO en la ciudad de Cali por la empresa GEICOL LTDA. INGENIEROS 

al llevar a cabo el proceso de aforo vehicular de forma manual. Al implementar un sistema de 

visión artificial el proceso es bastante rápido, pues los únicos dispositivos que se manejan en los 

tramos viales son cámaras de video.  

Poner en práctica tecnología de inteligencia artificial en el campo de tráfico y movilidad en la 

ciudad Santiago de Cali ayudaría a los expertos en este ámbito a prever los tipos de vehículos que 

entran al área metropolitana durante el retorno de los ciudadanos luego de un puente festivo o al 

finalizar la época de turismo, de esta manera pueden gestionar un mejor plan para la administración 

del tránsito.  A demás apoya con información de variables importantes para que los expertos 

generen notas de prensa y estén disponibles para los medios de comunicación. 

 
 

3 Marco referencial 

 
3.1 Inteligencia artificial 

Una definición fácil de entender sobre este término es como la que propone Jordi Torres en su libro 

Deep Learning, “inteligencia artificial se refiere a aquella inteligencia que muestran las máquinas, 

en contraste con la inteligencia natural de los humanos”. O “el esfuerzo para automatizar tareas 

intelectuales normalmente realizadas por humanos”. 

La inteligencia artificial es una de esas ramas de la ingeniería que actualmente está generando un 

gran impacto realizando cambios en la realidad social y cada vez más es necesario hacer uso de 

ella. Quizá al regresarse en el tiempo 20 años atrás era impensable creer que la tecnología avanzaría 

tan rápido que en la actualidad podemos interactuar con dispositivos de gran capacidad de 

procesamiento y almacenamiento, los cuales portamos en nuestros bolsillos y llamamos 

smartphones. Ha sido tal el avance que aproximadamente desde hace 7 años hemos estado hablando 

con los dispositivos móviles para hacer uso de ellos, un ejemplo de esto es la creación de “siri” el 

asistente virtual que apple lanzó conjunto con su iphone 4S el 4 de octubre de 2011. Los asistentes 

virtuales que realizan tareas como reconocimiento de voz, transcripción de voz a texto o 

verificación de seguridad con reconocimiento facial se han hecho muy populares hoy en día, todo 

esto gracias al uso de la inteligencia artificial. 
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Investigaciones de grandes científicos y la existencia de gran capacidad computacional ha hecho 

posible que en la actualidad se pueda ejecutar algoritmos propuestos hace más de 10 años que por 

la falta de recursos computacionales no era posibles llevarlos a cabo, es por esta razón que se ha 

hecho  avances importantes en la ingeniería los últimos años tanto así que ha sorprendido a la 

humanidad y es por esta razón que personas como Sundar Pichai, CEO de google dicen que “el 

impacto de la inteligencia artificial en la historia de la humanidad es comparable con la electricidad 

y el fuego”.  

 
3.1.1 Visión artificial 

La visión artificial es un campo de la inteligencia artificial que mediante técnicas algorítmicas 

permite el procesamiento de imágenes y extracción de sus características simulando de esta manera 

el ojo humano. 

Los sistemas de visión artificial han avanzado fuertemente desde 1961 gracias a un trabajo de Larry 

Roberts, el creador de Arpanet. 

Creó un programa, “mundo de microbloques”, en el que un robot podía “ver” 

una estructura de bloques sobre una mesa, analizar su contenido y 

reproducirla desde otra perspectiva, demostrando así que esa información 

visual que había sido mandada al ordenador por una cámara había sido 

procesada adecuadamente por él. (Edoc) 

 La gran comunidad científica enfocada en el tema de visión artificial ha logrado que cada vez más, 

esta tecnología sea utilizada en diversos proyectos para la optimización y eficacia de procesos en 

la industria. 

La detección de objetos es un campo de la visión artificial que en los últimos 10 años ha tenido un 

gran auge en aplicaciones de entretenimiento como por ejemplo redes sociales con la detección de 

caras al igual que en el sector productivo para controles de calidad. Las técnicas utilizadas para 

reconocimiento de objetos se han enfocado especialmente en el procesamiento digital de imágenes, 

su tratamiento para realzar las características importantes al igual que procesos de algoritmia que 

encuentran patrones en común. 

Hace más de diez años el término de ‘machine learning’ o máquina de aprendizaje era algo 

desconocido para la mayoría de profesionales del ámbito tecnológico. Pues bien, a partir de 2006 
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este concepto comenzó a ser utilizado fuertemente gracias a investigaciones de grandes personajes 

como Geoffrey Hinton el cual utilizó el concepto “Deep learning” para explicar nuevas 

arquitecturas de redes neuronales las cuales son capaces de aprender mucho mejor que modelos 

planos (González, 2017). 

Actualmente se utilizan técnicas de machine learning para el reconocimiento y/o clasificación de 

objetos, este tipo de prácticas son utilizadas por bibliotecas de visión artificial como TensorFlow 

u OpenCv. 

Específicamente en la ingeniería de tránsito y áreas relacionadas con movilidad se han realizado 

aportes para el análisis y predicción del comportamiento vial. A lo largo de la investigación se 

encontró importantes contribuciones por parte de autores con un gran recorrido profesional y/o 

científico en el ámbito de visión artificial al igual que ingenieros recién egresado con 

investigaciones demostradas en sus proyectos de grado. A continuación, se mostrarán algunos 

estudios realizados a partir del 2006 que ayudan como base para la investigación y desarrollo del 

presente proyecto. 

4 Objetivos 

 

4.1 Objetivo general 

 

Desarrollar una herramienta de software de visión artificial para facilitar la administración del flujo 

vehicular en la ciudad Santiago de Cali. 

 

4.2 Objetivos específicos 

 

 Desarrollar un sistema de visión artificial con capacidad de reconocer y clasificar los 

diferentes tipos de vehículos. 

 Obtener una herramienta de apoyo para estudios y/o planificaciones de proyectos viales. 

 Facilitar la realización de aforos vehiculares con dispositivos de bajos costos. 
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4 Problema de investigación 

 

Las grandes ciudades presentan altos índices de congestión vehicular y cada vez más, se 

implementan soluciones que se orientan a la problemática de manera transitoria, siempre al ensayo 

y error. Se pueden citar casos como la ciudad de México la cual aparece en primer puesto como la 

ciudad con mayor congestión dentro del ranking mundial según indica el informe TomTom Traffic 

index 2018, hasta el 12 de abril del año 2018 el tráfico de la ciudad de México cuenta con una 

velocidad promedio de 20 km/h, nivel de tráfico del 31% y un retraso total en la llegada de los 

usuarios a su destino de 19 horas y 40 minutos, con un 66% del resto de las ciudades del país a la 

cual pertenece la ciudad en una situación similar. Metrópolis como Bangkok, Jakarta y Chongqing 

están dentro del ranking como segundo, tercer y cuarto lugar respectivamente (TomTom, 2018).  

La congestión vehicular es un tema álgido para las ciudades más importantes del país, las 

administraciones de cada ciudad han tratado de buscar una solución a través de la ampliación de 

vías, reducir el tiempo de espera de los semáforos, implementación del pico y placa, entre otras. 

Las soluciones propuestas hasta el momento no han sido eficientes y la utilización de herramientas 

tecnológicas para el análisis de tráfico vehicular ha sido muy poco, la ineficiencia de dichas 

propuestas y el poco uso de tecnologías informáticas da razón a que el desarrollo de tareas como 

el conteo vehicular se realice actualmente en Colombia de forma manual, en algunos casos por 

medio de herramientas como radares o incluso la administración del flujo vehicular se basa en la 

experiencia del guarda o policía de tránsito (postcad: Juliana M. Angulo, 2011). La falta de 

artefactos que ayuden a recolectar datos para el análisis del tráfico vehicular es un factor clave que 

se puede fortalecer para ayudar a expertos dentro del ámbito de ingeniería de tránsito. Con el fin 

de obtener datos de manera oportuna nace la siguiente pregunta:  

 
4.1 ¿Cómo facilitar el aforo vehicular para la administración del tránsito?  

Con la finalidad de brindar una herramienta que facilite la detección, clasificación y conteo 

vehicular, se propone implementar un sistema de procesamiento de imágenes e inteligencia 

artificial para facilitar el estudio del comportamiento del flujo vehicular en las áreas o 

intersecciones que requieran esta solución, el proyecto propuesto hace uso de cámaras para 

recolección de información y su posterior procesamiento mediante técnicas algorítmicas de visión 

artificial. Este tipo de algoritmos permite la identificación de objetos (para este caso vehículos), el 
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análisis de sus movimientos, clasificación en grupos, entre muchas cosas más (Porta lahiguera, J, 

2013).  

La detección vehicular puede definirse como un sistema que facilita la gestión de tránsito, el 

monitoreo de una red vial y la atención de eventualidades, especialmente en grandes ciudades. Se 

pueden citar casos como por ejemplo la movilidad en vías que cuentan con cruces con semáforos, 

el control que se lleva a cabo sobre autopistas en las cuales pueden manejarse límites de velocidad 

fijos o variables y cámaras de foto detección, entre otros (podscat: elpais, 2012). Estos sistemas se 

basan en la combinación de cámaras de video y dispositivos como radares, los cuales activan la 

captura de video cuando un vehículo pasa la velocidad límite en un tramo. 
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5 Marco teórico 

 

5.1 Ingeniería de tránsito 

La ingeniería de tránsito es una rama de la ingeniería de transporte siendo igualmente esta última 

una rama del amplio mundo de la ingeniería civil, la cual su principal objetivo es la planificación, 

diseño y operación de tráfico estando siempre en la búsqueda de soluciones a problemas de 

circulación en calles, carreteras y/o autopistas (Valencia Alaix, 2007). “Como herramienta en el 

diseño de vías, se usan modelos de predicción, que son diseñados basándose en muestras de varios 

parámetros de tráfico” (Calderón B., 2010).  

 
5.1.1 Aforo vehicular 

El aforo vehicular o también conocido como conteo vehicular, es una de las actividades mas 

realizadas en estudios viales dentro del área de la ingeniería de tránsito, esta actividad se hace con 

el fin de realizar reestructuración de una carretera (Palomeque V. 2015). La actividad de aforo 

vehicular se realiza dividiendo los vehículos en grupos según lo vea conveniente experto 

encargado, generalmente son divididos en tres grandes grupos: carros livianos, buses y camiones. 

 
5.2 Neurona artificial 

Antes de explicar el concepto de neurona artificial, es conveniente decir que su funcionamiento fue 

inspirado en el de una neurona biológica, pues una neurona del cerebro humano “está compuesta 

por tres elementos: las dendritas, que reciben las señales de entrada procedentes de otras neuronas 

a través de uniones llamadas sinapsis; el soma, que constituye el cuerpo de la neurona y el axón, el 

cual lleva la salida de la neurona a las dendritas de otras neuronas” (Palomeque V. 2015). Siguiendo 

esta misma idea en el cual una neurona está compuesta por una entrada de señal, un procesamiento 

y una salida, fue propuesta una arquitectura de neurona llamada perceptrón inventada por Frank 

Rosenblatt en 1957. 
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Figura 8. Perceptrón, arquitectura propuesta por Frank Rosenblatt 

Nota: Imagen rescatada de: Salas, R. (2004). Redes neuronales artificiales. Universidad de 

Valparaıso. Departamento de Computación, 1. 
 

Un perceptrón está compuesto de una entrada de información, una función matemática la cual 

procesa la entrada y una salida. La sección de procesamiento de la neurona consiste en una función 

en la cual se activa dependiendo de la información ingresada y da respuesta a la capa de salida solo 

si esta función es activada. 

 
 5.3 Redes neuronales y machine learning 

Hace más de diez años el término de “machine learning” o máquina de aprendizaje era algo 

desconocido para la mayoría de los profesionales del ámbito tecnológico. Pues bien, a partir de 

2006 este concepto comenzó a ser utilizado fuertemente gracias a investigaciones de grandes 

personajes como Geoffrey Hinton el cual utilizó el concepto “Deep learning” para explicar nuevas 

arquitecturas de redes neuronales las cuales son capaces de aprender mucho mejor que modelos 

planos (Michalski, et all. 2013). A partir de este concepto y el uso de redes neuronales la comunidad 

del mundo de la visión artificial comenzó a mejorar muchas de sus técnicas para el procesamiento 

de imágenes, lo cual es crucial en la clasificación y detección de objetos. 

Un ejemplo de algoritmos de machine learning son redes neuronales artificiales conectadas entre 

sí, simulando las neuronas humanas en su conectividad y capacidad para obtener resultados, se 

puede visualizar una red neuronal profunda o deep neuronal network en la siguiente imagen: 
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Figura 9. Red neuronal 

Nota: Recuperada: https://torres.ai/ante-una-nueva-tecnologia-disruptiva/ 

 

Las redes neuronales para el uso de deep learning o aprendizaje profundo tienen una capa de 

entrada, capa oculta y capa de salida. Para el caso de visión artificial la primera capa tiene un píxel 

de la imagen asociado a cada neurona, la capa oculta está compuesta por múltiples neuronas que a 

su vez componen múltiples capas ocultas y la capa de salida procesa los resultados obtenidos de 

todas las capas anteriores, el término “Deep Learning” se refiere cuando una red neuronal tiene 

múltiples capas ocultas, la unión de todas las neuronas dentro de una capa oculta permite descubrir 

patrones complejos. El uso de estas redes neuronales tiene como fin aprender un clasificador en su 

totalidad, es decir, aprender descriptores de objetos en lugar de hacerlos a mano. 

 

5.4 Redes neuronales convolucionales 

Las redes neuronales convolucionales o CNNs por sus siglas en inglés (Convolutional Neuronal 

Networks) son unas de las más usadas para la construcción de redes neuronales artificiales en el 

campo de la visión artificial para la detección y clasificación de objetos en imágenes o videos. 

Según tasneem gorach en su artículo “Deep convolutional neuronal networks- a review” estas redes 

neuronales fueron inspiradas por procesos biológicos como el funcionamiento de la corteza visual 

en gatos y monos araña. El autor indica que se encontraron células complejas que tenían un campo 

receptivo, es decir, un área de respuesta a estímulos, aproximadamente el doble de grande como el 

de una célula simple, a raíz de esto surgió la idea de utilizar invarianza traslacional para realizar 

reconocimiento visual de imágenes (Gorach, T. 2018). 

https://torres.ai/ante-una-nueva-tecnologia-disruptiva/
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Las redes neuronales convolucionales es un tipo de red con una arquitectura compuesta de 

múltiples conjuntos de capas también llamado a estos conjuntos stage o estados, las entradas y 

salidas de cada stage son un conjunto de matrices llamados mapas de características. Cada salida 

representa una nueva característica extraída de los datos de entrada, un stage de una CNN típica 

está compuesto de tres layers o capas; filtros, función de activación y una capa de agrupación de 

características o como mejor se conoce utilizando su término en inglés “feature pooling layer” 

(LeCun, Y, et al. 2010). 

Capa de filtro: El nombre de CNN a este tipo de red neuronal se debe a que a la imagen de entrada 

se le aplica una serie de convoluciones, las cuales son aplicadas en esta capa. Una convolución es 

una función matemática entre dos funciones, un ejemplo de esto para el tratamiento de imágenes 

es: 

r (x, y) = I (x, y) * K (x, y) = ∑ (x`, y`) k (x`, y`) * I (x-x`, y-y`) 

Donde K es el kernel/filtro e I es la imagen, de esta manera a una imagen se le puede aplicar una 

serie de filtros para detectar contornos, sombras o cualquier otro tipo de características en una 

imagen. Por ejemplo, un kernel para detectar contornos sería el siguiente: 

 

Figura 10. Kernel para detección de contornos 

Nota: Imagen propia. 

La figura 10 es una matriz de dimensiones 5x5, con éste kernel se puede aplicar una convolución 

a una imagen para obtener un tipo de contorno, la operación con la imagen se realiza con píxeles 

agrupados del mismo tamaño del kernel, es decir, una matriz de píxeles 5x5. Existen muchos tipos 

de filtros para extraer patrones o características en una imagen, al aplicar y combinar múltiples 

convoluciones con diferentes filtros dentro de una red neuronal se puede obtener rasgos que no son 

visibles para el ojo humano. Aplicando el anterior filtro a una imagen se puede obtener el siguiente 

resultado: 
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Figura 11. Resultado filtro detección de contornos 

Nota: Imagen propia. 

 

De esta manera se puede combinar diversos filtros para obtener múltiples patrones los cuales 

faciliten el procesamiento final para la detección o clasificación de objetos, un ejemplo claro de 

combinación de filtros es como el que se muestra en la siguiente imagen: 

 

Figura 12. Combinación de Filtros 

Nota: Recuperada: https://torres.ai/redes-neuronales-convolucionales/ 

Función de activación: También conocida como capa ReLu (Unidad de Rectificado Lineal), esta 

capa comúnmente va después de aplicar los filtros a la imagen. Consiste en un conjunto de neuronas 

que aplican una función de activación ReLu, la expresión matemática de esta función es la 

siguiente;f(x) = max (0, x) (LeCun, Y, et al. 2010). También existen otras funciones como la 

tangente hiperbólica o la sigmoidea, pero el uso ReLu es muy común para la clasificación de 

imágenes porque el entrenamiento es mucho más rápido como lo indican krizhevsky, stskever y 

hinton en su trabajo al clasificar las imágenes del dataset ImageNet en sus respectivas clases (mil 

https://torres.ai/redes-neuronales-convolucionales/
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clases de objetos como persona, automóvil, pájaro, etc.) haciendo uso de redes neuronales 

convolucionales (Granés Santamaría, C. 2017). 

Feature pooling layer: Calcula el valor promedio sobre un vecindario, es decir, el promedio de 

todos los píxeles que rodean a uno en específico, este promedio lo realiza en cada mapa de 

características (Granés Santamaría, C. 2017). Este trabajo se realiza para reducir el tamaño espacial 

de la imagen progresivamente y por lo tanto reducir el tamaño de parámetros y operaciones dentro 

de la red neuronal. Comúnmente se aplica la operación max pooling seleccionando el valor máximo 

dentro de una ventana, a continuación, se mostrará cómo aplicar un max pooling 2x2 a una imagen 

o mapa de características de entrada: 

 
Figura 13. Max pooling 1 

Nota: Recuperada: http://cs231n.github.io/convolutional-networks/#pool 

La operación realizada fue agrupar la entrada en matrices 2x2, luego en cada matriz seleccionar el 

número mayor y de esta manera se obtiene un mapa de características más pequeño y con menos 

parámetros que procesar como se muestra en la siguiente imagen: 

 
Figura 14. Max pooling 2 

Nota: Recuperada: http://cs231n.github.io/convolutional-networks/#pool 

Al final se puede visualizar una arquitectura de red neuronal convolucional común con dos 

extractores de características como se muestra en la siguiente imagen: 

http://cs231n.github.io/convolutional-networks/#pool
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Figura 15. Arquitectura Red Neuronal Convolucional 

Nota: Imagen recuperada de: Granés Santamaria, C. (2017). Compression of convolutional 

neural networks using Tucker 

Decomposition (Master's thesis, Universitat Politècnica de Catalunya). 
 

 
5.5 Datasets 

Una de las tareas importantes dentro de un proyecto de ‘aprendizaje automático’ utilizando redes 

neuronales artificiales es la obtención de un dataset robusto. ¿Pero que es un dataset? Un dataset 

es un banco de información con un gran número de datos. Para el caso de machine learning en el 

campo de visión artificial existen datasets robustos los cuales contienen datos para el entrenamiento 

de las redes neuronales y datos para la evaluación del modelo final. 

Entre los datasets más conocidos para el procesamiento digital de imágenes se encuentran:  

 COCO dataset: Es uno de los bancos de imágenes más robustos y conocidos, pues sus datos 

permiten se pueden utilizar en proyectos para implementar segmentación, clasificación y 

detección. Cuenta con alrededor de un millón quinientos mil instancias a objetos dentro de 

imágenes de 80 categorías. Url del dataset: http://cocodataset.org/#home 

 CIFAR-10: Perteneciente a la universidad de Toronto, colocando a disposición gratuita más 

de seis mil imágenes divididas en 10 clases diferentes. Este dataset permite realizar 

proyectos de clasificación de objetos pero no de detección, ya que no cuenta con instancias 

a objetos que se encuentran dentro de las imágenes. Url del dataset: 

https://www.cs.toronto.edu/~kriz/cifar.html 

 ImageNet: Contiene más de 14 millones de imágenes contenidas en más de 80 clases, 

también permite relacionar imágenes con frases o palabras, muchas de ellas sinónimos. Este 

tipo de dataset permite realizar clasificación de objetos gracias a su gran contenido de 

diferentes objetos. Url del sitio: http://www.image-net.org/ 
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 PASCAL dataset: Pascal es un dataset contenido en diferentes versiones de ‘paquetes’ cada 

uno de los años 2005, 2006, 2007, 2008, 2009, 2010, 2011, 2012. Cada uno contiene 

mejoras respecto a su antecesor, a último de ellos contiene 11,530 imágenes con más de 

27,450 instancias a objetos pertenecientes a 20 clases diferentes. Este tipo de banco de 

imágenes permite realizar clasificación, segmentación y detección de objetos. Url del 

dataset: http://host.robots.ox.ac.uk/pascal/VOC/   

 
 5.6 Tecnologías 

Antes del desarrollo técnico del presente proyecto se investigó una serie de tecnologías para 

conocer sus ventajas y desventajas frente a lo que se quiere lograr para el éxito de los objetivos. 

 
5.6.1 Lenguajes 

 
Figura 16. Tabla comparativa de lenguajes del lado del servidor 

Nota: Imagen propia. 

 



DESARROLLO DE SISTEMA DE ANÁLISIS DE FLUJO VEHICULAR...  35 

 

 

35 

 

5.6.2 Librerías de visión artificial 

 
Figura 17. Tabla comparativa de librerías de visión artificial con mayor auge durante el año 

2018 

Nota: Imagen propia. 

6 Técnicas y fuentes de recolección de la información 

Los datos son necesarios para el análisis y comprensión de los hechos, estos datos se recolectaron 

a través de fuentes primarias y secundarias, es decir, los datos del flujo vehicular se obtuvieron 

directamente mediante la grabación de videos en la entrada de la ciudad vía Cali – Jamundí, 

específicamente en el kilómetro 25 y datos como variables de flujo vehicular se extrajeron mediante 

artículos y tesis realizadas por otros autores. 

Los métodos utilizados para la recolección de la información son experimentales, ya que mediante 

la experimentación se puede manipular las variables de estudio sacando conclusiones del 

comportamiento de las mismas, por otro lado también se hará uso de observación directa para 

estudiar las variables en un contexto no controlado. 
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7 Tipo de investigación 

En el presente proyecto se realizó una investigación aplicada que permitió encontrar una solución 

y lograr los objetivos propuestos al inicio de este documento. Este tipo de investigación toma como 

base conocimientos plasmados en documentos que se referencian al final de este trabajo, los cuales 

son trabajos llevados a cabo en relación con el presente proyecto. De la misma manera se decide 

que sea una investigación experimental, ya que, se debe ir al trabajo de campo para verificar el 

correcto comportamiento de la herramienta en un ambiente no controlado. 

 

8 Metodologías de desarrollo de software 

 

8.1 Metodologías tradicionales 

El proceso de desarrollo de software ha sido cambiante desde los inicios en la industria de la 

informática siempre con el fin de realizar adecuadamente el trabajo, tener mejor control y 

planificación total y detallado de proyectos tecnológicos. Las metodologías tradicionales o también 

llamadas “predictivas” tienen como objetivo tener un mejor control sobre el proceso especificando 

detalladamente los roles, artefactos, actividades y objetivos a cumplir siempre documentando 

rigurosamente todo el proceso del proyecto. 

8.1.1 Metodología RUP (Rational Unified Process). 

RUP más que una metodología es un proceso de desarrollo de software creado por Rational 

Software y adquirida por IBM conocida actualmente también como IRUP. RUP es un proceso 

formal: provee un acercamiento disciplinado para asignar tareas y responsabilidades dentro de una 

organización de desarrollo (Figueroa, R. G., Solís, C. J., & Cabrera, A. A. 2008). La utilización de 

esta metodología permite obtener productos de alta calidad, utilizando como lenguaje de notación 

UML. 

Las fases del ciclo de un proyecto RUP son las siguientes: 

 Concepción  

 Elaboración 

 Construcción 

 Transición 
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8.1.2 Microsoft solution framework (MSF). 

MSF es un conjunto de prácticas para la administración de proyectos, el cual hace uso de una serie 

de modelos que se adaptan a proyectos tecnológicos, las fases de un proyecto aplicado con MSF 

son: 

 Visión y alcances 

 Planificación 

 Desarrollo 

 Estabilización 

 Implantación 

 
Figura 18. Fases de un proyecto con MSF 

Nota: Imagen recuperada de: Figueroa, R. G., Solís, C. J., & Cabrera, A. A. (2008). 

Metodologías tradicionales vs. metodologías ágiles. Universidad Técnica Particular de Loja, 

Escuela de Ciencias de la Computación. 

 
 
 

8.1.3. Modelo desarrollado en cascada. 

El modelo en cascada fue propuesto por Winston Royce en 1970, las etapas del ciclo de vida de un 

proyecto era riguroso “el inicio de cada etapa debía esperar a que la anterior finalice porque de lo 

contrario no era posible continuar” (Erazo Albornoz Mario, 2014). 

Uno de los problemas de este modelo en cascada era no incluir al cliente durante el desarrollo del 

proyecto, únicamente al inicio del mismo y al final durante la entrega del producto. Esto en la 

mayoría de los casos conllevaba a tener clientes insatisfechos ya que no se cubrían totalmente los 

requerimientos del cliente. 
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Figura 19. Modelo en cascada 

Nota: Imagen rescatada de: Erazo Albornoz Mario A. (2014).  Proyecto de grado. Sistema de 

información para la sistematización de los procesos de selección, capacitación y evaluación del 

personal, realizados en el departamento de gestión humana de la empresa artemisa S.A.

 Basado en la norma ISO 9001:2008.Universidad cooperativa de Colombia 

 
 
8.2 Metodologías ágiles 

Actualmente existe un gran auge por el uso de metodologías ágiles ya que son muy flexibles a la 

hora de realizar cambios durante el proceso de desarrollo de software, además pueden ser 

modificadas para que se ajusten a la realidad de cada proyecto y presupuesto del cliente. 

“Los proyectos ágiles se subdividen en proyectos más pequeños mediante una 

lista ordenada de características. Cada proyecto es tratado de manera 

independiente y desarrolla un subconjunto de características durante un 

periodo de tiempo corto, entre dos y seis semanas” (Cadavid, A. et all, 2013). 
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El movimiento de las metodologías ágiles inicia en 1997 cuando kent beck dio origen a la 

metodología XP y anexaran a otras metodologías surgidas en esa época antes del nacimiento de 

XP. 

8.2.1 Manifiesto ágil 

El manifiesto por el desarrollo ágil de software se crea en 2001 tras gestar un documento plasmando 

los acuerdos básicos para el desarrollo de software ágil. Estos acuerdos son cuatro principios; 

“individuos e interacciones, por encima del proceso y herramientas; software funcionando, por 

encima de documentación extensiva; colaboración con el cliente, por encima de negociación 

contractual; y respuesta ante el cambio, por encima de seguir un plan” (Cadavid, A. et all, 2013). 

Este acuerdo surgió luego de la reunión de diecisiete personas, cada una de ellas representantes de 

una metodología diferente, entre ellas; XP, Scrum, Crystal, entre otras. Todas estas personas 

llegaron a la conclusión de que las metodologías tradicionales eran muy rigurosas y no pensaban 

en el cliente durante el proceso de desarrollo de software, esto conlleva a la creación de “the agile 

alliance” en la cual tienen como objetivo apoyar las buenas prácticas del proceso de desarrollo de 

software ágil, con la finalidad de que la industria de software sea más productiva y amigable con 

el cliente. 

8.2.2 Extreme Programing (XP) 

Este proceso ágil fue propuesto por Kent Beck, esta metodología permite trabajar proyectos con 

equipos compuestos entre dos y diez desarrolladores permitiendo ser flexible a nuevos cambios por 

parte del cliente y adaptarse rápidamente a ellos, incluso las personas que trabajan con XP 

manifiestan que los cambios de requerimientos durante el proceso de desarrollo son naturales e 

inevitables en el comportamiento del cliente. XP tiene como base cinco valores: simplicidad, 

comunicación, retroalimentación, respeto y coraje (Cadavid, A. et all, 2013). 
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Figura 20. Proceso de desarrollo con XP 

Nota: Imagen rescatada de: http://www.extremeprogramming.org/map/project.html 

 
XP se compone de una serie de prácticas, estas son: 

 Planning game: En esta practica se mantiene una comunicación entre el cliente y el equipo 

de trabajo definiendo los requerimientos, necesidades y alcance del proyecto e igualmente 

acordando una fecha para la entrega del producto funcional. En esta práctica se 

implementan casos de uso para la recolección de requerimientos precisando la prioridad de 

cada uno de ellos. Una vez se obtienen los casos de uso, el equipo de desarrollo estima el 

tiempo dedicado y las iteraciones a realizar, cada iteración es una entrega funcional según 

las prioridades acordadas con el cliente. 

 Entregas pequeñas: Aquí se realizan pequeños ciclos que no deben demorar mas de tres 

meses, en cada ciclo se hace entrega de una parte funcional del software y que le genere 

valor a lo que está esperando el cliente. En cada entrega se realizan retroalimentaciones 

para ir en constante mejoramiento durante los próximos ciclos, al final se determina que el 

producto está terminado según lo arrojado en las pruebas de aceptación. 

 Programación en parejas: El desarrollo del código fuente debe ser realizado por dos 

programadores intercambiando constantemente las actividades asignadas, esto conlleva a 

que el conocimiento se comparta y exista menor tasa de error. 
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 Pruebas: Las pruebas son la guía durante todo el proceso de desarrollo, ya que primero se 

realizan las pruebas unitarias y en base a esto se codifica todo el software, este método 

también es conocido como desarrollo orientado a pruebas. 

 Refactoring:  Consiste en reestructurar constantemente el código con la finalidad de 

eliminar duplicación de código. Para garantizar la no afectación, después de cada cambio 

se corre una prueba unitaria (Cadavid, A. et all, 2013). 

 Integración continua: Cada bloque de código desarrollado se integra al software, esto se 

puede realizar varias veces al día. 

 Propiedad común del código: Esto significa que cualquier desarrollador que esté 

participando en un ciclo del proyecto puede realizar modificaciones de cualquier parte del 

código fuente en cualquier momento. 

 Paso sostenible: Indica el ritmo de trabajo del equipo para terminar en el tiempo establecido 

en cada iteración, ya que no se debe trabajar horas extras durante el proyecto. 

 Cliente in-situ (cliente en sitio): El cliente tiene que estar presente y disponible todo el 

tiempo para el equipo de trabajo, éste es uno de los principales factores de éxito de XP 

(Canós, J. H., & Letelier, M. C. P. P. 2012).   

 Metáfora: Se debe tener una historia compartida sobre cual debería ser el funcionamiento 

del sistema, esto conlleva a tener un lenguaje en común entre el cliente y los desarrolladores 

para tener una misma visión del sistema. 

 Estándares de programación: Aquí se establece como se debe escribir el código del software 

para mantener un estándar de programación ya que XP enfatiza que la comunicación entre 

los desarrolladores debe ser a través del código (Canós, J. H., & Letelier, M. C. P. P. 2012). 

 
8.2.3 SCRUM 

Scrum es conocido no solo como una metodología sino también como un framework de trabajo ya 

que ofrece diversos artefactos los cuales no es necesario aplicarlos en su totalidad, pues se pueden 

acomodar a las necesidades de cada proyecto y tomar lo que mejor se ajuste para entregar un 

producto con buenos estándares de calidad y menor tiempo al cliente. 
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“Scrum aparece como una práctica destinada a los productos tecnológicos y 

será en 1993 cuando realmente Jeff Sutherland aplique un modelo de 

desarrollo de software en Ease/Corporation” (Gallego, M. T. 2012). 

Scrum se incluyó en el “Agile Alliance” en 1996 cuando Jeff Sutherlan y Ken Schwaber lo 

presentaron formalmente como una metodología ágil para el desarrollo de software. Scrum utiliza 

un enfoque incremental pues tiene como fundamento la teoría del control empírico de procesos 

(Cadavid, A. et all, 2013). 

Los integrantes de un equipo Scrum deben ser auto-gestionados y multifuncionales, ya que no debe 

de existir alguien especializado que realice una tarea en específico sino por el contrario, el producto 

debe ser desarrollado entre todo el equipo, cada programador debe estar en la capacidad de diseñar 

e implementar pruebas unitarias, integración continua, codificación del software, entre otras tareas. 

Por esta razón un equipo scrum es comparado con la colaboración que hace un equipo de rugby. 

Un equipo scrum está definido por tres roles: 

 Product owner: Es el dueño del producto, es decir, es la persona quien realmente conoce el 

negocio del cliente y el responsable en maximizar el valor del producto. 

 Scrum master: Es la persona encargada de supervisar el equipo de trabajo para que se esté 

llevando de manera correcta la metodología, colabora con el equipo de desarrollo y 

minimiza los inconvenientes presentados durante el proyecto. 

 Scrum team: Es el equipo de desarrollo conformado entre 5 a 9 personas, una de sus 

actividades aparte del desarrollo es el de estimar el esfuerzo en cada una de las actividades 

del backlog. 

Una de las características por las que es famoso scrum es por sus sprint, cada sprint es un ciclo del 

producto y es manejado como si fuera un proyecto independiente para entregar un producto 

funcional e incremental en cada uno de los sprint al cliente. De igual manera se realizan scrum 

daily los cuales son reuniones al inicio de cada día entre 10 a 15 minutos, en estas reuniones se 

habla sobre lo que se ha realizado, los obstáculos presentados y lo que se hará durante el día. 
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Figura 21. Proceso llevado a cabo durante un sprint 

Nota: Imagen rescatada de: Cadavid, A. N., Martínez, J. D. F., & Vélez, J. M. (2013). Revisión 

de metodologías ágiles para el desarrollo de software. Prospectiva, 11(2), 30-39. 

 
Scrum también ofrece una gran variedad de artefactos, esto permite brindar una gran transparencia 

al equipo y al cliente. Los artefactos son; producto backlog, sprint backlog, producto backlog 

increment e historias de usuario. 

 

Para el presente proyecto se siguió el marco de trabajo que facilita y optimiza los compromisos 

durante todas las etapas del proyecto. Sin duda alguna, “la investigación en el ámbito de las ciencias 

informáticas es, en muchas ocasiones, inseparables del desarrollo, constituyendo cada proyecto en 

un proyecto I+D (investigación y desarrollo)” (Straccia, pytel y Florencia, 2016). 

Scrum es conocido por muchos en el ámbito del desarrollo de software, pues es una metodología 

que se adapta fácilmente a cualquier proyecto, es rápido, flexible, eficaz y para este caso ofrece 

simplicidad en la investigación y el proceso de desarrollo de software. 

Scrum no obliga al uso de todas sus herramientas y roles para la aplicación del mismo, sino que 

ofrece una serie de artefactos los cuales pueden ser utilizados dependiendo la necesidad del 

proyecto, para el presente caso no será necesario hacer uso de los roles, pues la investigación y 

desarrollo del proyecto estará dada por una sola persona, pero será necesario la utilización de 

algunos artefactos para planear, dirigir y realizar seguimientos. 
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9 Definición de la arquitectura de red neuronal artificial a utilizar. 

Teniendo en cuenta los diferentes detectores y arquitecturas de red neuronal artificial mencionadas 

al inicio de este documento, se decide optar por la implementación de una arquitectura Darknet53 

de esta manera implementando un sistema de detector YOLO (You Only Look Once) ya que, en 

comparación con las otras arquitecturas, ésta consume menos recursos con una alta precisión en 

sus predicciones de detección. Este tipo de detector permite analizar videos en tiempo real con una 

alta velocidad de hasta 45 frames por segundo. 

La arquitectura Darknet53 contiene 53 capas convolucionales lo que permite el descubrimiento de 

muchos patrones en cada imagen y de esta manera permitir a la máquina analizar las diferencias 

entre un objeto y otro disminuyendo las falsas detecciones, además la capa de entrada de la red 

neuronal es invariante al tamaño de la imagen.  

 
10 Definición del lenguaje de programación. 

Teniendo en cuenta la tabla comparativa (figura 16) se decide realizar el proyecto con el lenguaje 

de programación Python versión 3.6. Actualmente este lenguaje de programación es altamente 

utilizado durante proyectos de Big Data, machine learning o en general ciencia de datos, esto 

debido a su alta velocidad de procesamiento y ejecución de algoritmos complejos. Su alta velocidad 

se debe a que es un tipo de lenguaje no compilado, obteniendo al final programas muy livianos y 

robustos. Además, las librerías de visión artificial desarrolladas por grandes empresas como Google 

o Facebook son enfocadas a Python, un ejemplo de ello es TensorFlow, Caffe2 y Pytorch. 

 
11 Definición de librería para la creación e implementación de neuronas artificiales. 

Para el presente proyecto se decide trabajar con la librería Pytorch desarrollada por facebook, la 

razón se debe a que permite implementar y crear modelos de redes neuronales en poco tiempo 

gracias a su sintaxis ya que ofrece trabajar a un alto nivel para el uso de sus paquetes, lo contrario 

de TensorFlow el cual el manejo es a un más bajo nivel manipulando directamente los tensores de 

cada operación matemática que realiza durante el procesamiento de datos. Una de las ventajas más 

importantes que posee Pytorch frente a TensorFlow es el hecho de que Pytorch trabaja con grafos 

dinámicos a diferencia de TensorFlow que trabaja con grafos estáticos. Esto quiere decir que en 

tiempo de ejecución se puede modificar las funciones y el cálculo de los gradientes, lo cual facilita 

la implementación de modelos de redes neuronales. En su contraparte TensorFlow, primero se debe 
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definir el grafo de computación y después utilizar la sesión para calcular los resultados de los 

tensores, esto dificulta la depuración del código y hace más tediosa su implementación. Otra gran 

ventaja es que Pytorch permite la implementación de CUDA haciendo que su ejecución pueda 

realizarse con GPU. 

 

12 Requerimientos funcionales 

 

Nombre R1 – Seleccionar archivo de video 

Resumen 
Permite al usuario buscar y seleccionar un archivo de video ubicado dentro de su 

computador. 

Entradas 

Ubicación del archivo de video 

Salidas 

Archivo de video capturado satisfactoriamente 

 

Nombre R2 – Visualizar vehículos detectados 

Resumen 
Resalta visualmente al usuario por medio de un recuadro dentro del video delimitando 

los vehículos que se encuentran en el mismo. 

Entradas 

Salidas 

Vehículo detectado 

 

Nombre R3 – Realizar seguimiento de vehículos 

Resumen 
Permite al usuario visualmente monitorear/seguir cada vehículo por medio de colores 

asignados a cada uno antes de ser contado en R4.   

Entradas 

Salidas 

Recuadro delimitado por color 

 

Nombre R4 – Contar vehículos 

Resumen 
Muestra al usuario un conteo de todos los vehículos pasados por un tramo de la 

carretera. 

Entradas 

Salidas 

Total carros contados 

 

 

 

 

Nombre R5 – Clasificación de vehículos 
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Resumen 
Permite al usuario visualizar los vehículos detectados en R2 y contados en tres grupos 

(carros, buses y camiones) 

Entradas 

Salidas 

Tipo de carro detectado 

Tipo de carro contado (carros, buses y camiones) 

 

Nombre R6 – Velocidad promedio 

Resumen 
Muestra al usuario la velocidad promedio expresada en frames por segundo para que 

sea invariante al tipo de cámara que captura el video. 

Entradas 

Salidas 

Frames promedio 

 
 

13 Proceso de detección y conteo de vehículos 

Antes de definir la arquitectura de software a utilizar, se realiza abstracción y se concluye 

implementar un área de seguimiento y frontera de conteo dentro del video con el fin de llevar 

control en memoria de hardware los vehículos antes de ser contados, a continuación, se realiza un 

diagrama de flujo mostrando el proceso general para la detección y conteo de cada vehículo: 
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Figura 22. Diagrama de flujo, detección y conteo de vehículos 

Nota: Imagen propia. 
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Como se muestra en el anterior diagrama de flujo, el software debe capturar cada frame del video, 

posteriormente asignar automáticamente un área de seguimiento de objetos y trazar una frontera 

de conteo. Este frame es enviado a la red neuronal para que sea procesado como una imagen 

obteniendo una respuesta en la capa de salida, si la respuesta está por encima del umbral de la 

función de activación implementada en la red neuronal entonces efectivamente es un vehículo 

detectado lo cual conlleva a dibujar un recuadro alrededor del objeto y calcular su centro para 

verificar si el objeto está dentro del área de seguimiento trazado inicialmente, si está dentro del 

área y no existe objetos detectados anteriormente éste se almacena en memoria, de lo contrario 

verifica que las coordenadas del centro del objeto esté cerca del centro de algún objeto almacenado 

anteriormente para actualizar sus coordenadas, si las coordenadas actuales se encuentran en la 

posición ‘Y’ mayor a las anteriores entonces se cuenta el objeto y se libera de memoria. Este mismo 

proceso se repite hasta que ya no exista más fotogramas por procesar, es decir, hasta que el video 

haya finalizado. 

 
14 Arquitectura de red neuronal Darknet53 

Como se indicó anteriormente la arquitectura de red neuronal a utilizar es Darknet53 propuesta por 

Jhoseph Redmon y Ali Farhsdi para implementar en un sistema YOLO, la estructura de toda la red 

neuronal se encuentra liberada en un archivo de formato ‘.cfg’ en la página oficial: 

https://pjreddie.com/darknet/. 

La lectura del contenido del archivo debe ser por líneas, cada línea es un componente de la 

arquitectura de red. Estos componentes inician desde la capa de entrada, capas convolucionales, 

capas de omisión las cuales son las encargadas de conectar unas capas con otras y finalmente la 

capa de predicción siendo la encargada de realizar las detecciones a objetos. 

La correcta interpretación de la arquitectura de red neuronal y lectura del archivo ‘.cfg’ es de suma 

importancia para que sea posible una excelente implementación en cualquier lenguaje de 

programación que soporte o facilite la creación de neuronas artificiales, ya sea en Python, java, 

ruby o cualquier otro. 
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15 Arquitectura del software 

El diseño arquitectural de software se basó en el modelo 4+1 vistas propuesto por Philippe 

Kruchten, utilizando el patrón arquitectónico MVC.  

  
15.1 Vista lógica - Diagrama de clases 

 

 
Figura 23. Diagrama de clases 

Nota: Imagen propia. 

 
Como se muestra en la figura 23, se utilizó el patrón MVC para la construcción e implementación 

de la arquitectura Darknet53 en Python utilizando como apoyo la librería pytorch para la creación 

de neuronas. El paquete modelo contiene todo el diseño de la arquitectura de red neuronal con 

algunos más objetos que apoyan el proceso de detección y seguimiento a objetos. Como primera 

instancia para la comunicación de con la red neuronal se encuentra la clase ‘DeepNetwork’ quien 
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es la encargada de procesar el archivo que contiene la estructura de la red e implementarla haciendo 

uso de objetos y procesos en memoria, para esto hace uso de un método llamado ‘cargarPesos’, 

éste es el encargado de obtener y distribuir los pesos a cada neurona en todas las capas de la red, 

estos pesos marcan el umbral de activación de la salida en todas las neuronas, la creación de estos 

pesos se obtienen terminando el proceso de entrenamiento, el cual se explicará más adelante. Desde 

esta misma clase se instancian los objetos ‘capaDetección’ y ‘capaOmision’ para la conexión entre 

cada capa, al crear los módulos de la red neuronal se crean las capas de detección las cuales reciben 

tensores matemáticos que contienen toda la información de cada frame procesado. La red neuronal 

se compone de capas convolucionales encargadas de realizar operaciones matemáticas a la imagen, 

capas de detección cuyo objetivo es verificar si las respuestas de las neuronas o función de 

activación corresponde al objeto que se desea detectar, capas de omisión las cuales conectan la 

salida de un módulo de neuronas a la entrada de otro. 

La clase Darknet es la encargada de procesar todos los datos de entrada a través de CUDA teniendo 

en cuenta que la máquina en la que se encuentra ejecutando el proceso lo tiene instalado e 

igualmente tiene hardware para procesarlo, como por ejemplo tarjetas de video de tipo NVIDIA. 

Esta clase instancia un objeto llamado transformación, quien es el encargado de transformar la 

imagen en tamaño y posteriormente pasarla a tensores. Este proceso se realiza para mantener un 

mismo tamaño de entrada de imágenes a la red neuronal. La clase carro se instanciará cada vez que 

un vehículo sea detectado en el video, esta clase tiene atributos como el id, tipo de carro detectado, 

posición actual en ‘X’ y ‘Y’ y una matriz que almacena el historial de las posiciones que ha tenido 

ese objeto.  

Por otro lado, el paquete controlador contiene dos objetos llamados ‘video_controller’ y 

‘carroController’ encargados en la comunicación entre la vista, la red neuronal y los objetos 

‘Carro’. La clase vista del paquete ‘vista’ es la encargada de mostrar los resultados arrojados por 

la red neuronal durante el procesamiento del video. 

En la clase vista se realiza el trazado de ‘frontera’ de conteo y ‘área de seguimiento’ para los 

vehículos detectados en el video. El ‘área de seguimiento’ consiste en una permanente 

actualización de posición tanto en ‘X’ como en ‘Y’ de cada vehículo detectado con el fin de llevar 

control de los objetos durante cada frame e identificarlos para posteriormente realizar el conteo una 

vez pasen por la frontera trazada. Con el seguimiento de los objetos se evita hacer conteos múltiples 

de un mismo objeto, ya que cada frame del video se procesa como una imagen independiente. 
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15.2 Vista de procesos – Diagrama de procesos 

 
Figura 24. Diagrama de procesos para visualizar el video en análisis 

Nota: Imagen propia. 

 
El anterior diagrama de procesos muestra cómo el usuario puede visualizar un archivo de video 

para llevarlo posteriormente al proceso de análisis vehicular. Inicialmente el usuario entra en el 

proceso de análisis vehicular, el sistema verifica que esté disponible un archivo de video, si es 

afirmativo se crea la frontera de conteo y área de seguimiento para posteriormente visualizarlo en 

pantalla. 

 

 
Figura 25. Diagrama de flujo 

Nota: Imagen propia. 
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El anterior diagrama es muy similar a la figura 24 con la excepción en que éste muestra el proceso 

para que el usuario pueda realizar y visualizar un aforo vehicular utilizando el software 

desarrollado. El diagrama muestra como primer proceso realizar el análisis del flujo vehicular 

frame por frame, para esto el sistema verifica si existe una entrada de archivo de video disponible, 

en caso de ser positivo entonces el usuario se sitúa en el proceso de visualización de los datos de 

aforo y flujo vehicular para posteriormente finalizar el proceso de análisis vehicular. 

 
15.3 Vista de despliegue – Diagrama de paquetes y componentes 

 

 
Figura 26. Vista de despliegue. Diagrama de paquetes y componentes 

Nota: Imagen propia. 

 
En este diagrama se muestra los componentes del sistema, sus respectivos paquetes y la 

comunicación entre ellos. El paquete ‘vista’ contiene un template para la interacción con el usuario 

a través de una GUI el cual hace uso del componente Tkinter que está compuesto por una serie de 

características del componente TCL/TK, estos dos últimos componentes permiten la 

implementación de elementos para la interfaz de usuario en el lenguaje Python como botones, 

labels (etiquetas), incrustar imágenes, videos, diálogos, entre muchas cosas más. 

De igual forma se puede visualizar que el componente TCL/TK hace uso del controller contenido 

en el paquete ‘controlador’, este controller a su vez hace uso de OpenCV el cual es un componente 
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que se integra muy bien con Python para el procesamiento digital de imágenes. Por último, el 

componente controller interactúa con el componente modelos el cual está ubicado en el paquete 

‘modelo’ accediendo a todas sus características y objetos.  

 
15.4 Vista física 

 

 
Figura 27. Vista física 

Nota: Imagen propia. 

 
El sistema funciona en una máquina con sistema operativo Linux o Windows 10, los 

requerimientos mínimos de la máquina son: tarjeta gráfica NVIDIA, CUDA, memoria RAM de 

4GB en adelante y DD 500GB. 

 

15.5 Historias de usuario 

 

Historia de usuario 

Id HU-01 Rol Yo, como [Usuario] 

Característica / funcionalidad 

Puedo [Seleccionar un archivo de video] 

Razón / Resultado 

Con la finalidad de [Analizar el tráfico vehicular] 

Criterio de aceptación 

1. La pantalla deberá contar con un botón para seleccionar un archivo de 

video, este video deberá estar ubicado en el centro de una ventana de dialogo. 

Al presionar el botón se realizará la siguiente acción: 

1.1. Abrir una ventana de dialogo para seleccionar un archivo de video, esta 

ventana deberá contar con dos botones, uno para cancelar la acción y otro 

para reproducir y analizar el video seleccionado  

Ver 

detalle Figura 28 y 29 
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Figura 28. Mockup, abrir un archivo de video 

Nota: Imagen propia. 

 
Figura 29. Mockup, seleccionar un archivo de video 

Nota: Imagen propia. 
 

Historia de usuario 

Id HU-02 Rol Yo, como [Usuario] 

Característica / funcionalidad 

Puedo [Visualizar en pantalla los datos que envía la cámara de video] 

Razón / Resultado 

Con la finalidad de [Confirmar la correcta configuración y funcionamiento 

del dispositivo de video con el software] 

Criterio de aceptación 

1. La pantalla deberá contar con un cuadro en el cual se podrá visualizar el 

video transmitido por la cámara. 

2.  La pantalla deberá contar con una etiqueta para mostrar la cantidad de 

automóviles detectados en HU-004. 
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3.  La pantalla deberá contar con una etiqueta para mostrar la cantidad de 

buses detectados en HU-004. 

4. La pantalla deberá contar con una etiqueta para mostrar la cantidad de 

camiones detectados en HU-004. 

5. La pantalla deberá contar con una etiqueta para mostrar la cantidad total 

de carros detectados en HU-004. 

6. La pantalla deberá contar con una etiqueta para mostrar la cantidad de 

frames promedio de HU-005 

Ver 

detalle Figura 30  

 
 

 
Figura 30. Mockup, visualizar análisis de flujo vehicular 

Nota: Imagen propia. 

 

Historia de usuario 

Id HU-03 Rol Yo, como [Usuario] 

Característica / funcionalidad 

Puedo [Visualizar los vehículos detectados por el sistema] 

Razón / Resultado 
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Con la finalidad de [Verificar el correcto funcionamiento de la detección 

vehicular] 

Criterio de aceptación 

1. Para cada detección vehicular el sistema deberá pintar un recuadro 

alrededor del vehículo 

2. El proceso de detección vehicular se visualizará dentro del elemento de 

video de la historia de usuario HU-002, específicamente el criterio de 

aceptación 1. 

Ver 

detalle Figura 30  

 

Historia de usuario 

Id HU-04 Rol Yo, como [Usuario] 

Característica / funcionalidad 

Necesito [Visualizar el número de vehiculos detectados] 

Razón / Resultado 

Con la finalidad de [Obtener de forma rápida el conteo vehicular] 

Criterio de aceptación 

1. El sistema deberá clasificar el conteo vehicular de la siguiente manera: 
1.1. Automóviles: autos, camperos y camionetas 

1.2. Buses: Buses y busetas 

1.3. Camiones: de dos ejes en adelante 

2. Los datos deberán visualizarse en etiquetas diferentes, estas etiquetas 

están descritas en HU-002 

Ver 

detalle  Figura 30 

 

Historia de usuario 

Id HU-05 Rol Yo, como [Usuario] 

Característica / funcionalidad 

Necesito [Visualizar el número de frames promedio] 

Razón / Resultado 

Con la finalidad de [Obtener la velocidad sin importar el tipo de cámara 

que recolecte la información] 

Criterio de aceptación 

1. El sistema deberá detectar el número de frames por carros detectados y 

obtener el promedio para posteriormente mostrarla en una etiqueta de la 

pantalla de HU-002 
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Ver 

detalle  Figura 30 

 
 
 
 
 
15.6 Atributos de calidad  

Ya que la gran cantidad del trabajo se enfocó en la obtención del dataset de imágenes, 

implementación y entrenamiento de la red neuronal, los atributos de calidad incluidos en el 

software fueron tres y son los siguientes: 

 Usabilidad: Capacidad para ser usado. Para garantizar la implementación de éste atributo 

se complementó con el patrón de calidad wizard, en el cual el usuario no necesita ser un 

experto para utilizar el sistema. El sistema guía al usuario en cada paso que realice dentro 

del mismo. 

 Mantenibilidad: Modularidad. La arquitectura desarrollada con el patrón MVC permitió 

separar la parte lógica de la vista, de esta manera se facilita el entendimiento y la 

escalabilidad del mismo. 

 Portabilidad: El sistema permite ejecutarlo en cualquier sistema operativo, la facilidad de 

transportar y ejecutar el software se debe a que su lenguaje no es compilado sino 

interpretado, es decir; es scripting. 

 
 

16 Obtención de dataset de imágenes vehiculares 

Una de las tareas importantes para el entrenamiento de cualquier red neuronal es la recolección de 

un gran volumen de datos, para este caso imágenes de vehículos con distintas categorías como 

carros livianos, camionetas y buses. El tamaño del banco de imágenes es de suma importancia para 

obtener un detector con una alta precisión en sus resultados, por esta razón se consultó datasets 

mencionados anteriormente como ImageNet, CIFAR-10, COCO y conjunto de datos pascal (Lin, 

T. Maire, et all. 2014). Teniendo en cuenta que se realizó un sistema de detección y no de 

clasificación, fue necesario obtener un dataset el cual tuviera las coordenadas de los objetos que se 

desean detectar pertenecientes a las clases dentro del conjunto vehículos, por esta razón se utilizó 

COCO dataset, además el formato de coordenadas se acomoda a los requerimientos de la 
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arquitectura Darknet 53 para realizar exitosamente su entrenamiento. Antes de describir el formato 

de coordenadas en ficheros de texto plano para el entrenamiento de la red neuronal se debe destacar 

que es necesario generar un archivo el cual contenga un listado con nombres de las clases de los 

objetos a detectar, por ejemplo: 

 Personas 

 Moto 

 Carro 

 Perro 

 Bus 

 

En el caso de COCO dataset; tiene un archivo con ochenta categorías de objetos contenidos en 

alrededor de trescientos treinta mil imágenes. Una vez aclarado la existencia de este archivo se 

puede entender y describir con mayor facilidad la estructura que deben tener los datos para 

almacenar las coordenadas de los objetos en todas las imágenes. Para el presente caso en el cual se 

hizo uso de la arquitectura de red neuronal darknet 53 la estructura que deben tener los datos para 

guardar las coordenadas de los objetos en cada imagen se describe a continuación: 

 
Figura 31. Etiqueta de objeto en una imagen para almacenar sus coordenadas 

Nota: Imagen propia. 
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Cada imagen del dataset debe estar acompañada de un archivo de texto plano con extensión ‘txt’ 

con el mismo nombre de la imagen el cual contenga las coordenadas que se muestran en la figura 

31, estos datos deben estar en el siguiente orden: 

 Id del objeto, es decir, la posición de la clase a la que pertenece el objeto en la lista que se 

describió anteriormente y que contiene los nombres de clases (personas, moto, carro, perro, 

bus) este id va a partir de la posición cero en adelante, es decir; el primer nombre de clase 

en la lista tiene id cero y en este orden de lista irá incremental. 

 El valor ‘X’ del punto central del recuadro mostrado en la figura 29. 

 El valor ‘Y’ del punto central del recuadro mostrado en la figura 29. 

 El valor ‘w’, es decir, el ancho del recuadro mostrado en la figura 29, este valor va de cero 

hasta uno. 

 El valor ‘h’, es decir, el alto del recuadro mostrado en la figura 29, este valor va de cero 

hasta uno. 

Con la información anterior, una fila en un fichero que almacene las coordenadas de un objeto debe 

tener la siguiente forma: 

id  x  y  w  h 

Al reemplazarlo por ejemplo para las coordenadas de una persona en una imagen según el listado 

de clases anterior y con valores aleatorios en x, y, w, h (la manera correcta debe ser separados por 

espacio y no por tabulador) sería de la siguiente manera: 

 
 
Un solo archivo puede contener ‘n’ coordenadas de los distintos objetos presentes en una misma 

imagen. COCO dataset no solo tiene etiquetas para el uso de sistemas de reconocimiento de objetos, 

sino también contiene archivos para realizar segmentación la cual es una tarea muy importante para 

sistemas que requieren conocer los límites de un objeto en particular como, por ejemplo: 
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Figura 32. Segmentación de objetos 

Nota: Imagen recuperada de: http://informatica.blogs.uoc.edu/wp-

content/uploads/2016/05/COCO_example2.png 

 

Este dataset de imágenes contiene múltiples carpetas y archivos para la implementación de diversos 

tipos de sistemas relacionados con la visión artificial, para este caso solo se tuvo en cuenta los 

ficheros que le aportaran valor al proyecto, el árbol de archivos como se encuentran organizados 

los datos que se identificaron para el uso y desarrollo del presente proyecto en el dataset es el 

siguiente: 

 
Figura 33. Árbol de archivos con ficheros de clasificación de objetos en COCO dataset 

Nota: Imagen propia. 
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Los archivos mostrados en la figura 33, contienen toda la información necesaria para extracción de 

datos requeridos en un sistema de detección de objetos, el archivo “coco.names” es de tipo texto 

plano que contiene en forma de lista todos los nombres de las ochenta clases de objetos existentes 

en este dataset, la carpeta “labels” tiene almacenado ficheros de extensión “.txt”, estos ficheros 

tienen las coordenadas de cada objeto contenido en cada imagen ubicada en la carpeta “images”, 

los nombres de estos ficheros son los mismos nombres de cada imagen en la que contienen 

coordenadas y por lo tanto la carpeta “labels” tiene la misma cantidad de archivos que la carpeta 

“images”. Cada uno de estos directorios contiene alrededor de trescientos treinta mil archivos 

(330.000 ficheros “.txt” y 330.000 imágenes). 

 

16.1 ¿Cómo extraer los ficheros necesarios para el entrenamiento de la red neuronal? 

Para extracción de los ficheros necesarios en el entrenamiento de la red neuronal se diseñó un 

algoritmo que obtiene las imágenes y coordenadas de los objetos que se encuentran dentro de las 

clases que se desean obtener, para este caso carros livianos, camionetas y buses. A continuación, 

se muestra el diagrama de flujo del algoritmo: 
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Figura 34. Algoritmo diseñado para la extracción de ficheros del dataset COCO 

Nota: Imagen propia. 
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El algoritmo que se diseñó extrae los datos contenidos en el fichero que almacena todos los 

nombres de clases de objetos, estos datos los muestra al usuario con su respectivo id el cual depende 

de la posición en lista de cada nombre de clase, el algoritmo solicita al usuario el id del objeto al 

que desea extraer junto con sus ficheros de etiqueta o coordenadas, una vez obtenido este id se 

genera un archivo de texto plano con una lista de las clases de objeto que se desea extraer, 

automáticamente el algoritmo implementado en un script navega hasta el directorio que contiene 

los archivos con información de las coordenadas de los objetos en cada imagen que se va a obtener, 

el sistema verifica que el directorio posea dichos ficheros para posteriormente almacenar la 

ubicación del fichero en memoria luego leer su contenido línea por línea y confirmar que cada 

coordenada pertenece al identificador de clase a extraer, el sistema verifica que exista la carpeta 

llamada “imgs” para almacenar los ficheros de coordenadas e imágenes de lo contrario lo crea, 

aumenta una instancia creada en memoria a una posición esta instancia se corrobora 

constantemente a que sea menor o igual que el número de archivos contenido en la carpeta 

“images” del dataset. Este proceso es iterativo hasta obtener todas las imágenes deseadas con sus 

respectivas coordenadas de objetos contenidos en ellas. 

Utilizando este algoritmo se extrajeron un total de 33.954 (treinta y tres mil novecientos cincuenta 

y cuatro) archivos divididos en dos datasets, uno para entrenamiento con una cantidad de 22.864 

imágenes y otro de evaluación con 11.090 imágenes cada una de ellas con sus respectivos archivos 

de texto plano conteniendo las coordenadas de los objetos de vehículos. Los archivos se 

subdividieron de esa forma ya que para obtener un buen detector de objetos los datos de 

entrenamiento deben ser de un volumen mayor que los datos de evaluación.  

 
 

17 Entrenamiento de red neuronal 

El entrenamiento de la red neuronal Darknet 53 se realizó en un sistema operativo Linux con 

distribución Debian 9, Python 3.6, un dataset de entrenamiento como se mencionó anteriormente 

con 22.846 imágenes y otro de evaluación con 11.090 archivos acompañados con las etiquetas de 

los distintos objetos que se desean detectar. 

El entrenamiento consiste en aprender los parámetros que tendrán las funciones de activación de 

cada neurona, estos parámetros también son conocidos como “pesos neuronales”. Estos pesos se 



DESARROLLO DE SISTEMA DE ANÁLISIS DE FLUJO VEHICULAR...  64 

 

 

64 

 

generan después de iterar sobre el conjunto de datos de entrada ya definidos, a este conjunto de 

datos se le debe parametrizar información importante como: 

 Batch: Tamaño del conjunto de datos que se le pasará a la red neuronal, es decir; el número 

de imágenes que procesará la red neuronal a la vez. 

 Suffle: Indicar que se debe reordenar aleatoriamente el dataset en cada iteración. 

 Epoch: El número de pases o iteraciones del conjunto de entrenamiento completo. 

Estos parámetros se deben configurar antes de llevar a cabo el entrenamiento de la red neuronal, 

en el presente proyecto el entrenamiento se realizó con 64 batch, shuffle y un epoch de 5. Una vez 

puesto en marcha el entrenamiento se calcula la “función de loss” al final del procesamiento de 

cada batch, esta “función de loss” indica qué tan lejos está la salida de ser correcta, posteriormente 

con la información obtenida se propagan los gradientes hacia atrás en los parámetros de la red 

actualizando los pesos de cada neurona a este proceso se le llama “backpropagation”. Para realizar 

backpropagation es necesario eliminar los gradientes existentes de anteriores procesamientos de 

datos en cada batch de lo contrario se acumula el gradiente y actualiza de manera errónea los pesos 

de la red.  

Ya que procesar imágenes es una tarea muy tediosa y consume muchos recursos de hardware, se 

acudió al uso de CUDA con una tarjeta gráfica NVIDIA 940MX la cual tiene una potencia de 

cómputo de 0.95 TFLOPS (TeraFlops por segundo). El hacer uso de una GPU permitió realizar 

millones operaciones matemáticas por segundo facilitando así el procesamiento del gran volumen 

de imágenes. 

Al finalizar el entrenamiento de la red neuronal se generó un archivo con la información de los 

pesos de cada neurona en la red, este archivo fue utilizado durante el proceso de desarrollo de 

software para cargar la red y de esta manera crear un sistema de visión artificial. 

 
17.1 Visualizar detección vehicular 

La visualización de los objetos detectados en video es de mucha importancia para dar a conocer al 

usuario los resultados arrojados por el sistema. En el presente proyecto la visualización de los 

vehículos detectados se realizó con ayuda de la librería OpenCV delimitando un recuadro alrededor 

de cada objeto reconocido por el sistema; el software se encarga de obtener frame por frame, 

enviarlo a la entrada de la red neuronal y delimitar el recuadro de los objetos detectados al obtener 

los resultados en la salida de la red, se puede ver gráficamente a continuación: 
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Figura 35. Delimitación de objetos para visualizar detecciones 

Nota: Imagen propia. 

 
Una vez realizada la detección por el sistema, el siguiente paso es realizar el proceso de aforo 

vehicular el cual es muy importante en el área de ingeniería de transito al momento de realizar 

estudios viales. Para el aforo o conteo vehicular fue necesario hallar el centro de cada objeto 

detectado y delimitado por el sistema, este centro se halló calculando la mitad del ancho y alto del 

recuadro del objeto, sumándole la distancia que se encuentra el objeto a partir de cero en el plano 

cartesiano y finalmente dibujar un punto en la ubicación hallada como se muestra en la siguiente 

imagen:  

 

 
Figura 36. Calcular centro de cada objeto detectado 

Nota: Imagen propia. 

 
Una vez calculado el centro de cada objeto se procedió a trazar una línea de frontera en el video, 

la cual será encargada de contar todos los puntos que pasen por allí, al contar cada punto el sistema 
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verifica si se trata de un carro, camión o bus. Durante el desarrollo del software se encontró 

problemas como el doble conteo de los objetos, ya que el sistema procesa cada frame del video 

como una imagen independiente esto conlleva a que un mismo objeto que aparece en varios frames 

es manejado como si fuera uno nuevo y en el caso de que un vehículo se estacione o dé reversa 

será contado más de una vez. Este problema fue resulto realizando un seguimiento de los vehículos 

así al procesar varios frame se identifica si un vehículo ya fue contado o no. 

El seguimiento de vehículos se realizó creando un área de seguimiento, así al entrar un vehículo en 

esta área el sistema almacena toda su trayectoria, actualiza su posición actual y lleva control sobre 

el estado del objeto este estado es contado o sin contar. De esta misma forma se obtiene la velocidad 

promedio de cada vehículo, aunque teniendo en cuenta que el número de frames por segundo varía 

de una cámara a otra se optó por calcular los frames promedio y luego por medio de una operación 

matemática se puede obtener la velocidad promedio. Así no habrá ningún problema por el tipo de 

cámara a implementar ni a la distancia en que se desee colocar la misma. 

 

18 Calidad del código 

La calidad del código fuente se manejó implementando una herramienta de análisis de calidad de 

código como pylint, la cual aporta en la mejora continua ayudando a codificar con buenas prácticas 

de programación. Durante el desarrollo de todo el software se encontraron múltiples errores 

notificados por pylint, gran parte de ellos hacían referencia en la cantidad de ciclos y estructuras 

de decisión anidadas, las cuales se resolvieron y fueron testeadas nuevamente con la herramienta. 

La codificación se llevó a cabo siguiendo la guía de estilo para el código python PEP 8, de esta 

manera se construye estructuras de código de manera ordenada y al final se comprende con mayor 

facilidad los algoritmos implementados en el proyecto a continuación, se describen algunas 

técnicas que se proponen en PEP 8: 

 Indentación: Para indentar código se debe alinear al carácter utilizado en el principio de la 

indentación, ya sea paréntesis, llaves, corchetes o algún otro y debe utilizarse solo espacios 

o tabulaciones, pero nunca se deben combinar los dos. Van Rosum, et all. 2001. A 

continuación se muestra un ejemplo: 

carro = funcion_carro(tipo_carro, color, 

velocidad, coordenadas) 
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 Longitud máxima por línea: Se debe limitar las líneas de código a 72 caracteres, esto 

permite visualizar mejor los algoritmos en la ventana del IDE. Van Rosum, et all. 2001.  

 Líneas en blanco: Las funciones principales y clases se deben separar con dos líneas en 

blanco. 

Por otro lado, la calidad de los resultados del entrenamiento de la red neuronal está directamente 

relacionado con el volumen de datos positivos y negativos que se tienen a disposición para aprender 

la red. En este caso como se ha mencionado anteriormente, se utilizó el dataset COCO el cual es 

uno de los bancos de imágenes mas utilizados en el mundo de la visión artificial, entre sus sponsors 

están: CVDF (Common Visual Data Fundation), Microsoft, Facebook y Mighty AI. De esta manera 

para la evaluación de la red neuronal se utilizó un dataset totalmente distinto que el de 

entrenamiento, poniendo a prueba la red neuronal con datos diferentes a los que había procesado. 

 
19 Pruebas 

Las pruebas realizadas para verificar el correcto funcionamiento del sistema de análisis de flujo 

vehicular se llevaron a cabo en el kilómetro 25 vía Cali-Jamundí con una cámara de video de 30fps 

ubicada en el puente peatonal amarillo frente a la UNIAJC sede sur con el objetivo de capturar el 

tráfico del carril que conduce hacia la ciudad de Cali. A continuación, se muestra el puente donde 

se realizaron grabaciones de video del tráfico vehicular: 

 

 
Figura 37. Sitio donde se recolectaron videos para las pruebas del sistema 

Nota: Imagen propia. 
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Se recolectaron tres videos con una duración de 10 minutos cada uno los cuales fueron puestos a 

disposición del software desarrollado a continuación, se muestran los resultados: 

 Video 1: 

o 34 carros 

o 2 buses 

o 8 camiones 

El análisis de los videos también se realizó de forma manual para verificar los resultados arrojados 

por el sistema, los cuales fueron bastante buenos en éste primer video al obtener un 95% en el 

acierto de la clasificación de cada uno de los vehículos ya que entre los 34 carros detectados se 

encuentra un bus e igualmente pasa lo mismo con los 8 camiones contados por el sistema al realizar 

un conteo de un bus y clasificarlo como camión. Obteniendo de esta manera 42 aciertos de los 44 

en total. 

 
 Video 2: 

o 75 carros 

o 9 buses 

o 3 camiones 

 
En el presente caso se obtuvo una precisión del 94% en la clasificación con 73 carros acertados y 

4 buses de los 9. Entre los 75 carros se encuentran 2 buses, de los 9 buses hay 3 camiones. En este 

caso los tres camiones detectados y clasificados están en el grupo correcto. 

 
 Video 3: 

o 62 carros 

o 8 buses 

o camiones 

 
En el último video analizado se encontró que el sistema tuvo un acierto del 97% esto se debe al 

realizar un conteo de dos buses y clasificarlos como carros. En el caso del total de vehículos 

contados y clasificados como buses y camiones acertó completamente. 

Para todos los casos anteriores el sistema de detección de vehículos independientemente de su 

clasificación funcionó al 100%. Durante el análisis de los videos se detectó que la iluminación 
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influye de manera directa en la clasificación de los objetos al igual que las semejanzas de los 

vehículos, como por ejemplo clasificar un camión transportador de gasolina como bus, las 

características en su silueta es muy similar. Al obtener los resultados de las pruebas realizadas se 

puede concluir que el clasificador de vehículos tiene un promedio de exactitud del 95% con un 

100% en las detecciones vehiculares. La clasificación de vehículos se puede mejorar en el tiempo 

con un dataset de imágenes que contenga más variedad de vehículos que los ofrecidos por COCO 

dataset aunque actualmente es uno de los más grandes y utilizados para el entrenamiento de redes 

neuronales artificiales en el campo de la visión artificial. 

 

 

20 Resultados 

 

Como resultado del presente trabajo se obtuvo un sistema de visión artificial con capacidad de 

detectar, clasificar, contar y realizar seguimiento a los distintos tipos de vehículos. Este sistema se 

compone de una cámara de video, software para procesarlo y hardware como tarjeta gráfica para 

obtener una mayor velocidad en los resultados esperados por el sistema. Para implementar el 

presente proyecto es necesario ubicar una cámara de video de manera que el tramo de la vía quede 

en sentido vertical respecto a la cámara y esta última esté a un ángulo de 45° como se muestra en 

la siguiente imagen: 

 
Figura 38. Posición de la cámara de video 

Nota: Imagen propia. 

 
El software desarrollado permite automatizar el proceso de aforo vehicular realizando un conteo 

de cada vehículo y clasificando los resultados en tres diferentes grupos; carros, buses y camiones 

o camionetas. Uno de los puntos importantes es el haber logrado realizar seguimiento de cada uno 

de los vehículos detectados almacenando información de todo su recorrido como velocidad, 

coordenadas de posicionamiento en el video y sentido en el que se dirige, este último dato es de 
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suma importancia para la implementación de un sistema de detección de vehículos que se 

encuentran movilizando en contravía, con esa información es posible realizar un estudio para la 

integración con el sistema de foto multas de la secretaría de tránsito y capturar la placa de los 

individuos que transiten en contravía. 

Por otro lado, se obtiene una herramienta de apoyo a estudios y/o planificaciones de proyectos 

viales al permitir facilitar el proceso de aforo vehicular, al realizar un conteo y clasificación de 

cada uno de los vehículos permite al ingeniero de tránsito tomar decisiones respecto al futuro y 

conocer una de las variables importantes en el manejo de pavimentos, “el tráfico, las condiciones 

ambientales, las características de los materiales y las consideraciones de diseño son determinantes 

para el comportamiento de los pavimentos en el tiempo” (Díaz, R. Echaveguren , T & Vargas. 

2012). ¿Pero el realizar aforo vehicular permite conocer el tráfico? Según Salazar Alava ingeniero 

civil de la universidad de Ambato ecuador el tráfico es el número de vehículos que circulan por un 

tramo vial en un determinado tiempo, de esta manera el presente proyecto mide el tráfico vehicular 

colocando la información a disposición de profesionales en el campo de la ingeniería de tránsito o 

civil. Realizar este tipo de tareas como se mencionó al principio de este documento actualmente en 

colombia se realiza con radares o sensores bajo el pavimento lo cual hace que sea muy costoso 

automatizar o facilitar el proceso de aforo, con el software diseñado durante la presente 

investigación esta actividad resulta muy económica ya que se puede implementar cámaras de video 

con resoluciones de hasta 30fps, actualmente en el mercado se pueden encontrar a partir de ochenta 

dólares. 

 

A continuación, se muestra el proceso llevado a cabo durante cada sprint y la evolución del software 

en cada “product increment” que se obtuvo:  

 
20.1 SPRINT 0:  Planificación 

En este sprint se planificó puntos clave del proyecto los cuales son la base de todo lo que se trabajó 

y el resultado obtenido. Los temas tenidos en cuenta fueron: 

 Definir la versión de Python con la que se trabajará: En este punto se indicó que la mejor 

opción para trabajar era Python 3.6 ya que es compatible con múltiples librerías de 

procesamiento digital de imágenes e incluso de creación de neuronas artificiales. 
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 Investigar y definir sobre la arquitectura de red neuronal a implementar: Darknet 53 es la 

arquitectura que mejor se ajustó a lo que se deseaba obtener. 

 Herramientas para la creación de neuronas artificiales: En este ítem se hizo uso de pytorch 

debido a que brinda grandes ventajas por sus tensores dinámicos ahorrando una gran 

cantidad de tiempo en su implementación y entrenamiento de neuronas. 

 Definir y diseñar la arquitectura del software: Este ítem se puede visualizar mas arriba de 

este documento donde se implementó la arquitectura 4+1 vistas de Philippe Kruchten. 

 Configuración de ambiente de desarrollo: Al finalizar la planeación e investigación se 

procedió a configurar un ambiente de desarrollo con Linux de distribución Debian 9, Python 

3.6, pytorch, OpenCV, CUDA y pylint para la calidad de código. 

 
20.2 Product Backlog 

El product backlog se elaboró con la finalidad de priorizar las historias de usuario y según los 

puntos obtenidos asignar cada historia a un sprint. La estimación se realizó con ayuda del “planning 

poker”, la función de este artefacto es la de obtener los pesos y asignarlos a cada historia, como se 

muestra a continuación:  

 

 
Figura 39. Planing poker 

Nota: Screen shot de aplicación móvil para android “planning poker”. 
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Cada peso determina la dificultad de una historia de usuario tomando valores de 1 a 40, este rango 

se justifica a continuación: 

 El valor mínimo para una historia de usuario debe ser 1 ya que ninguna toda HU requiere 

de trabajo por esta razón no se puede asignar un 0. 

 No se puede asignar como peso ½ (medio) porque toda historia de usuario requiere un 

trabajo de forma completa. 

 No se debe tomar el valor 100 debido a que es un valor demasiado grande en caso de existir 

una HU con valor 100 entonces deberá ser dividida en dos o más. 

 El valor infinito especifica que la HU es ambigua, para este caso se tiene claridad de todas 

las HU por esta razón tampoco se tiene en cuenta este valor. 

En la priorización se utilizó “MoSCoW”, sus siglas priorizan cada HU como se muestra a 

continuación:  

 Mo (Must have; debe tener la solución): Fundamental para el éxito del proyecto. 

 S (Should have; debería tener la solución): Importante, pero puede que no es crítico para el 

éxito. 

 Co (Could have; puede tener): Puede ser eliminado fácilmente sin dañar el proyecto. 

 W (Won’t have; no tendrá…por el momento): Puede ser propuesto, sería bueno pero se 

podría dejar para más tarde. 

Con ayuda de la estimación y priorización se construyó el “product backlog” y quedó establecido 

de la siguiente forma: 

Historia de Usuario 
Priorización 

Mo, S, Co, W 
Estimación 

HU-01 W 3 

HU-02 S 8 

HU-03 Mo 40 

HU-04 Mo 40 

HU-05 S 20 

 
Al priorizar las historias de usuario se asignó cada una de ellas a los diferentes sprint del proyecto 

quedando de la siguiente manera: 
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Historia de Usuario Sprint 

HU-01 1 

HU-02 1 

HU-03 2 

HU-04 3 

HU-05 4 

 
 
20.3 SPRING 1: Selección y lectura de videos de tránsito 

En el sprint 1 se decidió que las primeras actividades que se debían realizar serían aquellas en las 

que se pueden cargar los archivos de video y visualizarlos, así de esta manera es posible proseguir 

en la detección vehicular el cual está en el siguiente sprint. Durante este sprint no se logró completar 

los criterios de aceptación del 2 al 6 de la historia de usuario HU-02 por esta razón se sumó como 

actividad al sprint 2. 

 

Sprint Fecha Inicial Fecha Final 

1 03/07/2018 20/07/2018 

Historia de 

Usuario 
Estado 

HU-01 Completado 

HU-02 Completado 

Release 

Captura y visualización de video 

 
A continuación, se muestra una interfaz de usuario de la aplicación para la visualización de video: 
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20.3.1 Product increment para Sprint 1. 

 

 
Figura 40. Interfaz de usuario para seleccionar un video 

Nota: Imagen propia. 

 

 
Figura 41. Interfaz de usuario para visualizar un video 

Nota:  Imagen propia. 
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20.3.2 Historias de usuario para Sprint 1   

Historia de usuario 

Id HU-01 Rol Yo, como [Usuario] 

Característica / funcionalidad 

Puedo [Seleccionar un archivo de video] 

Razón / Resultado 

Con la finalidad de [Analizar el tráfico vehicular] 

Criterio de aceptación 

 1. La pantalla deberá contar con un botón para 

seleccionar un archivo de video, este video deberá 

estar ubicado en el centro de una ventana de dialogo. 

Al presionar el botón se realizará la siguiente acción: 

1.1. Abrir una ventana de dialogo para seleccionar un 

archivo de video, esta ventana deberá contar con dos 

botones, uno para cancelar la acción y otro para 

reproducir y analizar el video seleccionado  

 
 

Historia de usuario 

Id HU-02 Rol Yo, como [Usuario] 

Característica / funcionalidad 

Puedo [Visualizar en pantalla los datos que envía la 

cámara de video] 

Razón / Resultado 

Con la finalidad de [Confirmar la correcta 

configuración y funcionamiento del dispositivo de 

video con el software] 

Criterio de aceptación 

1. La pantalla deberá contar con un cuadro en el cual 

se podrá visualizar el video transmitido por la 

cámara. 

2.  La pantalla deberá contar con una etiqueta para 

mostrar la cantidad de automóviles detectados en 

HU-004. 

3.  La pantalla deberá contar con una etiqueta para 

mostrar la cantidad de buses detectados en HU-004. 

4. La pantalla deberá contar con una etiqueta para 

mostrar la cantidad de camiones detectados en HU-

004. 
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5. La pantalla deberá contar con una etiqueta para 

mostrar la cantidad total de carros detectados en HU-

004. 

6. La pantalla deberá contar con una etiqueta para 

mostrar la cantidad de frames promedio de HU-005 

 
20.4 SPRINT 2: Detección vehicular 

Para el sprint 2 se desarrolló la historia de usuario HU-03, durante esta etapa se realizó un 

exhaustivo trabajo para conocer las técnicas y procesos que se deben tener en cuenta durante un 

entrenamiento neuronal. Se implementó la arquitectura Darknet 53 llevando a cabo su 

entrenamiento, obteniendo los pesos neuronales para su posterior uso durante el reconocimiento y 

detección vehicular, el cual es la base de todo el sistema propuesto para el uso de un sistema de 

visión artificial. 

Sprint 
Fecha 

Inicial 

Fecha 

Final 

2 23/07/2018 08/20/2018 

Historia de 

Usuario 
Estado 

HU-03 Completado 

Release 

Detección vehicular 

 
20.4.1 Product Increment para Sprint 2. 

 
Figura 42. Detección vehicular del sistema 

Nota: Imagen propia. 
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20.4.2 Historias de usuario para Sprint 2 

 

Historia de usuario 

Id HU-03 Rol Yo, como [Usuario] 

Característica / funcionalidad 

Puedo [Visualizar los vehículos detectados por el 

sistema] 

Razón / Resultado 

Con la finalidad de [Verificar el correcto 

funcionamiento de la detección vehicular] 

Criterio de aceptación 

1. Para cada detección vehicular el sistema deberá 

pintar un recuadro alrededor del vehículo 

2. El proceso de detección vehicular se visualizará 

dentro del elemento de video de la historia de usuario 

HU-002, específicamente el criterio de aceptación 1. 

 
20.5 SPRINT 3: Conteo vehicular 

Durante el presente sprint se desarrolló el algoritmo para el conteo vehicular implementando una 

serie de puntos centrales en cada recuadro dibujado durante la detección vehicular del sprint 2. Se 

creó una frontera de conteo vehicular en el video capturado por la cámara, si un vehículo cruza 

dicha frontera entonces será contado y mostrado en pantalla con su respectiva clase a la cual 

pertenece (carro, bus o camión). El sistema de conteo vehicular solo funciona para vehículos que 

se dirigen de abajo hacia arriba en la pantalla del computador. 

 

Sprint 
Fecha 

Inicial 

Fecha 

Final 

3 08/23/2018 09/20/2018 

Historia de 

Usuario 
Estado 

HU-04 Completado 

Release 

Aforo vehicular 
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20.5.1 Product Increment para Sprint 3 

 

 
Figura 43. Aforo vehicular por el sistema 

Nota: Imagen propia. 
 
 

20.5.2 Historias de usuario para Sprint 3 

 

Historia de usuario 

Id HU-04 Rol Yo, como [Usuario] 

Característica / funcionalidad 

Necesito [Visualizar el número de vehículos 

detectados] 

Razón / Resultado 

Con la finalidad de [Obtener de forma rápida el 

conteo vehicular] 

Criterio de aceptación 

1. El sistema deberá clasificar el conteo vehicular de 

la siguiente manera: 

1.1. Automóviles: autos, camperos y camionetas 

1.2. Buses: Buses y busetas 

1.3. Camiones: de dos ejes en adelante 

2. Los datos deberán visualizarse en etiquetas 

diferentes, estas etiquetas están descritas en HU-002 
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20.6 SPRINT 4: Velocidad promedio 

Durante el desarrollo e implementación de la captura de velocidad vehicular promedio se identificó 

un problema respecto a las especificaciones técnicas de la cámara de video que se debe utilizar ya 

que el número de frames varía de una cámara a otra y este dato está directamente relacionado con 

los cálculos matemáticos realizados por el algoritmo, por ésta razón se decidió capturar el número 

de frames promedio para que la información final sea invariante al tipo de cámara instalada para la 

captura de video. Para este proyecto se utilizó una cámara con una capacidad de capturar 30fps 

(frames por segundo). 

Sprint 
Fecha 

Inicial 

Fecha 

Final 

4 09/24/2018 10/22/2018 

Historia de 

Usuario 
Estado 

HU-05 Completado 

Release 

Flujo vehicular 

 
20.6.1 Product Increment para Sprint 4 

 

 
Figura 44. Cálculo de frames promedio de los vehículos contados 

Nota: Imagen propia. 
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20.6.2 Historias de usuario para Sprint 4 

 

Historia de usuario 

Id HU-05 Rol Yo, como [Usuario] 

Característica / funcionalidad 

Necesito [Visualizar el número de frames promedio] 

Razón / Resultado 

Con la finalidad de [Obtener la velocidad sin 

importar el tipo de cámara que recolecte la 

información] 

Criterio de aceptación 

1. El sistema deberá detectar el número de frames 

por carros detectados y obtener el promedio para 

posteriormente mostrarla en una etiqueta de la pantalla 

de HU-002 

 
 

 

21 Conclusiones 

El uso de aprendizaje profundo o “Deep Learning” con redes neuronales convolucionales es uno 

de los algoritmos más utilizados actualmente para el campo de la visión artificial, a partir de allí 

han surgido múltiples propuestas de arquitecturas de redes neuronales para el procesamiento, 

detección, clasificación y segmentación de imágenes, algunas de las más conocidas son VGG16 

para el detector R-CNN, Fast R-CNN, Faster R-CNN, RetinaNet y Darknet 53. Cada arquitectura 

presenta ventajas y desventajas una en frente de la otra como, por ejemplo; tiempo de 

procesamiento de una imagen, uso de recursos del sistema, precisión en sus resultados, invarianza 

en el tamaño de la imagen de entrada, entre otras. Actualmente la arquitectura con mayor velocidad 

en sus detecciones es Darknet 53 la cual es una de la más utilizadas para sistemas de detección de 

objetos en tiempo real implementando sistemas YOLO con capacidad de procesar hasta 45 

imágenes por segundo utilizando GPU. 

 

Este trabajo desarrolló una herramienta tecnológica de visión artificial con capacidad de detectar, 

clasificar, contar y realizar seguimiento de los tres tipos de vehículos definidos para llevar a cabo 

el proceso de aforo vehicular. Esto se logró implementando la “arquitectura de red neuronal 
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convolucional artificial” Darknet 53 en el lenguaje de programación Python utilizando el 

paradigma de programación orientado a objetos y el patrón arquitectónico MVC. Durante el 

proceso de desarrollo se presentaron algunos retos como, por ejemplo; realizar seguimiento de 

vehículos evitando que el sistema realizara una doble detección a cada objeto, ya que cada 

fotograma del video se procesa de manera independiente en la red neuronal, al final se pudo 

resolver y almacenar datos de la trayectoria de cada objeto detectado en la secuencia de fotogramas 

y por consiguiente se evita el múltiple conteo de un mismo objeto. 

Con la implementación de scrum en el proceso I+D (investigación más desarrollo) se lleva a cabo 

de manera organizada y con una percepción de tener un buen performance durante el proceso de 

desarrollo del proyecto. Una de las ventajas encontradas de la metodología utilizada es que se puede 

adaptar a cualquier tipo de proyecto e ir obteniendo un producto de manera incremental e iterativa. 

 

Entre las tareas complejas realizadas fue obtener un dataset de imágenes con distintas clases de 

vehículos, variedad en sus tipos y con su propio etiquetado que definiera las coordenadas de cada 

objeto que se necesita para el entrenamiento de la red neuronal. Al final se logra obtener un banco 

de imágenes gratuito llamado COCO dataset y se diseña un algoritmo para la extracción de 

imágenes contenedoras de vehículos con sus respectivos archivos de etiquetaje. Este mismo banco 

se puede utilizar para diferentes tipos de sistemas clasificadores o detectores de objetos si no se 

cuenta con un banco de imágenes propio que sea lo suficientemente robusto como para minimizar 

el margen de error en sus detecciones. 

Los resultados de las detecciones obtenidas durante el proceso de prueba funcional se pueden 

mejorar obteniendo un dataset con una mayor variedad en el conjunto de imágenes tanto de 

entrenamiento como de evaluación e igualmente implementando una cámara de video con una 

mejor resolución para que el sistema procese fotogramas con objetos mucho más claros en sus 

siluetas. 
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22 Recomendaciones 

Para la implementación de este sistema es necesario el uso de GPU ya que a pesar de que la 

arquitectura de red implementada es la más eficiente hasta el momento, el procesamiento en CPU 

es de alrededor de una imagen por cada 1,2 segundos. El uso de este software es un apoyo para 

ingenieros de tránsito disminuyendo el esfuerzo que deben realizar para la recolección de variables 

de tránsito ofrecidas por el sistema desarrollado. Igualmente, para la obtención de resultados con 

una mayor precisión en la clasificación de vehículos se recomienda implementar una cámara de al 

menos 30fps ubicada en un sector con buena luminosidad. 

La visión artificial ha evolucionado significativamente en la última década gracias a las 

capacidades en computación que actualmente existen, ya que algunos de los algoritmos de red 

neuronal profunda fueron propuestos hace más de 20 años, pero no era posible llevarlos a cabo por 

la limitación en hardware que existía en ese momento. El uso de visión artificial en el campo de la 

ingeniería de tránsito y aplicación para sistemas que ayuden a controlar el flujo vehicular es 

actualmente posible gracias al uso de redes neuronales se puede integrar sistemas de inteligencia 

artificial con intersecciones semafóricas, detección de vehículos en contravía o administrar el flujo 

vehicular con intersecciones semafóricas conectadas entre sí dando paso a las vías con mayor 

prioridad. El mundo de la inteligencia artificial permite crear posibilidades de soluciones casi 

infinitas para facilitar la vida del ser humano, lo que antes era imposible ahora es un hecho. 

 

 

Glosario 

 Convolución: Es una función matemática que en el área de procesamiento digital de 

imágenes se utiliza para aplicar filtros como realce de bordes, desenfoque, escala de grises, 

etc. 

 Kernel: Es un núcleo que en procesamiento digital de imágenes se interpreta como una 

matriz contenedora de bits generalmente para realizar convoluciones. 

 Pooling: Agrupación de elementos, generalmente es un término utilizado para referirse a la 

agrupación de características de una imagen. 

 Max pooling: Operación realizada para encontrar el valor máximo de cada grupo de 

elementos. 
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