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Resumen 

El presente trabajo describe el diseño de un sistema de reconocimiento e identificación de 

armas cortopunzantes y de fuego, en los equipajes y maletas de manos de pasajeros en los 

aeropuertos, mediante el uso de las radiografías o respuestas de máquinas de escáner (imágenes) 

ultrasónicos realizadas a estos. Para llevar a cabo el reconocimiento y clasificación en el 

proyecto, se hace uso de herramientas como las redes neuronales convolucionales con 

segmentación de instancias, MASK RCNN (MASK region convolutional neural network, o 

Máscara de Región de Redes Neuronales Convolucionales), una base de datos en la cual se 

guardan o manipula los datos de radiografías realizadas a maletas o equipajes de mano, las cuales 

contienen imágenes con armas cortopunzantes, armas de fuego, armas japonesas medievales, 

herramientas de construcción, entre otras, y en cierto sentido también se extrae, para poder definir 

si en un equipaje o maleta de mano, contiene un material metálico no permitido por la 

normatividad vigente colombiana. La información de la red neuronal en conjunto con la base de 

datos para el entrenamiento de esta fue trabajada en un entorno virtual o cuaderno de 

programación virtual de Google Colaboraty que ofrece alta capacidad de procesamiento de 

imágenes y memoria RAM (memoria de acceso aleatorio) totalmente gratis, con el fin de extraer 

los coeficientes adaptativos necesarios para la elaboración del modelo, para luego realizar un 

aprendizaje por transferencia en el hardware escogido para el prototipo funcional del proyecto. 

El sistema RCOPI tiene como resultado una exactitud de un 93.17% (ver tabla 5) lo que, 

comparado con los trabajos investigados es un valor satisfactorio, el cual es sesgado por una 

precisión y sensibilidad promedio de las clases objeto de investigación mayores al 93% y 92%  

respectivamente, de lo que se puede deducir que la calidad de las veces acertadas en cada clase es 
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alta con respecto a la cantidad de los datos no predichos, y que el modelo cuenta con una 

sensibilidad satisfactoria, ya que el sistema predijo 234 clasificaciones falsas erradamente que es 

muy inferior con las 3195 que acertó en las clases reales. 

Palabras clave: aprendizaje por transferencia, matriz de confusión, red neuronal 

convolucional, segmentación de instancias. 

 

Abstract 

This work describes the design of a system for the recognition and identification of sharps 

and firearms, in luggage and suitcases held by passengers at airports, using radiographs or 

responses from ultrasonic scanner machines (images) made to these. To carry out the recognition 

and classification, use is made of tools such as convolutional neural networks with segmentation 

of instances in the project, MASK RCNN (MASK region convolutional neural network, or 

Region Mask of Convolutional Neural Networks), a database in which X-ray data taken from 

suitcases or hand luggage is stored or manipulated, which contain images of sharps weapons, 

firearms, medieval Japanese weapons, construction tools, among others, and in a certain sense it 

is also extracted, in order to define if in a luggage or carry-on suitcase, it contains a metallic 

material not allowed by current Colombian regulations. The information of the neural network in 

conjunction with the database for the training of this was worked in a virtual environment or 

virtual programming notebook of Google Collaboraty that offers high image processing capacity 

and RAM (random access memory) totally free, to extract the adaptive coefficients necessary for 

the elaboration of the model, and then carry out a learning by transfer in the hardware chosen for 

the functional prototype of the project. 
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The RCOPI system results in an accuracy of 93.17% (see table 5) which, compared to the 

researched works, is a satisfactory value, which is biased by an average precision and sensitivity 

of the classes under investigation greater than 93%. and 92% respectively, from which it can be 

deduced that the quality of the correct times in each class is high with respect to the quantity of 

the unpredicted data, and that the model has a satisfactory sensitivity, since the system predicted 

234 wrongly false classifications which is much lower than the 3195 it got right in the real 

classes. 

Keywords: instance segmentation, confusion matrix, convolutional neural network, 

transfer learning. 

1. Introducción 

El reconocimiento y clasificación óptima de artefactos como armas de fuego ó corto 

punzantes en los aeropuertos, por parte de los responsables de la seguridad integral de los 

usuarios o personal relacionado al avión, es significativo en el proceso diario de la aviación 

comercial, debido a que las vidas de las personas pueden estar en riesgo por cualquier elemento 

prohibido en el ingreso al avión. Por lo que la responsabilidad del reconocimiento y clasificación 

de estos artefactos prohibidos representa un alto riesgo en el momento de no realizar bien las 

revisiones a cada una de las personas. Entonces, es claro que exista un punto de debilidad. Ahora 

bien, la finalidad del presente proyecto es reducir los errores generados por el ser humano en el 

proceso antes descrito. Entonces, fue implementado un sistema de clasificación y reconocimiento 

automático, que recibe de entrada la respuesta (imagen) de un escáner realizado a un equipaje o 

maleta de mano, que pueda contener o no a una clase objetivo (artefactos peligrosos, armas de 

fuego y corto punzantes), basado en el aprendizaje profundo y la segmentación de instancias, lo 
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que da la posibilidad de poder reconocer y segmentar las formas de los materiales prohibidos 

escogidos en el proyecto  tales como; artefactos peligrosos, armas de fuego y corto punzantes 

(pistola calibre 9 milímetros, cuchillos y armas blancas arrojadizas del Japón medieval, entre 

otros objetos comunes). En el caso de los artefactos peligrosos, el área de seguridad del 

aeropuerto suele clasificar a todos aquellos objetos metálicos o de densidades significativas que 

presentan un potencial riesgo que de alguna manera puede atentar con la vida de cualquier 

persona 

Para el desarrollo del sistema de reconocimiento y clasificación de las formas de objetos 

metálicos no permitidos en los aeropuertos, se implementó una aplicación tecnológica con un 

enfoque cuantitativo, el cual busca tener estrategias específicas que faciliten el cumplimiento de 

los objetivos del proyecto y la discusión de los resultados obtenidos. Además, de la obtención de 

información (datos relevantes para el sistema de reconocimiento y estudio del estado del arte) de 

fuentes secundarias. 

En consonancia con lo anterior y conociendo las distintas tecnologías usadas en la visión 

utilizando la computadora, se decidió hacer uso de MASK RCNN (MASK region convolutional 

neural network, o Mascara de Región de Redes Neuronales Convolucionales) programada 

utilizando el lenguaje Pyhton, que dan la posibilidad de reconocer y clasificar imágenes o formas, 

como las que son objeto de estudio en el presente proyecto, con la particularidad de la 

segmentación de instancias, ofrece la posibilidad de discriminar el objeto metálico prohibido en 

los aeropuertos (armas de: fuego y corto punzantes). También es importante decir que, todo el 

desarrollo del proyecto se ejecutó en un entorno de desarrollo virtual (Google Colaboratory), ya 

que este ofrece la posibilidad de tener una unidad de procesamiento gráfico (GPU, por sus siglas 
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en inglés) y una unidad de procesamiento tensorial (TPU, por sus siglas en inglés) de alta 

potencia, totalmente gratis, facilitando la respuesta del sistema en tiempos relativamente rápidos 

comparados con los investigados en la revisión de antecedentes. 

 

2. Planteamiento del problema. 

Todos los aeropuertos tuvieron la responsabilidad de transportar a más de quince millones 

de pasajeros en el año 2019 con destinos variados (Colprensa, 2019). Con este flujo de personas, 

es posible que exista la posibilidad de que suceda alguna actividad ilegal como porte de armas, 

narcóticos, o cualquier objeto prohibido por la autoridad competente. Con base en lo anterior, es 

necesario segmentar los lineamientos de seguridad establecidos a nivel internacional, en donde se 

han determinados acuerdos, como los estipulados por la Organización de Aviación Civil 

Internacional (OACI) la cual regula mediante convenios como el de Chicago de 1944, Montreal 

de 1971 y de la Haya 1970 (Internacional, 2008) . Los materiales metálicos permitidos y los que 

no son permitidos en el interior de una equipaje o maleta de mano (este es el objeto de 

investigación del presente proyecto) a lo cual los propietario de aeronaves con registro 

aeronáutico del espacio aéreo y terrestre comercial (empresas privadas o públicas encargadas de 

proveer y mantener un servicio logístico y comercial óptimo en los aeropuertos) deben velar por 

la seguridad dentro del área comercial del aeropuerto y dentro del avión antes, durante y después 

de un vuelo (Internacional, 2004).  

Los lineamientos internacionales de seguridad se realizan para la creación de protocolos 

para la revisión de equipajes de personas con cargos diplomáticos o consulares, previa 

autorización por parte del ministerio de Relaciones Exteriores (en caso de Colombia) (Justicia, 
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1972). Con base en lo anterior, es necesario una revisión exhaustiva de los equipajes, sin importar 

el destino, para evitar el paso de cualquier elemento que no puede ser transportado sin un permiso 

concedido por la autoridad aeroportuaria (Unidad Administrativa Especial de Aeronáutica Civil, 

2017). Es responsabilidad entonces de los aeropuertos y de la autoridad nacional evitar cualquier 

intento de transporte de objetos ilegales. Dicha acción se realiza por medio de un escaneo en los 

equipajes de los pasajeros, el cual es visualizado mediante un sistema de cómputo, donde una 

autoridad del aeropuerto con un conocimiento en reconocimiento de elementos decide sí el 

equipaje o la persona llevan un material no permitido. 

Entonces, el reconocimiento de materiales o sustancias no permitidas, es realizada por 

personas, es probable que se presente en algún momento un error en la detección de objetos 

prohibidos. Esto puede llegar a ser un problema debido a errores humanos, como los son el 

cansancio, una baja capacitación sobre los sistemas de rayos X y rayos T u ondas milimétricas 

con radiaciones al orden de los zettahercios, terahercios y gigahercios respectivamente, que son 

utilizadas en el país y demás casos relacionados con la corrupción, por lo que la autoridad o 

propietario de aeronaves con registro aeronáutico puede quedarse sin la capacidad de ser eficaz 

en la detección real de objetos ilegales. Un sistema de reconocimiento de imágenes que recibe 

como entradas, los datos entregados por un escáner o máquina de rayos X y rayos T u ondas 

milimétricas, los cuales serán almacenados en una base de datos y luego serán adecuados para 

ingresar al procesamiento digital de imágenes, mediante un algoritmo de segmentación de 

instancias aplicado en conjunto a un aprendizaje profundo CNN (Convolutional Neural Network, 

ó red neuronal convolucional), que servirá de herramienta, para la toma de decisiones futura. Es 

decir, sí el equipaje escaneado contiene o no un metal no permitido. Con base en lo anterior el 
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sistema propuesto, puede suplir las necesidades que exigen para la identificación de materiales no 

permitidos de forma precisa sin arriesgar la seguridad por los procesos de revisión en el 

aeropuerto debido a los errores humanos en su identificación. 

Conociendo lo anterior, se identifica el problema y se expresa en la siguiente pregunta, 

¿Cómo implementar un sistema práctico capaz de reconocer y clasificar materiales metálicos 

prohibidos en el equipaje de bodega y maletas de mano? 
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3. Justificación 

 

Se busca disminuir cualquier intento de ingreso de objetos metálicos prohibidos por la 

normatividad y seguridad para el transporte de equipajes en los aeropuertos, ya que estos 

equipajes se pueden transportar manera nivel nacional e internacional. Por lo tanto, algunos de 

los usuarios podrían transportar elementos prohibidos y las autoridades (policía y aeroportuaria) 

deben trabajar diariamente para detener cualquier posibilidad de delito, y más teniendo en cuenta 

que cuando un avión despega está expuesto a cualquier elemento explosivo, químico u orgánico 

ilegal, que pueda afectar la vida de las personas al interior de un avión (Civil, 2018). Con base en 

lo anterior, se evidencia la necesidad por la cual se ha decidido realizar el presente proyecto 

destinado en la identificación y reconocimiento automático de armas blancas y de fuego, que 

aportará a la seguridad aérea. Para esto, se utilizará el procesamiento digital de imágenes y la 

inteligencia artificial (aprendizaje profundo). Siendo esta última, la que permite reducir el error 

humano en el proceso de detección. 

También se puede llegar a justificar el proyecto desde la investigación realizada por 

Hättenschwiler Nicole (2018), en donde se examinaron los beneficios que tienen los sistemas 

automatizados de detección de explosivos para el control de equipaje en cabina en dos escenarios 

de implementación realistas que difieren en el nivel de automatización y la asignación de 

funciones hombre-máquina, donde se obtuvieron resultados de tiempo versus precisión en la 

identificación y reconocimiento de elementos explosivos, y otros elementos metálicos permitidos 

por la normatividad local, entre sistemas automáticos de identificación y examinadores con 

experiencia, entrenamiento o capacitación en el área de seguridad aérea, en donde según el 
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estudio la precisión de la máquina fue mayor por poco, pero en tiempo sí fue comparablemente 

mejor. Además, el sistema elaborado en la investigación antes nombrada ofrece una exactitud 

global del modelo del 0.9317 según la matriz de confusión de evaluación del proyecto, que da a 

entender que el algoritmo tuvo y puede seguir teniendo un 93.17 % de predicciones correctas (93 

predicciones acertadas, falsas o verdaderas de 100 por ejemplo) basada por el modelo de MASK 

R-CNN escogido al final del análisis realizado en la metodología de la investigación ya 

mencionada, lo que indica que puede ser considerado a la hora de realizar tareas de identificación 

con altos niveles de complejidad. Además de un valor de 0.9440 de ROC (acrónimo de Receiver 

Operating Characteristic, o Característica Operativa del Receptor)-AUC (acrónimo de Area 

under the ROC Curve o Área bajo la curva), que indica una alta tendencia del algoritmo a 

clasificar de manera correcta a todas las clases involucradas en el proyecto. 
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4. Objetivos 

 

4.1 Objetivo General 

Diseñar un sistema de reconocimiento y clasificación de formas de objetos metálicos no 

permitidos en aeropuertos, usando las imágenes de los escáneres de los equipajes o maletas de 

manos. 

 

4.2 Objetivos Específicos 

1. Definir una herramienta de la inteligencia artificial para el procesamiento de imágenes 

(segmentación de imágenes) y redes neuronales convolucionales. 

 

2. Implementar un prototipo funcional del sistema (software) en un entorno de 

procesamiento de imágenes, con el fin de mostrar la salida de los resultados, ingresar datos de 

escaneo y ejecutar las acciones visuales y sonoras, indicando que un equipaje o maleta de mano 

contiene un objeto corto punzante, arma de fuego o un artefacto peligroso. 

 

3. Validar el sistema previamente construido, mediante datos manipulados, con el fin de 

simular diferentes escenarios y que estos no hayan sido utilizados en etapas de enteramiento y 

validación de este. 
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5. Marco de referencia. 

5.1 Revisión de antecedentes. 

Estudiantes de la Escuela de Ingeniería de Sistemas y Computación de la Universidad del 

Valle, en conjunto con estudiantes de la Escuela de Ingeniería Industrial, Informática y 

Aeronáutica de la universidad de León (España) desarrollaron un estudio acerca de la revisión 

sistemática de métodos para localizar automáticamente objetos en imágenes, en el cual 

implementaron una discusión sobre las diferentes arquitecturas y metodologías, incluyendo la 

segmentación basada en la codificación de los pixeles de la imagen. Con base en el proyecto 

antes mencionado, se resalta la implementación de cada una de las arquitecturas, para el 

reconocimiento de imágenes a través del aprendizaje profundo, el cual, aunque según las pruebas 

experimentales, las limitaciones de hardware determinadas en el proyecto, se obtuvieron 

resultados que, aunque en valores de métricas de clasificación no fueron las más deseables 

(menores al 60%) fueron suficientes para cumplir con el objetivo del proyecto. También 

determinan la metodología o arquitectura MASK-RCNN, la cual a través de segmentación de 

instancias y redes neuronales convolucionales es la que mejor detecta los objetos, aunque 

signifique un alto costo computacional (Chaves Deisy, 2018).  

Se han elaborado estudios acerca de la segmentación de instancias aplicadas con 

aprendizaje profundo como es el caso de la segmentación objeto-fondo mediante redes 

convolucionales, el cual se compone de una red neuronal convolucional que es capaz de 

identificar objetos prediscriminados para separarlos de su fondo, mediante la segmentación 

semántica. Al analizar a fondo el proyecto se puede ver que las arquitecturas preseleccionadas 

para el desarrollo del mismo, según su necesidad se escoge una arquitectura utilizada por la 
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empresa Facebook para el reconocimiento de patrones como la detección de mensajes 

subliminales en imágenes enviadas por la red de Facebook, nombrada como DeepPyramid-DPM 

(parte de la aplicación de cualquier DPM mediante el uso de una CNN), la detección mediante 

modelos por partes (se divide el objeto en distintas secciones, produciendo un aumento en la 

complejidad computacional) y mediante modelos holísticos (filosofía educacional y forma 

constructivista basada en la premisa de que toda persona encuentra su identidad, significado y 

sentido de su vida a través de nexos con la comunidad, el mundo natural, valores como la 

compasión y la paz) (K. Alejandro, 2018). 

En la Universidad Tecnológica de Pereira (UTP) se desarrolló el proyecto “Redes 

Neuronales aplicadas al análisis de imágenes para el desarrollo de un prototipo de un sistema de 

seguridad”. Se resalta su implementación en lenguaje C y elaboración con la arquitectura FANN 

(Fast Artificial Neural Network, Red Neuronal Artificial Rápida) que es una librería de C para el 

manejo de redes neuronales. Dicha librería permite el uso de redes multicapa total ó parcialmente 

conectadas. En este proyecto utilizan la extracción de características de las imágenes en tiempo 

real de un sistema de seguridad por video y fotografía, en donde dividen el modelo a implementar 

en dos redes primarias ó principales, siendo la primera la encargada de la comparación de pixeles 

y operaciones morfológicas para filtrar elementos o ruidos no necesarios, y la segunda parte de la 

red, es la encargada de detectar patrones mediante el principio de convolución y agrupamiento 

(utilizado para acelerar el proceso de entrenamiento). Además, es importante resaltar que el 

proyecto fue realizado para ser manipulado de una forma local (mediante una computadora 

MAC) y en una red de seguridad mediante la arquitectura cliente/servidor, y una interfaz de 

alarma visual y auditiva (Gonzales, 2009). 
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Existe una comunidad internacional que trabaja en conjunto con la Universidad 

Northeastern y entidades gubernamentales nacionales de Estados Unidos e internacionales como 

es el Centro de excelencia (COE, por sus siglas en inglés) del Departamento de Seguridad 

Nacional de múltiples universidades, el cual lleva el nombre de conciencia y ubicación de 

amenazas relacionadas con explosivos, ALERT por sus siglas en inglés, el cual realiza 

investigaciones sobre caracterización, detección, mitigación y respuesta efectivas a las amenazas 

relacionadas con explosivos en entornos o contextos aéreos, que enfrenta el país y el mundo, 

centrando como su herramienta de investigación las tomografías computacionales (Rayos X y 

rayos T u ondas milimétricas) en los equipajes de usuarios aéreos, basándose con bases de datos 

destinadas al uso netamente académico. Para lo cual están constituidos en dependencias o líneas 

de investigación en aeropuertos como lo son: segmentación de tomografía computacional (TC) en 

equipajes de usuarios aéreos, reconstrucción de datos de imágenes correspondientes a escaneos 

de objetos de interés en presencia de varias cantidades de desorden, utilizando un escáner de TC 

médico, reconocimiento automatizado de amenazas (ATR) y técnicas de segmentación que van 

desde la basada en el umbral de la imagen hasta una segmentación de instancias, en conjunto con 

el Instituto Politécnico Rensselaer desarrollaron un conjunto de datos anotados que refleja con 

precisión el problema de re-identificación de personas en el mundo real (Northeastern University, 

2019). 

En el departamento de ciencia de cómputo de la Universidad de Aalto, se implementó un 

modelo de aprendizaje profundo, con el fin de segmentar núcleos biológicos, los cuales no se 

realizaban en la práctica sin la supervisión de un experto en el área, lo anterior se realizó 

mediante pruebas en las diferentes metodologías de redes neurales convolucionales, centrando el 
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estudio en MASK-RCNN y U-NET (Arquitectura de red en forma de U o en ingles network 

architecture in form of U), las cuales se evaluaron como arquitectura final encontrando que las 

precisiones y segmentaciones de los sistemas elaborados eran muy bajos, según la necesidad y 

efectividad del proyecto, por lo cual decidieron fusionar las arquitecturas ya nombradas, 

encontrando una respuesta significativamente superior en comparación con las anteriores. De lo 

anterior se puede resaltar que las arquitecturas basadas en redes neuronales convolucionales se 

deben evaluar a tal punto de verificar sí es necesario fusionarlas, con el propósito de mejorar los 

indicadores de exactitud, porcentaje de error y tiempos de ejecuciones del modelo finalizado 

(Kannala Juho, 2019). 

En la universidad de la Rioja, se desarrolló un proyecto con el nombre de “Localización de 

objetos en imágenes mediante técnicas de aprendizaje profundo”. Se resalta la utilización de la 

arquitectura de redes neuronales convolucionales Fast-RCNN. El enfoque hacia la segmentación 

semántica aplicada en la herramienta de TensorFlow de Google y Keras por una visión de poder 

en un futuro analizar los mapas de calor de las interacciones entre objetos y humanos. Del modelo 

de red neuronal generado se aprecia en los indicativos de exactitud respuestas muy débiles con 

respecto a los valores numéricos por debajo del 70%, pero son aceptables porque en el transcurso 

del proyecto se define como única clase de estudio y de localización, el violín, por lo cual en el 

conjunto de imágenes de entrenamiento y de validación, la red solo tiene como fin aprender las 

características y patrones del violín. El contexto geográfico utilizado por los investigadores fueron 

los teatros de la ciudad, con ayuda de cámaras fotográficas normales y de calor enfrente de los 

violinistas, reduciendo las variaciones de entrada al modelo (sistema de localización) final 

(Gutiérrez Jonathan, 2018). 
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Realizando una revisión en las tesis de doctorado de la Universidad Politécnica de 

Valencia (España) se encontró el trabajo “Aplicación de reconocimiento en imágenes utilizando 

Deep Learning o aprendizaje profundo con OpenCV”, el cual utiliza la arquitectura DNN (Deep 

Neural Network, o Red Neuronal Profunda), que son redes neurales profundas cuyo principio de 

funcionamiento se basa en clasificadores de imágenes y la implementación de un servidor, 

renderización y la comunicación ZeroRPC, lo que asegura la virtualización y comunicación entre 

cliente y servidor del proyecto, utilizando además  múltiples capas de neuronas artificiales 

(perceptrones) que mejoran las métricas de clasificación del modelo entrenado por la DNN, que 

facilita el entrenamiento del modelo con base a modelos previamente entrenados. De lo anterior 

se resalta el no uso del aprendizaje por transferencia, en donde pudieron haber escogido un 

modelo previamente entrenado con miles de capas y con ayuda de los coeficientes adaptativos o 

pesos de la red, conseguir resultados teóricamente aceptables e implementarlo en el algoritmo de 

predicción del trabajo. Sin embargo, según sus resultados y conclusiones la generación de una 

DNN con múltiples capas generadas por los autores del proyecto consiguió buenos resultados 

debido a que se contaba con excelentes recursos computacionales para la etapa de entrenamiento 

(Ospina Alejandro, 2018). 

En la Universidad Nacional de Colombia, como tesis de maestría en automatización 

industrial se desarrolló un sistema citado “Caracterización y clasificación de café cereza usando 

visión artificial” en el cual se destaca el uso de Clustering K, redes neuronales y estadístico 

(Bayesiano). El objetivo principal del proyecto fue obtener el menor error del modelo 

seleccionado y una respuesta en la curva ROC eficiente. Además, se resalta el uso de métodos de 

selección de características mediante el uso de metodologías como: Fisher, PCA, ANOVA, 
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MANOVA y correlación, las cuales fueron confrontadas con las clases de estudios y 

características estudiadas, con el fin de obtener características relevantes para el modelo del 

sistema (Sandoval, 2005). 

Estudiantes de la Universidad Militar Nueva Granada de Bogotá, elaboraron un proyecto 

enfocado a la disminución de costos en reparaciones de pavimentos, por una mala elaboración y 

compactación de la mezcla, el estudio previamente detallado tiene el nombre de “Técnicas de 

inteligencia artificial utilizadas en el procesamiento de imágenes y su aplicación en el análisis de 

pavimentos” del cual se resalta la implementación de un sistema de automatización difusa, la cual 

se basa en un algoritmo de clasificación, en donde la imagen de entrada es filtrada, para después 

extraerle las características necesarias en el estudio y proseguir con una normalización con el fin 

de compactar la información deseada u objeto de investigación, y así poder evaluar en tres 

metodologías diferentes: redes neuronales artificiales KNN, SVM poly y RBF kernel, y por 

último poder generar comparaciones entre resultados de las tres metodologías, ya nombradas y, 

así poder tomar como decisión final la mejor respuesta con base al error y exactitud de cada 

modelo (Ortiz, 2019). 

Estudiantes de la Universidad Industrial de Santander elaboraron el proyecto “Detección 

automática de grietas de pavimento asfáltico aplicando características geométricas y descriptores 

de forma”. Se destaca la caracterización basada en principios geométricos para el desarrollo de 

segmentación semántica de las grietas y la creación de grietas futuras mediante la cadena de 

Freeman, con el fin de generar más datos de prueba y tener una visión futurística. Las imágenes 

captadas como datos relevantes fueron pre-procesados con el fin de aumentar indicadores de 

precisión y sensibilidad. También, es importante resaltar que se logró la eliminación de grietas 
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falsas ya sea por basuras o manchas ubicadas en los pavimentos, lo que dio una robustez al 

sistema y mediante el uso de ANN (Artificial Neural Network, o red neuronal artificial) se 

cargaron y guardaron los coeficientes adaptativos o pesos del modelo determinantes para el 

proyecto (Porras Hernán, 2012). 

Tabla 1. Cuadro comparativo de trabajos investigados en el desarrollo del proyecto de grado 

Nombre proyecto Método 

implementado 

Resultados Ventajas del 

modelo usado 

Tecnología 

utilizada 

Referencia 

Redes Neuronales 

aplicadas al 

análisis de 

imágenes para el 

desarrollo de un 

prototipo de un 

sistema de 

seguridad (2009). 

FANN (Fast 

Artificial Network 

Neural, red 

neuronal artificial 

rápida). 

0.79 de acuraccy o 

exactitud, basado en 

la matriz de 

confusión. 

El método de RPN 

(Red de Propuesta 

de Región) permite 

que la detección de 

objetos pueda ser 

casi en tiempo real, 

aproximadamente 

0.12 segundos 

(condiciones ideales 

de hardware). 

MacBook Pro 

Intel Core I7 16" 

Pulgadas RAM 8 

GB Disco Sólido 

512 GB 

(Gonzales, 

2009). 

Reconocimiento 

automatizado de 

amenazas (ATR) 

(2019). 

U-NET (Red 

neuronal 

convolucional 

sesgada o en “U”). 

0.75 de acuraccy o 

exactitud, basado en 

la entropía cruzada 

El uso de 

información de 

color, bordes y super 

píxeles en la imagen 

permite determinar 

de forma rápida un 

conjunto de regiones 

que puede contener 

objetos. 

Computador 

Huawei mejorado 

con GPU 

NVIDIA TITAN 

V, tiene 12 GB 

HBM2 memoria, 

640 núcleos de 

tensión y 5120 

núcleos de 

arquitectura 

unificada de 

(Northeastern 

University, 

2019). 
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dispositivos de 

cómputo. 

Localización de 

objetos en 

imágenes 

mediante técnicas 

de aprendizaje 

profundo (2018). 

Fast-RCNN (redes 

neuronales 

convolucionales 

rápidas). 

0.91 de acuraccy o 

exactitud, basado en 

pérdida logarítmica. 

El cálculo de las 

características de 

CNN se realiza en 

una sola iteración, 

logrando que la 

detección de objetos 

sea 25 veces más 

rápida que el método 

RCNN (requiere 20 

segundos en 

promedio para 

analizar una 

imagen). 

La herramienta 

TensorFlow de 

GOOGLE y con la 

ayuda de la GPU 

de NVIDIA con 

núcleos de 

arquitectura 

unificada de 

dispositivos de 

cómputo y con 

capacidad de 

procesamiento de 

3.2. 

 

(Gutiérrez 

Jonathan, 

2018).  

Aplicación de 

reconocimiento en 

imágenes 

utilizando Deep 

Learning o 

aprendizaje 

profundo con 

OpenCV (2018). 

Perceptrones, 

basándose en una 

red neuronal 

profunda. 

0.93 de Accuraccy 

(exactitud) 

El uso de una sola 

red hace que la 

localización de los 

objetos sea más 

rápida que los 

métodos Fast-

RCNN y Faster-

RCNN. 

ZeroRPC (es una 

capa de 

comunicación 

para sistemas 

distribuido cliente 

servidor) y 

Aestros 

(plataforma web 

para monitorear 

los resultados). 

(Ospina 

Alejandro, 

2018). 

Detección 

automática de 

grietas de 

ANN (Artificial 

Neural Network, o 

0.83, basado en el 

área bajo la curva 

La red neuronal 

artificial es capaz de 

aprender cualquier 

Computador 

MacBook Pro 

(Porras 

Hernán, 

2012). 
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pavimento 

asfáltico 

aplicando 

características 

geométricas y 

descriptores de 

forma (2018). 

red neuronal 

artificial. 

AUC y sensibilidad 

de 93.9%. 

función no lineal. 

Las ANN tienen la 

capacidad de 

aprender 

coeficientes 

adaptativos que 

asignan cualquier 

entrada a la salida. 

Intel Core i5, 4 

GB de RAM. 

Detección de masa 

en tomo síntesis 

digital de mama 

(2016). 

Red neuronal 

convolucional 

profunda DCNN 

(Deep 

Convolutional 

Neuronal 

Network). 

Accuraccy=0.90, 

sensibilidad=91%. 

 

El uso de un 

algoritmo de 

ramificación y poda 

permite la 

identificación rápida 

de regiones que 

pueden contener 

objetos. 

Entorno grafico 

propio con GPU 

Tesla V100, que 

ofrece 

configuraciones 

de 16 y 32 GB, y 

proporciona un 

rendimiento 

equivalente al de 

32 CPU en una 

sola GPU. 

(Ravi K. 

Samala, 

2016). 

Clasificación 

digital de tumores 

mamográficos 

mediante el 

aprendizaje por 

transferencia de 

redes neuronales 

convolucionales 

profundas. 

Red neuronal 

convolucional, 

con la ayuda de la 

potencialización 

de la capa de 

filtros en donde se 

introdujo el 

proceso de 3 

iteraciones no 

comunes, para 

Con aprendizaje por 

transferencia se 

consiguieron 

resultados de 

precisión basado en 

Matriz de Confusión 

= 0,86, y sin utilizar 

transferencia de 0.83. 

CNN aprende los 

filtros 

automáticamente sin 

mencionarlos 

explícitamente. 

Estos filtros ayudan 

a extraer las 

características 

correctas y 

Sistema de 

diagnóstico 

asistido por 

computadora 

(CADx). 

(Benjamin Q. 

Huynh, 

2016). 
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extraer así más 

características, 

simulando la 

creación de más 

capas de redes.  

relevantes de los 

datos de entrada. 

 

Con base en la tabla 1, en la cual se presenta la comparación de los distintos proyectos 

desarrollados en la línea de investigación que el presente trabajo, se puede llegar a concluir que 

este proyecto cumple con valores satisfactorios de métricas de clasificación. Así mismo, se 

demuestra cómo la inteligencia artificial es una gran herramienta para la seguridad área. Además 

de especificar que a diferencia de los proyectos investigados en la Tabla 1, se implementa una 

arquitectura MASK RCNN que se alinea con la segmentación de clases de personas, animales, 

ropa, vehículos y, que por primera vez se lleva a una línea de seguridad como es la regulación del 

ingreso de maletas y equipajes de mano en aeropuertos, de igual manera se realza la elaboración 

de respuestas audio visuales y por mensaje de correo electrónico que aunque no hagan parte del 

objetivo principal, ni de los objetivos exaltan al sistema RCOPI. 

 

Figura 1. Uso de las diferentes arquitecturas de CNN profunda. Fuente: MIT (Massachusetts Institute 

of Technology). 
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Como refleja la figura 1, durante fines del año 2019, la arquitectura de MASK R-CNN ha 

pasado a ser la más usada, cuya tendencia se ha mantenido por el resto del presente año, lo que da 

soporte referencial del por qué elegir esta arquitectura, además de lo contemplado en la Tabla 1 

del proyecto, donde se muestra los parámetros relevantes de desempeño de un proyecto elaborado 

con inteligencia artificial, a arquitecturas usadas en redes neuronales convolucionales con 

segmentación, en donde había un proyecto implementado con MASK R-CNN, el cual entrega 

resultados satisfactorios para el investigador del proyecto y la comunidad investigativa. 

 

5.2 Marco Teórico. 

5.2.1 Detección de objetos 

La detección de objetos es una tecnología computacional relacionada con la visión 

artificial y el procesamiento de imagen que trata de detectar clases de objetos semánticos de una 

cierta clase (como humanos, edificios, o coches) en vídeos e imágenes digitales, de la cual se 

aprovecha las características antes nombradas para la realización del proyecto, ya que en 

conjunto con la segmentación (semántica o de instancias) facilita y genera buenos hábitos de 

desarrollo de metodologías de reconocimiento e identificación de clases de objetos. Los ámbitos 

mejor desarrollados de detección de objetos incluyen detección de caras, detección de personas, 

cosas y animales. La detección de objetos tiene aplicaciones en muchas áreas de visión artificial, 

incluyendo recuperación de imágenes y video vigilancia (Pingkun Yan, 2007). 
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Figura 2. Ilustración de detección de objetos en una imagen. Fuente: (Salcedo, 2018) 

La detección de objetos es la parte de la visión artificial que estudia cómo detectar la 

presencia de objetos en una imagen sobre la base de su apariencia visual (ver figura 2), bien sea 

atendiendo al tipo de objeto (persona, coche, perro, entre otras clases). Generalmente se pueden 

distinguir dos partes en el proceso de detección: la extracción de características del contenido de 

una imagen y la búsqueda de objetos basada en dichas características. 

5.2.2 Matriz de confusión 

Es una herramienta que permite la visualización del desempeño de un algoritmo que se 

utiliza para el aprendizaje supervisado. Cada columna de la matriz representa el número de 

predicciones de cada clase, mientras que cada fila está asociado a las instancias en la clase real. 

Uno de los beneficios de las matrices de confusión es que facilitan ver si el sistema está 

confundiendo dos clases (Krzanowski, 2009). 
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Figura 3. Matriz de confusión. Fuente: Rpubs (Zelada, 2017). 

En la figura 3, se presenta una matriz de confusión binaria, ubicando o clasificando las 

predicciones realizadas durante la validación de un modelo de inteligencia artificial ya entrenado. 

Con base en lo anterior, la matriz de confusión da a indicar cuantas predicciones fueron correctas, 

a las que se le suele llamar verdadero positivo y negativo (ubicados por lo regular en la diagonal 

principal). Además, indica la cantidad de veces que el modelo de inteligencia artificial no fue 

acertado, denominando las predicciones como incorrectas o como falsos negativos y positivos. 

Con base en lo anterior, se presentan las métricas de calificación usadas con ayuda de la matriz 

de confusión: 

5.2.2.1 Sensibilidad 

Sensibilidad (Recall en inglés) es la proporción de los casos reales positivos que son 

correctamente predichos. Esta medida la cobertura del real casos positivos por el VP Regla 

(Predicción positiva). Su característica más importante es, que refleja cuantas predicciones 

positivas fueron encontradas, es decir que es capaz de informar sobre la cantidad de aciertos 

correctos que el modelo de machine learning es capaz de identificar (POWERS, 2011) tal y como 

ilustra la figura 4, en donde se refleja la segmentación o selección de unos datos ubicados en la 

parte de datos relevantes del conjunto de datos de validación. 

Se define de la siguiente manera: 
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Figura 4. Análisis de contexto de sensibilidad. Fuente: Precision and Recall de Walber (FeanDoe).  

𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑 =
𝑉𝑃

𝑉𝑃 + 𝐹𝑁
 

(1) 

 

La sensibilidad está asociada a verdaderos positivos (VP, aciertos respaldados por un 

humano) con la suma de estos y los falsos negativos (FN, aciertos negativos fallados). 
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5.2.2.2 Exactitud 

La exactitud (Accuraccy en inglés) mide el porcentaje de casos que el modelo ha acertado. 

Se refiere a qué tan cerca del valor real se encuentra el valor medido. En términos estadísticos, la 

exactitud está relacionada con el sesgo de una estimación. Cuanto menor es el sesgo más exacto 

es una estimación. Cuando se expresa la exactitud de un resultado, se expresa mediante el error 

absoluto que es la diferencia entre el valor experimental y el valor verdadero (POWERS, 2011). 

𝐸𝑥𝑎𝑐𝑖𝑡𝑢𝑑 =
𝑉𝑃 + 𝑉𝑁

𝑉𝑃 + 𝑉𝑁 + 𝐹𝑁 + 𝐹𝑃
 

 

(2) 

 

La exactitud está asociada a todos los resultados de la diagonal principal verdaderos 

positivos y negativos (VP y VN, aciertos respaldados y no respaldas por un humano 

respectivamente) con la suma de estos, los falsos negativos y positivos (FN y FP, aciertos 

negativos fallados y respaldados). 

 

5.2.2.3 Precisión 

Se refiere a la dispersión del conjunto de valores obtenidos de mediciones repetidas de 

una magnitud. Cuanto menor es la dispersión mayor la precisión. Una medida común de la 

variabilidad es la desviación estándar de las mediciones y la precisión, se puede estimar la 

función de ella. Es importante resaltar que la automatización de diferentes pruebas puede 

producir un aumento de la precisión. Esto se debe a que, con dicha automatización, lo que se 

logra es disminuir los errores manuales o su corrección inmediata. No hay que confundir 

resolución con precisión. La métrica de precisión, se puede medir la calidad del modelo de 

machine learning en tareas de clasificación  (POWERS, 2011). 
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𝑝𝑟𝑒𝑠𝑖𝑐𝑖𝑜𝑛 =  
𝑉𝑃

𝑉𝑃 + 𝐹𝑃
 

 

(3) 

 

La sensibilidad está asociada a verdaderos positivos (VP, aciertos respaldados por un 

humano) con la suma de estos y los falsos positivos (FP, aciertos negativos respaldados). 

5.2.2.4 Puntuación F1 

El Valor-F o Score F1 en inglés es la medida de precisión que tiene una prueba, es decir 

es la media estadística entre la entre la precisión y la sensibilidad. Se suele utilizar en la fase de 

pruebas de algoritmos de búsqueda, recuperación de información y clasificación de objetos 

(POWERS, 2011).  

𝐹1 = 2 ∗
𝑉𝑃

2𝑉𝑃 + 𝐹𝑃 + 𝐹𝑁
 

(4) 

 

5.2.3 Convolución 

La convolución es una operación que, en el dominio del tiempo discreto ó continuo, 

permite obtener la salida de un sistema ante una entrada, conociendo la entrada y la respuesta al 

impulso de dicho sistema, el cual puede encontrarse en un dominio discreto o continuo para 

sistemas lineales e invariantes en el tiempo. En la figura 5, se presenta como una entrada al 

ingresar a un sistema, da como resultado una señal de salida (es el resultado de la convolución 

entre la entrada y el sistema). Además, se puede implementar por medio de una sumatoria para 

sistemas discretos o por una integral continua en sistemas continuos (Willsky, 1998). 
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Figura 5. Ilustración de un sistema en el cual se refleja la operación de convolución. 

Fuente: (Romero, 2019). 

 

5.2.4 Segmentación 

La segmentación, en el campo de la visión artificial es el proceso de dividir una imagen 

digital en varias partes (grupos de píxeles) u objetos. El objetivo de la segmentación es 

simplificar y/o cambiar la representación de una imagen en otra más significativa y fácil de 

analizar. La segmentación, se usa tanto para localizar objetos como para encontrar los límites de 

estos dentro de una imagen. Entonces, la segmentación de la imagen es el proceso de asignación 

de una etiqueta a cada píxel de la imagen de manera que los píxeles que compartan la misma 

etiqueta también tendrán ciertas características visuales similares (Palomino, 2009). De este 

concepto se pueden deducir o dividir muchas clases de segmentación que son desarrolladas según 

la necesidad del procesamiento a realizar, como en el caso de la segmentación de instancias que 

aprovecha la separación de cada píxel para formar una máscara que sea capaz de diferenciar 

objetos de una misma clase sin importar de que estas contengan diferentes propiedades en sus 

pixeles. 
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Figura 6. Imagen ilustrativa de la segmentación y sus procesos internos. Fuente: (Varpa, 2020). 

El resultado de la segmentación de una imagen es un conjunto de segmentos que cubren 

en conjunto a toda la imagen tal y como se ilustra en la figura 6 en donde se refleja cómo se 

aplica la segmentación a una imagen original desde una umbralización, promedia, varianza 

estadística, o un conjunto de las curvas de nivel extraídas de la imagen. Cada uno de los píxeles 

de una región es similar en alguna característica, como el color, la intensidad o la textura. 

Regiones adyacentes son significativamente diferentes con respecto a la(s) misma(s) 

característica(s). En la figura 6 el proceso exitoso de la segmentación según la herramienta 

utilizada se visualiza en el cómo la imagen del payaso de la figura original sufre de alteraciones 

en sus bits de información, las cuales hacen que estos se vean más oscuros o claros según sea el 

caso (umbralización y media local y global). Asimismo, se visualiza que en el caso de la varianza 

la imagen original sufre de alteraciones por grupos o matrices de bits de la imagen, siendo estas 

alteraciones más fuertes en los lugares cercanos al payaso de la gráfica original (Palomino, 2009). 
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5.2.5 Segmentación de instancias 

La segmentación de instancias consiste en identificar cada instancia de un objeto en 

función a cada objeto conocido dentro de una imagen, logrando distinguir y etiquetar objetos de 

las mismas clases, con el fin de poder diferenciar con exactitud las características de los distintos 

objetos que se pueden encontrar en la imagen de entrada del modelo (Torr, 2017). La 

segmentación de instancias asigna una etiqueta a cada píxel de la imagen, creando así una 

máscara de color aleatorio sobre la clase a segmentar, tal y como se ilustra en la figura 7 en 

donde presenta cómo se detecta a una persona (clase objetivo) y después es segmentada con un 

cuadro azul sumado a una máscara del mismo color.

 

Figura 7. Segmentación de instancias aplicada en personas, en donde se refleja la detección y máscara 

detectada en la persona. Fuente: (Rosebrock, 2018). 

La segmentación de instancias requiere: 

● Detección de objetos en una imagen. Aquí el objetivo es clasificar objetos 

individuales y localizar cada instancia de objeto usando un cuadro delimitador. 
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● Segmentando cada instancia. Aquí el objetivo es clasificar cada píxel en un conjunto 

fijo de categorías sin diferenciar las instancias de objeto. 

5.2.6 Curva ROC 

Una curva ROC (curva de característica operativa del receptor), es un gráfico que muestra 

el rendimiento de un modelo de clasificación en todos los umbrales, siendo un indicador 

importante, ya que toma como un indicativo de estudio de análisis y elección de metodología o 

arquitectura estudiada en el progreso del presente proyecto. Esta curva representa dos parámetros: 

● Tasa de verdaderos positivos (TPR): Indica que, durante el entrenamiento, cuáles 

fueron los aciertos en la clasificación de objetos, que mediante supervisión humana o de un 

sistema con alta precisión fueron exitosos: es sinónimo de exhaustividad y, por lo tanto, se define 

de la siguiente manera: 

TPR =
𝑉𝑃

𝑉𝑃 + 𝐹𝑁
 

(5) 

 

 

La tasa de verdaderos positivos relaciona los verdaderos positivos (VP, aciertos respaldados 

por un humano) con la suma de estos y los falsos negativos (FN, aciertos negativos fallados). 

● Tasa de falsos positivos (FPR): Indica durante el entrenamiento cuáles fueron los 

aciertos fallidos en la clasificación de objetos, que mediante supervisión humana o de un sistema 

con alta precisión fueron relacionados en la clase objetivo, pero realmente no pertenecen a ella. 

Se define de la siguiente manera: 

FPR =
𝑉𝑁

𝑉𝑁 + 𝐹𝑁
 

(6) 
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La tasa de verdaderos positivos relaciona los verdaderos negativos (VN, aciertos no 

respaldados por un humano o equivocaciones del sistema) con la suma de estos y los falsos 

positivos (FP, aciertos negativos acertados). 

Una curva ROC representa TPR frente a FPR en diferentes umbrales de clasificación. 

Reducir el umbral de clasificación clasifica más elementos como positivos, por lo que aumentarán 

tanto los falsos positivos como los verdaderos positivos. En la figura 8, se ilustra una curva ROC 

típica (Krzanowski, 2009): 

 

 

Figura 8. Tasa de VP frente a FP en diferentes umbrales de clasificación. Fuente: Machine learning 

Crash (Google, 2020). 

5.2.7 Curva AUC 

AUC (Area Under Curve o, área bajo la curva) significa "área bajo la curva ROC”. Esto 

significa que el AUC mide toda el área bidimensional por debajo de la curva ROC completa 

(piensa en un cálculo integral) de (0,0) a (1,1) tal y como se presenta la figura 9, en la cual el área 

esta demarcada de color gris. El cálculo corresponde a la integral bajo la curva ROC. 
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Corresponde a un valor que indica según el umbral de normalización (normalmente 1), la tasa de 

predicciones correctas versus la tasa de predicciones incorrectas. El AUC proporciona una 

medición agregada del rendimiento en todos los umbrales de clasificación posibles. Una forma de 

interpretar el AUC es cómo la probabilidad de que el modelo clasifique un ejemplo positivo 

aleatorio más alto que un ejemplo negativo aleatorio (Krzanowski, 2009). 

 

Figura 9. AUC (área bajo la curva ROC). Fuente: Machine Learning Crash (Google, 2020). 

5.2.8 Redes neuronales convolucionales 

También conocidas por sus siglas en inglés CNN (Convolutional Neural Network) son un 

tipo de redes neuronales con capas convolucionales o filtros que funcionan de potenciador de 

aprendizaje para la red neuronal. En las capas de la red neuronal convolucional, en lugar de tener 

coeficientes adaptativos independientes por cada neurona, se utilizan para definir un filtro 

convolucional que se aplica a la información de entrada para aplicar la función de activación al 

resultado de la convolución. En una capa convolucional, hay varios parámetros a definir: El 

primero, el tamaño del filtro convolucional; segundo, el paso de convolución (o stride) que define 
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el desplazamiento que aplicamos al filtro a la hora de realizar la convolución y, finalmente, la 

operación de los bordes, si son rellenados la parte exterior de la imagen de entrada para que el 

filtro pueda operar en esa zona, o si se elige que el filtro tan solo opere dentro de la zona de la 

imagen (se denomina padding a este proceso). Según la selección, a estos parámetros, se define la 

dimensión que tendrá la información en la capa de salida. Ya en la parte final de la red neuronal 

convolucional, se encuentra con una capa densa conectada completa o comúnmente denominada 

fully connected en inglés, seguida de una capa que transforma los valores a probabilidad (Mario, 

2018). 

Las capas completamente conectadas o fully connected en inglés, tienen la característica 

que todas sus neuronas están interconectadas con las neuronas de la capa anterior y posterior. 

Esta característica no las hace especialmente útiles cuando se trabaja con una gran cantidad de 

nodos, ya que las conexiones aumentan con mucha rapidez. Finalmente, hay que aplicar una 

última capa, que transforme los valores de salida de la capa fully connected en valores 

probabilísticos, de manera que se tenga un valor adecuado para realizar la clasificación. Ejemplos 

de estas capas podrían ser la capa softmax, que recibiendo la misma cantidad de neuronas que 

clases, asigna una probabilidad a cada una de las clases en función de los valores recibidos y que, 

definida por la siguiente función mostrada a continuación, o una capa con neuronas activadas 

mediante la función sigmoid, muy utilizada porque sus valores de salida van de 0 a 1, 

coincidiendo con los valores posibles de la probabilidad (Mario, 2018). 
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Figura 10. Proceso de una red neuronal convolucional, en la cual se ingresa una imagen de entrada y 

esta pasa a ser objeto de un procesamiento de imágenes. Fuente: (Freire, 2019). 

En la figura 10, se presenta el proceso natural de una red neuronal convolucional, en 

donde se tiene una imagen de entrada. se realiza la operación de convolución con un kernel o 

filtro que extrae neuronas que van alimentando los procesos de submuestreo y demás 

convoluciones iniciales que por último alimentan a redes completamente conectadas, siendo estas 

las encargadas de alimentar la capa final de predicción, regularmente activada por una función de 

activación probabilística. 

5.2.9 Máscara RCNN 

Es una red neuronal profunda destinada para resolver problemas de segmentación de 

instancias en aprendizaje automático o visión por computadora. En otras palabras, puede separar 

diferentes objetos en una imagen o un video. El funcionamiento básico de esta detección de 

objetos con ayuda de la arquitectura es ingresar una captura de imagen o trama de video, y que la 

arquitectura con base a una primera red neuronal extraiga características, que serán usadas en la 

ubicación de cuadros delimitadores, encargados de ubicar al objeto y de la creación de la máscara 

de pixeles ubicada en el objeto detectado, y por ultimo cruzar las características encontradas con 

capas completamente conectadas para determinar qué clase de objeto se ha detectado. 
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Existen dos etapas en la arquitectura de Máscara RCNN, la primera genera propuestas 

sobre las regiones donde podría haber un objeto basado en la imagen de entrada, y la segunda 

etapa predice la clase del objeto, refina el cuadro delimitador y genera una máscara en el nivel de 

píxeles del objeto en función de la propuesta de la primera etapa, ver figura 11 donde se 

presentan las etapas antes mencionadas. Ambas etapas están conectadas a la estructura de la red 

troncal (Kaiming, 2017). 

 

Figura 11. Proceso de arquitectura MASK RCNN. Fuente: (Bakshi, 2018). 

 

5.2.10 Funcionamiento de MASK RCNN 

• La imagen se pasa por CNN para generar los mapas de características. 

• Red de regiones propuesta o Region Proposal Network (RPN) utiliza una CNN 

para generar múltiples regiones de interés (RoI) mediante un clasificador binario 

ligero. Lo hace usando 9 cuadros de anclaje sobre la imagen. El clasificador 

devuelve puntuaciones de objeto y no objeto.  

• La red de extracción de regiones de interés o RoI Align genera múltiples cuadros 

delimitadores en lugar de uno único definido y los deforma en Quna dimensión fija. 

• A continuación, las características deformadas se introducen en capas 

completamente conectadas para realizar la clasificación utilizando funciones de 
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activación de neuronas y la predicción del cuadro de límite se refina aún más 

utilizando el modelo de regresión. 

• Las características deformadas también se introducen en el clasificador de 

máscara, que consta de dos CNN para generar una máscara binaria para cada RoI. 

MASK Classifier permite a la red generar máscaras para cada clase sin 

competencia entre clases 

 

5.2.11 Hiperparámetros de MASK RCNN 

Los siguientes corresponden a algunos de los hiperparámetros específicos para MASK R-

CNN: 

5.2.11.1 Columna vertebral 

Backbone ó columna vertebral es la arquitectura Conv Net que se utilizará en el primer 

paso de MASK R-CNN. Las opciones disponibles para elegir Backbones incluyen ResNet50, 

ResNet101 y ResNext101 (arquitecturas de CNN preestablecidas y casi siempre ya pre 

entrenadas) que se ilustra en el diagrama de bloques de la figura 12 en donde se presenta cómo 

los datos deben de pasar por las diferentes capas o layers predefinidas por la columna vertebral 

escogida. Esta elección debe basarse en el compromiso entre tiempo de entrenamiento y 

precisión. ResNet50 tomaría relativamente menos tiempo que las otras dos y tiene varios pesos 

pre entrenados de código abierto para grandes conjuntos de datos como coco, lo que puede 

reducir considerablemente el tiempo de entrenamiento para diferentes proyectos de segmentación 

de instancias. ResNet 101 y ResNext 101 tomarán más tiempo para el entrenamiento (debido a la 

cantidad de capas), pero tienden a ser más precisos si no hay pesos pre-entrenados involucrados y 

los parámetros básicos como la tasa de aprendizaje y el número de épocas están bien ajustados. 
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Un enfoque ideal sería comenzar con pesos previamente entrenados disponibles como 

COCO, que es un modelo entrenado con más de 80 clases de objetos de cocina, belleza, deportes 

y personas, además del uso de la Backbone ResNet 50 y evaluar el rendimiento del modelo. Esta 

implementacion de transfering learnig disminuye los tiempos de entrenamiento y dota a las redes 

neuronales con miles de capas entrenadas y con bajo consumo. Si la precisión es de suma 

importancia y se dispone de una alta potencia de cálculo, se pueden explorar las opciones de 

ResNet101 y ResNeXt 101 (Abdulla, 2018). 

 

Figura 12. Diagrama de bloques de una red residual neuronal o columna vertebral. Fuente: (Tsang, 

2018). 

Por tanto, la salida de la función de activación relu es la suma de las convoluciones 

realizadas. Las capas de peso en realidad es aprender una especie de mapeo residual F (x) siendo 

este una resta de la salida de la convolución con la primera convolución realizada. 

5.2.11.2 Regiones de Interés ROI 

Es el proceso en el cual se extraen la información de la imagen que contiene como tal, la 

clase objetiva a trabajar, esto con el fin de minimizar los cálculos futuros de entrenamientos y 
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reducir así los tiempos de ejecución del algoritmo por cada imagen y por cada capa de la red 

neuronal convolucional. 

5.2.11.3  (Entrenamiento de ROIs por imagen) Train_ROIs_Per_Image 

Este es el número máximo de ROI que generará la Red de Propuestas de Región para la 

imagen, que se procesará para su clasificación y enmascaramiento en la siguiente etapa, lo cual se 

presenta en la figura 13. La forma ideal es comenzar con los valores predeterminados sí se 

desconoce el número de instancias de la imagen. Sí el número de instancias es limitado, se puede 

reducir para reducir el tiempo de formación. (Kilav, 2019)  

 

Figura 13. Ilustración de como una imagen de entrada alimenta a una CNN para detectar el grupo de 

ROI en los mapas de características. Fuente: (Xu, 2017). 
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5.2.11.4 Pesos de pérdida: 

MASK RCNN utiliza una función de pérdida compleja que se calcula cómo la suma 

ponderada de diferentes pérdidas en todos y cada uno de los estados del modelo. Los 

hiperparámetros de pérdida de peso corresponden al peso que el modelo debe asignar a cada una 

de sus etapas (Bobba, 2019). 

5.2.11.4.1 Rpn_class_loss:  

Corresponde a la pérdida que se asigna a la clasificación incorrecta de las cajas de anclaje 

(presencia / ausencia de cualquier objeto) por red de propuesta de Región. Esto debe aumentarse 

cuando el modelo no detecta varios objetos en la salida final. Aumentar el valor del parámetro 

Rpn_class_loss permite que la red de propuestas regionales lo captará (Bobba, 2019). 

5.2.11.4.2 Rpn_bbox_loss:  

corresponde a la precisión de localización del RPN. Este es el peso para ajustar en caso de 

que se detecte el objeto, pero el cuadro delimitador debe corregirse. 

5.2.11.4.3 Mrcnn_class_loss: 

 Corresponde a la pérdida que se asigna a la clasificación inadecuada del objeto que está 

presente en la propuesta de región. El valor de perdida de Mrcnn_class_loss se incrementará en 

caso de que el objeto se detecte en la imagen, pero esté mal clasificado. 

5.2.11.4.4 Mrcnn_bbox_loss:  

Esta es la pérdida, asignada en la localización del cuadro delimitador de la clase 

identificada, se incrementará si se realiza la clasificación correcta del objeto, pero la localización 

no es precisa. 
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5.2.11.5 Mrcnn_MASK_loss:  

Corresponde a las máscaras creadas en los objetos identificados, si la identificación a 

nivel de píxel es importante, dicho peso debe incrementarse (Bobba, 2019). 

Los hiperparámetros de la MASK RCNN mencionados anteriormente se presentan en la 

figura 14 para mayor compresión de la importancia de saber sobre que se puede configurar y en 

un futuro cómo mejorar la arquitectura de MASK RCNN para una implementación 

personalizada. 

 

Figura 14. Diagrama de bloques de los hiperparámetros antes detallados de la MASK RCNN. Fuente: 

Domesticación de hiperparámetros de la MASK RCNN (Bobba, 2019). 

5.2.12 Cajas de ancla 

La máscara R-CNN utiliza cuadros de anclaje para detectar múltiples objetos, objetos de 

diferentes escalas y objetos superpuestos en una imagen. En la figura 15 se presentan objetos a 
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diferentes escalas y objetos superpuestos en una imagen. Lo anterior mejora la velocidad y la 

eficiencia para la detección de objetos. Los cuadros de ancla son un conjunto de cuadros 

delimitadores predefinidos de cierta altura y ancho. Estos cuadros están definidos para capturar la 

escala y la relación de aspecto de clases de objetos específicos que desea detectar (Herreiz, 2018). 

 

Figura 15. Ilustración de cajas de ancla ubicadas en una imagen de entrada.  

Fuente: blog programador clic (Yifeng, 2020). 

5.2.13 Aprendizaje profundo 

El aprendizaje profundo permite que los modelos computacionales que se componen de 

múltiples capas de procesamiento aprendan representaciones de datos con múltiples niveles de 

abstracción. Estos métodos han mejorado dramáticamente el estado del arte en reconocimiento de 

voz, reconocimiento de objetos visuales, detección de objetos y muchos otros dominios como el 
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descubrimiento de fármacos y la genómica. El aprendizaje profundo descubre una estructura 

compleja en grandes conjuntos de datos mediante el uso del algoritmo de retro propagación para 

indicar cómo una máquina debe cambiar sus parámetros internos que se utilizan para calcular la 

representación en cada capa a partir de la representación en la capa anterior. Las redes 

convolucionales profundas han logrado avances en el procesamiento de imágenes, video, voz y 

audio, mientras que las redes recurrentes han iluminado datos secuenciales como el texto y la voz 

(Juergen, 2015). Además, las CNN tienden a entrenarse con regularidad como el cerebro de los 

seres humanos en la etapa de crecimiento de este, debido a que las neuronas reaccionan según 

estímulos previos, al igual que los perceptrones en el Deep learning. Lo anterior, se asocia con el 

aprendizaje supervisado, utilizado comúnmente en las CNN, para entrenar modelos en base a 

etiquetas ubicadas en la capa fully conected (ver figura 16). 

 

Figura 16. Imagen que ilustra el elemento fundamental del aprendizaje profundo, el cual se basa en 

redes de neuronas artificiales. Fuente: (López, 2019). 

5.2.14 Clasificación supervisada 

Clasificación supervisada, es una clase de cada instancia en el conjunto de entrenamiento 

es conocida. Los clasificadores supervisados más utilizados son los clasificadores binarios, que 

distinguen entre dos tipos de objetos o eventos. La función de clasificación se conoce como 
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discriminante. En el caso de los clasificadores de múltiples clases, son generados usualmente a 

partir de un número de clasificadores binarios combinados (ArcGIS, 2016).  

El rendimiento de un clasificador supervisado depende claramente del valor de la 

estimación de la salida de este en una predicción. La medida obvia del rendimiento es comparar 

la estimación de la clase contra la otra clase. El error del clasificador suele venir dado por el 

número total de casos mal clasificados (Schowengerdt, 2006). 

El rendimiento real de un clasificador viene dado por las clasificaciones realizadas sobre 

datos que nunca ha visto antes. Mejorar el rendimiento del conjunto de entrenamiento, puede 

tener el aparente efecto paradójico de empeorar la clasificación en otros datos (un efecto que se 

conoce con el nombre de sobre entrenamiento). Por esta razón, al evaluar el rendimiento de un 

clasificador, todos los datos disponibles se dividen en tres conjuntos distintos: primero, es el 

conjunto de entrenamiento: segundo: es un conjunto de validación que se utiliza para dar una 

medida intermedia del rendimiento del clasificador que tiene un conjunto de los parámetros que 

hay que ajustar y, por último, el conjunto de prueba, que se utiliza para evaluar el rendimiento del 

clasificador ajustado. 

 

5.2.15 Aprendizaje por transferencia 

El aprendizaje por transferencia es un método de aprendizaje automático en el que un 

modelo desarrollado para una tarea. Se reutiliza como punto de partida para un modelo en una 

segunda tarea. 

Es un enfoque popular en el aprendizaje profundo, que se utilizan modelos pre-entrenados 

como punto de partida en tareas de visión por computadora y procesamiento del lenguaje natural, 
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dados a que los vastos recursos informáticos y de tiempo necesarios para desarrollar modelos de 

redes neuronales sobre estos problemas y los enormes saltos en la habilidad. Con base en lo 

anterior se infiere el uso de este concepto en la justificación del uso de sistemas embebidos de 

bajos recursos computacionales, en donde su entrenamiento se realiza en una máquina con 

recursos computacionales que reduzcan los tiempos de la realización del proyecto y el paso 

siguiente sea descargar el modelo ya entrenado y llamarlo como una función en el sistema 

embebido después de haber cargado claramente el archivo en este que proporcionan sobre 

problemas relacionados (Jason, 2017). 

5.2.16 Transformaciones de las imágenes 

Después de ser adquirida la imagen se utilizan diferentes técnicas para realzar y mejorar la 

calidad de la imagen con: Transformaciones puntuales que son el resultado de una operación 

puntual, que depende sólo del nivel de gris de entrada de un punto. Las operaciones típicas 

puntuales incluyen la manipulación de los píxeles, por ejemplo, la binarización, la umbralización, 

etc. Transformaciones locales: Aquí, los valores de entrada de varios píxeles vecinos contribuyen 

al resultado del píxel de salida. Muchas operaciones son locales, por ejemplo, suavizado (media o 

promedio), extracción de características y realce de bordes, transformaciones globales.  

El total de datos de la imagen como valor de entrada contribuye al resultado de salida. Las 

operaciones globales se realizan a menudo por facilidad matemática en el dominio de la 

frecuencia, pero también puede usarse el dominio del tiempo, y demás utilizados en esta área. Un 

ejemplo es la compresión de imágenes que tomando el total de una imagen entrada obtiene una 

imagen comprimida de salida. Además de las transformaciones geométricas que se basan en el 

resultado de las diferentes posiciones de los niveles de gris en la imagen de entrada. Ejemplos 
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típicos son rotación, traslación, cambios de escala y rectificación, aunque ésta última también 

incluye transformaciones radiométricas de los píxeles (PRATT, 2001) en la figura 17 se presenta 

la transformación geométrica de rotación, en escala de grises realizada a una imagen original. 

 

Figura 17. Ejemplo de transformación geométrica aplicada en una imagen. Fuente: (S.L, 2020). 

5.2.17 Visión artificial 

La visión artificial o visión por computador, es una disciplina científica que incluye 

métodos para adquirir, procesar, analizar y comprender las imágenes del mundo real con el fin de 

producir información numérica o simbólica para que puedan ser tratados por un computador. Tal 

y como los humanos utilizan los ojos y el cerebro para comprender el entorno, la visión artificial 

trata de producir el mismo efecto para que los computadores puedan percibir y comprender una 

imagen o secuencia de imágenes y actuar según convenga en una determinada situación. Esta 

comprensión se consigue gracias a distintos campos como la geometría, la estadística, la física y 

otras disciplinas. La adquisición de los datos se consigue por varios medios como secuencias de 

imágenes, vistas desde varias cámaras de video o datos multidimensionales desde un escáner 

médico (Stockman, 2001). 
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6. Selección de Tecnologías para el Proyecto 

Las tecnologías utilizadas para la implementación del presente proyecto, fueron 

seleccionadas con base en los requerimientos de alto consumo computacional, debido al 

procesamiento de imágenes y el uso de la arquitectura de Deep learning MASK CNN (MASK 

Convolutional Neuronal Network, máscara con red neuronal convolucional) que exige un alto 

costo computacional, entonces mediante una TPU (Tensor Processing Unit, unidad de 

procesamiento tensorial) de alta potencia y una GPU (Graphics Processing Unit, unidad de 

procesamiento de gráficos) presentan mejores prestaciones, a diferencia de una CPU que debería 

de tener una RAM de alta capacidad y una tarjeta gráfica no limitada para hacer cálculos por el 

fabricante, que significaría altos costos económicos. Con base en lo anterior se realizó un cuadro 

comparativo que presentan las cotizaciones de las tecnologías que se tuvieron en cuenta para la 

selección de la tecnología en el presente proyecto. 

Tabla 2. Cuadro comparativo de las tecnologías computacionales preseleccionadas para el procesamiento 

gráfico. 

Tecnologías pre 

seleccionadas 

Precio Características 

técnicas 

Ventajas Desventajas 

GPU NVIDIA 

RTX30 

AMPERE 

$ 2.076.000 10GB de memoria, 

8704 núcleos de 

NVIDIA CUDA, 

frecuencia 1.71 GHz. 

Cuenta con DLSS 

(supermuestreo de deep 

learning) de NVIDIA es la 

innovadora tecnología de 

renderizado de IA, utilizando 

procesadores de IA de 

núcleos Tensor-dedicados en 

las GPU GeForce RTX™. 

No es compatible con las 

versiones de CPU Intel i3 

e i5. 
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GPU NVIDIA 

TESLA K80 

$2.720.000, y 

Gratis en Google 

Colaboratory 

(limitado en 

minería de 

Bitcoin). 

De 10, 12 y 24 GB de 

memoria, hasta 2.91 

teraflops de 

rendimiento, y una 

frecuencia de 

1.73GHz. 

Protección ECC para asegurar 

la fiabilidad de los datos, 

optimizado para servidor: 

máxima velocidad de 

procesamiento en el centro de 

datos y el más alto 

rendimiento en Teraflops. 

Alta complejidad al 

momento de configurarla, 

para poderla implementar 

al computador. 

TPU TPUV2 $0, propia de 

Google, la cual es 

gratis en su 

entorno de 

desarrollo virtual 

Google 

Colaboratory. 

180 Teraflops, 64 a 

128 GiB y de 1 a 4 

TiB (dependiendo de 

la zona geográfica) 

DRAM, de 8 a 256 

núcleos de TPU 

Creada para el desarrollo de 

aprendizaje profundo, en 

donde el entrenamiento de la 

red pasa de tomar días a 

minutos en el cálculo de 

matrices, gracias a que usa el 

método de tensores para 

desarrollar cálculos 

complejos. 

Limitado a las reglas de 

desarrollo de Google 

Cloud. 

Computador 

ASUS Gamer 

G903 Strix SCAR 

17 

$ 18.995.000 Tarjeta NVIDIA 

RTX 2080, 

procesador Intel Core 

i9 de 2.6 GHz y 

memoria RAM de 

16GB 

Computador diseñado para 

los videojuegos, con alta 

respuesta en entornos 

gráficos, por lo que cuenta 

con una tarjeta gráfica, basada 

en tecnología NVIDIA, que 

permite procesar imágenes a 

velocidades satisfactorias. 

Sobrecalentamiento y 

elevado precio, por estar 

destinado al gremio de los 

videojuegos. 

 

Después de haber recopilador información y analizada, para establecer cuál tecnología 

utilizar, para suplir el costo computacional necesario, presentada en la tabla 2, se decide que la 

TPU v2 de Google y la GPU NVIDIA TESLA K80, según sus características técnicas permiten 
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de manera adecuada correr el proyecto. Además, de permitir utilizar entornos de desarrollo 

virtual y local. 

Para el desarrollo procesamiento de imágenes es importante definir el lenguaje a utilizar, 

ya que este lenguaje debe permitir el desarrollo de la inteligencia artificial, con el fin de facilitar 

y acelerar el desarrollo de los cálculos, necesarios en la iteración de la arquitectura de redes 

neuronales seleccionadas, para el desarrollo del proyecto. Con base en lo anterior, se escogió el 

lenguaje de programación interpretado Python. Este lenguaje que puede ser desarrollado de 

manera local ó en la nube, facilitando la legibilidad del código. Adicionalmente, cuenta con 

iteraciones rápidas de datos que favorecen la concentración de estos en el desarrollo de los 

algoritmos, y también cuenta con las más fuertes librerías de Machine Learning. 

Por último, se escogió el entorno de desarrollo virtual y local a Google Colaboratory, 

porque permite escoger 3 tipos de tecnología, para acelerar el proceso de cálculos internos del 

programa, como es la propia del equipo físico, las GPU’s NVIDIA y TESLA K80 que en la 

Tabla 2 se especifica sus características técnicas y la TPU V2 que, por ser desarrollada para el 

uso de aprendizaje profundo, que es óptima para el desarrollo del proyecto. Las unidades de 

procesamiento grafico fueron el punto esencial para seleccionar al entorno de Google por encima 

de Jupiter Notebook Anaconda, AWS, Kaggle, Azure notebook y OpenCL, como lo presenta el 

siguiente cuadro comparativo de la tabla 3. 

Tabla 3. Cuadro comparativo de ventajas y desventajas de los entornos de desarrollo indagados en el 

proyecto. 

Entorno de desarrollo Ventajas y desventajas 

 

 

Cuenta con una NVIDIA GPU RTX30 y TESLA K80 de alta potencia, que es totalmente 

gratis y es limitada a la minería de Bitcoin (ver especificaciones en Tabla 2), además 
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Google Colaboratory cuenta con la posibilidad de trabajar con la TPU más potente del mercado, la cual es 

totalmente gratis y puede ayudar resolver caculos complejos en muchos menos tiempo, 

también maneja un tiempo de ejecución total de 12 horas y es compatible con GitHub. 

Una de sus principales desventajas es que los programas desarrollados no se pueden 

descargar en formatos compatibles con otros IDE, y no permite interactividad con el 

usuario por medio de la pantalla exterior. 

 

 

AWS 

Cuenta con una potente GPU NVIDIA TESLA K801, que al igual que Google y Kaggle 

es gratis, para ciertos diseños y manipulaciones, a excepción de que toca afrontar posibles 

costos de Amazon EC2 u otros servicios de AWS, lo cual significa un aumento de costo. 

También es importante referenciar que cuenta con potentes servidores de bases de datos 

y además ofrece almacenamiento en la nube mayor a 1TB. 

 

 

Jupiter Notebook 

Anaconda 

Incluyen Intel MKL (Intel Math Kernel Library es una biblioteca de rutinas matemáticas 

optimizadas para aplicaciones científicas, de ingeniería y financieras.) y esto hace que la 

mayoría de los cálculos numpy() (librería de Python) sean más rápidos, y es compatible 

con GitHub. Sus principales desventajas es que el administrador de paquetes es frágil y 

lento (versiones atrasadas e incompletas), Google no es compatible y puede acarrear 

problemas con la GPU y los requerimientos de CUDA, con proyectos desarrollados con 

base a TensorFlow. 

 

 

Azure Notebook 

Actualmente ofrece un conjunto limitado de tareas de canalización de Azure Data 

Factory. 

Le permite crear flujos de trabajo controlados por datos para orquestar el movimiento y 

la transformación de los datos a gran escala. 

Su construcción y mantenimiento son costosos. Consulte la página de precios de Azure 

Data Factory para obtener más información. 
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Se integra con varias herramientas de Azure, como Azure Databricks y Azure Functions. 

No ejecuta scripts de forma nativa; en su lugar, se basa en procesos independientes para 

la ejecución de scripts. 

 

 

Kaggle 

Cuenta con una super potente GPU NVIDIA TESLA P100, y por ser propiedad de 

Google entrega un tiempo de ejecución de 9 horas, entre sus desventajas, se le compara 

con Google Colaboratory con el cual se puede decir que por GPU no es mucha la 

diferencia de ventaja en cuanto a CUDA, RAM (GPU y CPU) pero no cuenta con la 

potente TPU de Google Colaboratory y no permite vincular directamente con Google 

Drive y GitHub, y no permite interactividad con el usuario por medio de la pantalla 

exterior. 

 

De acuerdo con la tabla 3, se puede define de acuerdo con las ventajas y desventajas de 

los entornos de desarrollo revisados. En el caso de Google Colaboratory es la opción más fuerte 

para compilar el programa en lenguaje Python, ya que responde a los altos costos 

computacionales que requiere un proyecto de procesamiento digital de imágenes con aprendizaje 

profundo, el cual debe responder en tiempos competitivos con los de los humanos que realizan la 

tarea de forma mecánica y diariamente. Además, de ser amigable y compatible con los 

repositorios de GitHub, lo que permite utilizar el material desarrollado que ha sido publicado para 

la comunidad investigativa, desarrolladores de visión por computadora y aprendizaje profundo. 
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7. Desarrollo del Proyecto. 

En este capítulo se presenta la caracterización y definición de la herramienta a usar en el 

sistema, para el reconocimiento y clasificación de formas de objetos metálicos no permitidos en 

aeropuertos a través del procesamiento de imágenes. Además, se resaltan los puntos más 

relevantes que se tendrán en cuenta en el desarrollo del proyecto, arquitectura del proyecto, 

interpretación del contexto de trabajo del sistema RCOPI, la recolección y adaptación de los 

datos de entrenamientos, la implementación del programa en lenguaje Python, por medio del 

entorno de desarrollo Google Colaboratory (diagrama de flujo) de la etapa de entrenamiento con 

aprendizaje por transferencia de MASK RCNN y validación del sistema, pruebas de 

entrenamiento del modelo MASK RCNN con TPU y verificación de la efectividad del sistema. 

7.1 Arquitectura de desarrollo. 

La figura 18 presenta la arquitectura de desarrollo del presente proyecto en la cual se 

realizan distintos pasos que conllevan a la solución del mismo. Estos pasos se describen en orden 

jerárquico a continuación:  

• La interpretación del contexto de trabajo consistió en analizar cómo los agentes 

externos ingresan y extraen datos sistema RCOPI al prototipo funcional, y a su vez 

cómo estos de alguna forma interactúan con el sistema. Es importante aclarar que 

estos agentes externos corresponden al operador de la máquina de rayos X, área de 

seguridad, base de datos local y de Google Drive. 

• La investigación y adquisición de datos necesarios para la elaboración de una base 

de datos funcional para la etapa de entrenamiento de modelo de MASK RCNN, 

validación del modelo de MASK RCNN y la verificación de este. 
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• Preparación de la base de datos inicial adquirida, mediante el uso transformaciones 

lineales qué posibilitan la generación de múltiples datos a partir de uno. 

Asimismo, se etiquetan y anotan los datos usados para el entrenamiento de las 

máscaras de pixeles y la CNN. 

• importación a Google Drive del archivo de atributos y etiquetas de las máscaras de 

entrenamiento, datos de entrenamiento y validación pre-procesados. 

• Generación de distintos modelos de MASK RCNN, mediante el uso del acelerador 

de procesamiento de Google TPUV2 y la modificación de valores de los 

parámetros de configuración de la arquitectura de MASK RCNN, en el algoritmo 

de entrenamiento de la figura 30.  

• Selección de modelo de MASK RCNN mediante pruebas destinas a obtener el 

menor tiempo usado en el entrenamiento, valor de exactitud alto, y además de que 

las pérdidas producidas por el error de entrenamiento de red de los cuadros 

delimitadores y la CNN fueran lo suficiente mínimo posible. 

• Implementación del sistema RCOPI, lo cual indica incluir el modelo de MASK 

RCNN en el algoritmo de predicción de la figura 32, y la implementación del 

algoritmo de generación del reporte del área de seguridad de la figura 34, mediante 

el uso de mensajes por correo electrónico. 

• Verificación del modelo mediante pruebas de este en imágenes no pertenecientes a 

la base de datos de GDXray, con el fin de simular escenarios y datos con ruido o 

información no incluida en los que tiene la base de datos utilizada en el 

entrenamiento. 
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• Cálculo de métricas de clasificación, mediante el uso de la matriz de confusión y 

la curva ROC. Con base en lo anterior se obtienen los resultados cuantitativos del 

proyecto, dichos resultados serán comparados con los de los trabajos realizados en 

la revisión de antecedentes y el promedio de precisión por clase de la etapa de 

verificación del modelo. 

 

Figura 18. Arquitectura del proyecto. Fuente propia. 

7.2 Interpretación del contexto del sistema RCOPI. 

Para comenzar a desarrollar el proyecto fue planteado un diagrama de contexto. Este 

diagrama, presenta a través de flujos de datos las interacciones existentes entre los agentes 

externos (operador y máquina escáner de rayos X y rayos T u ondas milimétricas) y el sistema. 

Así, entender la manera cómo el sistema recibe los datos por parte de los agentes externos, 
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teniendo en cuenta el proceso al cual va a realizar. De la misma manera, cómo estos agentes 

externos recibirán los datos por parte del sistema, además de los almacenes de datos públicos con 

los que se entrena y valida el modelo, además de los datos privados, que son los que se 

manipulan para obtener mejores resultados en el modelo entrenado. Con base en la figura 18 se 

presenta el diagrama de contexto del proyecto.  

 

Figura 19. Diagrama de contexto del sistema RCOPI. Fuente: propia (realizado en 

https://creately.com/). 

La figura 19 contiene el diagrama de contexto del sistema RCOPI, el cual cumple el 

objetivo de poder inferir el proceso del sistema en el contexto físico de trabajo. Para la 

interpretación del diagrama de contexto de la figura 19 es necesario aclarar que los círculos 
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verdes, corresponde a los terminadores (agentes externos al proceso principal), estos envían y 

reciben información del proceso principal RCOPI, por medio de líneas que son flujos de datos y 

de control (información necesaria para el proceso y órdenes de ejecución respectivamente). 

También, hacen parte el almacenamiento de datos. Este almacenamiento, cumplen la función de 

servir de repositorio de datos y memoria de trabajo del sistema RCOPI. 

Para analizar el contexto en el cual se va a ejecutar el proyecto se planteó un diagrama de 

contexto contemplado en la figura 19, que resume de manera visual el proceso en general del 

sistema en el que inicialmente los datos de entrenamiento y validación almacenados en la base de 

datos local, son manipulados con el fin de poder incrementar la base de datos local inicial, y de 

igual manera ingresan al sistema para entrenar al modelo de MASK RCNN, en este proceso 

inicial el flujo de información son los datos de entrenamiento antes y después de ser 

transformados por el algoritmo de la figura 21, etiquetados y anotados en formato JSON (ver 

figura 26) de forma manual, mediante la herramienta de VGG annotator. A continuación, el 

proceso principal del proyecto ejecuta el algoritmo de entrenamiento de la figura 30 con el fin de 

obtener el modelo de MASK RCNN que después de realizar un proceso de selección de modelos, 

mediante la exactitud de entrenamiento, tiempos de entrenamiento, y perdidas en cuadros 

delimitadores y la CNN. 

Después de tener generado el modelo de entrenamiento del sistema RCOPI este, ya está 

listo para predecir los datos de entrada al sistema, que son ingresados por la máquina de rayos X 

para proceder a ejecutar una predicción según indica el algoritmo de predicción de la figura 32. 

Así mismo, se publican los resultados visuales en pantalla, en el que se contempla la 

segmentación de instancias, precisión de la detección y clase del objeto detectado. Además, se 
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procede a enviar el reporte de la predicción al área de seguridad que, al igual que la máquina de 

rayos X y el proceso de visualización, es un agente externo del proceso principal del sistema 

RCOPI, el cual, mediante un correo electrónico generado por el algoritmo de la figura 34, 

notifica al área de seguridad el número de la prueba, resultado de la prueba (objeto detectado) y 

la precisión de esta detección. Finalmente, se almacena la imagen de entrada ya analizada por el 

sistema RCOPI, en la base de datos de Google Drive, con el fin de almacenar un historial de 

imágenes ingresadas al sistema y así mismo en un futuro poder realizar entrenamientos con más 

datos que los que contiene la base de datos GDXray. 

Así mismo, se especifica que el sistema de procesamiento de imágenes con el que cuentan 

las máquinas de rayos X u ondas milimétricas, se resuelve el requerimiento de la captura del 

escaneo realizado, ya que estos sistemas de procesamiento de imágenes guardan en el disco duro 

físico interno de la computadora, que viene incorporada con la máquina. Con base a lo anterior 

para ingresar los datos al algoritmo de reconocimiento sólo es cuestión de cargar la imagen en 

formato JPEG o PNG, formatos por defecto del sistema de procesamiento y proceder a realizar la 

segmentación de instancias y demás acciones detalladas en el presente documento. 

7.3 Recursos del proyecto (datos) 

7.3.1 Adquisición de datos. 

Los datos son el insumo principal para el desarrollo del proyecto, por lo que, desde el 

inicio del desarrollo de este, se fue gestionando este insumo. Inicialmente se intenta conseguir los 

datos por medio del grupo de investigación de la Universidad de Northeastern, en donde se 
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obtuvo una respuesta que ralentizaba el proceso de desarrollo del proyecto1, por lo que se tuvo 

que descartar inmediatamente. Sin embargo, la misma Universidad de Northeastern facilitó un 

enlace del grupo de investigación GRIMA, perteneciente al departamento de ciencias de la 

computación de Pontificia Universidad Católica de Chile, en donde contienen una base de datos 

pública denominada GDXray (Mery, 2015). Esta contiene más de 21.100 imágenes de rayos X y 

rayos T u ondas milimétricas para el desarrollo, prueba, evaluación de análisis de imágenes y 

algoritmos de visión por computadora, comprendidas con armas blancas japonesas medievales, 

armas nueve milímetros, cuchillos, cuchilla en hoja para afeitar, navajas y demás artefactos 

metálicos comunes en una equipaje o maleta de mano, de las cuales 1428 imágenes fueron 

identificadas como insumos necesarios para el desarrollo del proyecto. 

 

1La base de datos privada de la universidad de Northeastern, de usó estrictamente académico, debe ser 

solicitada por medio de un investigador de la facultad de ingeniería o ciencias básicas, así mismo esta solicitud debe 

ir acompaña de firma de confidencialidad y cuidado de la información entregada por la universidad, además hay que 

tener en cuenta que la universidad se toma de 6 meses a partir de la fecha de radicación de la solicitud en aprobarla, 

pero por motivos de recursos humanos, el tiempo de espera está en 2 años. 
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Figura 20. Muestra de la base de datos utilizada en el proyecto. Fuente: 

http://dmery.sitios.ing.uc.cl/Prints/ISI-Journals/2015-JNDE-GDXray.pdf. 

La base de datos de GDXray perteneciente al grupo de investigación GRIMA de la 

Universidad de Chile es un insumo de gran importancia para la culminación del proyecto ya que 

este representa la posibilidad de entrenar al modelo de MASK RCNN del sistema RCOPI, que se 

plantea más adelante, mediante las imágenes ilustradas en la figura 20. 

7.3.2 Preparación de los datos 

Después de obtener la base de datos significativa para iniciar el desarrollo el proyecto, se 

determinó basado en las pruebas de los trabajos investigados en la revisión de antecedentes, de 

que no es necesario filtrar los datos para mejorar la calidad de los mismos, ya que el sistema se 

basa en redes neuronales convolucionales y es mejor que la base de datos se enfrente a la 

posibilidad de encontrar datos de entrada de baja calidad, es decir,  que las imágenes resultantes 

de la radiación de la máquina de rayos X, dependen de la posición de la equipaje o maleta de 

mano, al igual que las diferentes estrategias utilizadas por los usuarios, para que no se les sea 

detectado ningunos los materiales prohibidos. Sin dejar de lado, que se seguiría teniendo con un 
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número de imágenes que pueden afectar la precisión de los datos. En este sentido, se realizaron 

transformaciones geométricas a las imágenes, mediante un programa en Python que facilite la 

realización de los ajustes en las imágenes. Adicionalmente, se anotan con el nombre de su clase 

perteneciente al momento de ser guardadas en la base de datos local. 
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Figura 21. Diagrama de flujo que representa, el algoritmo utilizado para preparar e incrementar la 

base de datos. Fuente: propia. 
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En la figura 21 se puede presenta el diagrama de flujo del programa utilizado para 

preparar, anotar y la transformación geometrica, anotación guardar los datos (imágenes) 

requeridos como insumos para el entrenamiento del modelo implementado en el proyecto, 

además de multiplicar la cantidad de datos por 8. Este valor (valor por defecto de la función 

get_transform()),entregado la fúncion de Python, logrando así una cantidad de 11424 imágenes 

resultantes de multiplicar las 1428 imágenes de la base de datos GDXray funcionales para este 

proyecto con el valor de 8 generadas por el algoritmo de transformacion de imágenes de la figura 

21, el 69.84% (7976 imágenes) de este conjunto de datos se usó en la etapa de entrenamiento y 

30% (3428 imágenes) restante para la validación, y 0.16% (20 imágenes) para pruebas finales del 

sistema, lo permita al modelo la capacidad de identificar por medio de la segmentación de 

instancias una clase objetiva (objeto peligroso) con mayor precisión y agrega la posibilidad de 

que el sistema no deba recibir las imágenes en las mejores condiciones, debido a que fue entrado 

en distintas condiciones de calidad (debido a la aplicación de transformaciones geometricas). 

En el diagrama de flujo de la figura 21 se puede apreciar como al iniciar el programa se 

instalan las librerias necesarias para ejecutar las transformaciones geometricas en las imágenes, 

como son: Numpy, TensorFlow, Ipython, drive. Con base en las librerias se procede a gestionar 

los permisos para poder importar y exportar archivos a Google Drive y la creación de la interfaz 

mediante widgets. Continuando con el diagrama de flujo de la figura 21, se puede apreciar que 

después de conseguir los permisos necesarios, el usuario puede ingresar la imagen a transformar, 

realizar la extracción de características de la imagen con el fin de poder realizar la manipulaciones 

y generar las demás imágenes. Finalmente el diagrama llama a la función de Python get_transform, 
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con los parámetros y e imagen de entrada definidos y esta entrega un resultado de 8 imágenes que 

son almacenadas en la unidad principal de Google Drive. 

Es importante definir que las transformaciones realizadas son de tipo isometricas, lo que 

quiere decir que no se afecta el tamaño o forma de la figura, en dos dimensiones como son: 

traslaciones, rotaciones y reflejos. El otro tipo de transformaciones aplicadas en la base de datos 

local es de tipo dilativo, que preserva la forma de la figura, pero no su tamaño. 

 

Figura 22. Ilustración del programa utilizado para realizar las transformaciones geométricas. 

Fuente: propia. 

En la figura 22 se presenta, la interfaz en donde se detalla claramente cómo el usuario 

debe incluir la ruta de una imagen, la cual debe estar guardada en el Google Drive, para después 

seleccionar el valor de los parámetros de las respectivas transformaciones que ofrece el módulo 

get_transforms de la librería Matplolib de Python como son: el parámetro de rotación, el cual 

cumple con la función de rotar la imagen en un ángulo máximo de 270° (los grados están en un 

rango de 0 a 20). El parámetro de zoom, cuya herramienta que permite acercase o alejarse sobre 
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la información en una imagen digital a una escala 4:1 (con un rango de operación de 1 a 4). El 

parámetro de transformación afín, cuya función da la posibilidad de hacer traslaciones o 

desplazamientos en cualquier orientación, con un rango de operación de 0.25 a 1 (tamaño 

normalizado de la transformación afín). El parámetro de deformación, cuya función está en 

realizar una transformación isométrica que afecta el orden de los pixeles de la imagen original, 

con un rango de operación normalizado de 0.25 a 0.90, el cual indica que tan distanciado van a 

quedar los pixeles en relación con un vector unitario, ubicado en el centro de la imagen original. 

El parámetro de iluminación y contraste afectan a cada pixel por aparte, con ayuda de un 

coeficiente que afecta directamente la amplitud del color (RGB) con un rango de operación de 

0.25 a 0.99 (magnitud del coeficiente antes nombrado). Con base de lo anterior, el código sigue 

con el despliegue de las imágenes resultantes de aplicar las transformaciones ya mencionadas, 

como lo ha de ilustrar la figura 20 la cual al ingresar una imagen al módulo get_transorm(), esta 

retorna un gráfica con 8 variaciones que son representadas en divisiones de la pantalla, en las 

cuales cada una representa la variación de los parámetros de la función get_transorm(), con el fin 

de rotar la imagen original en distintos ángulos, enfocar la imagen con el fin de poder tener 

diferencias, dar contraste y luminosidad, con lo que se aporta la posibilidad de que existan 

condiciones ópticas o de luminosidad bajas, deformar la imagen de entrada de forma aleatoria y 

hacer traslaciones horizontales con el fin de ocultar partes de la imagen y poder entrenar al 

modelo con imágenes que no siempre tengan al objeto completo. 
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Figura 23. Resultado de haber aplicado las trasdormaciones geométricas a una imagen de la base de datos de 

Google Drive. Fuente: propia. 

Como se explica en el párrafo anterior, la figura 23 cómo el programa descrito por el 

diagrama de flujo de la figura 21, es capaz de entregar 8 imágenes procesadas mediante 

transformaciones geométricas, lo que no solo aumenta la cantidad de datos de entrenamiento, 

sino también los datos que se deben dejar para la validación y pruebas. Cabe indicar que este 

proceso fue riguroso, debido a que, al realizar alteraciones en las imágenes, se puede llegar a 

perder de la imagen la información objetiva, tal como se ilustra en la figura 24, en donde se da un 

valor alto al parámetro de zoom, que da como resultado que la pistola se pierde la pistola, 

representando esta la información deseada en la imagen (clase objetiva del proyecto). 
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Figura 24. Ilustración de transformaciones geométricas fallidas. Fuente: propia. 

En la figura 24 se demuestra por qué este proceso fue lento, además del por qué usar 

controles deslizantes, ya que al escoger valores al azar para tener gráficas resultantes, no todas 

son funcionales para el proyecto, tal y como lo ilustra la figura 24 en la cual se procesa una 

imagen que contiene un arma de fuego 9 milímetros, como resultado se debería de obtener 8 

imágenes resultantes y funcionales, de las que según la figura 24 sólo 3 pueden servir para la base 

de datos local, debido a que en las demás imágenes la información objetiva no se puede observar.  

A continuación, se sigue con un ajuste manual (recorte) en las imágenes resultantes, 

debido a que las trasformaciones realizadas por la función están contenidas en cada subtrama de 

la figura 24, mediante el uso del recortador de imágenes (herramienta del sistema operativo 

Windows 10) posibilita obtener las imágenes transformadas geométricamente por separado. 

Asimismo, para poder categorizar la base de datos de manera ordenada, se etiquetaron 

todos los datos (imágenes) de entrenamiento y validación del algoritmo, este proceso fue 

elaborado por medio de la herramienta VGG Aanotator que es usada comúnmente para anotar 

imágenes, dando la posibilidad de que sean interpretadas por lenguaje JSON o utilizadas en 

aplicativos webs, y obtener además información importante como es las coordenadas de los 
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polígonos de entrenamiento y validación de cada imagen. En la figura 25 se ilustra el proceso ya 

antes nombrado. 

 

Figura 25. Etiquetado de imágenes de la base de datos (entrenamiento y validación). Fuente: propia. 

En la figura 25, se presenta cómo se crean las regiones de interés o máscaras de 

entrenamiento con la función de polígonos de la aplicación VGG Anotador de Windows 10, que 

da la posibilidad de crear atributos del nombre de la clase y el tipo de clase de ese objeto en la 

imagen, que son parámetros escogidos con relación a las etiquetas de los datos del modelo 

MASK RCNN, es decir, la aplicación permite determinar la cantidad de clases, con sus 

respectivos nombres que contienen los datos a utilizar. Es importante aclarar que el nombre de las 

clases y etiquetas de las imágenes que se van a enmascarar por la aplicación, están relacionados 

con los tipos de metales prohibidos en los aeropuertos, los cuales son: arma de fuego, artefacto 

peligroso y objeto cortopunzante. Asimismo, VGG Anotador permite generar una marcara de 

pixeles manualmente, sobre la información deseada de la imagen (arma de fuego, arma blanca, 

herramientas y entre otras), y además etiquetarlas con un nombre relacionado con la información 

de la clase perteneciente. Después de generar las respectivas mascaras en todas las imágenes que 
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contiene la base de datos de entrenamiento, se procede a exportar el proyecto generado por VGG 

Anotador, el cual genera un archivo en formato JSON, que contiene la información ordenada de 

las coordenadas geométricas de las máscaras de pixeles creadas manualmente en las imágenes de 

entrenamiento, asimismo contiene las etiquetas de las imágenes de entrenamiento, nombre 

original del archivo de cada imagen, entre otras características que como presenta la figura 26, 

por medio del archivo JSON del conjunto de datos de entrenamiento. 

 

 

Figura 26. Ilustración de archivo JSON de la carpeta de entrenamiento Fuente: propia. 

Las imágenes inicialmente se encuentran almacenas en carpetas de entrenamiento y 

validación, las cuales se ingresan a los algoritmos de entrenamiento y validación desde las rutas 

‘/content/drive/Mydrive/proyecto_grado/train’ y ‘/content/drive/Mydrive/proyecto_grado/vali’ 

respectivamente, en cada ruta se tiene almacenado en carpetas por separado las imágenes 

correspondientes a las tres clases de investigación (artefacto peligroso, arma corto punzante y 

arma de fuego) tal y como ilustra la figura 26, al igual que los archivos JSON de las anotaciones 
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de las imágenes de entrenamiento y validación, que contiene los siguientes atributos: coordenadas 

de los polígonos generados manualmente, nombre o etiqueta de la figura, cantidad de anotaciones 

en la gráfica y nombre del archivo correspondiente. 

7.4 Implementación de MASK RCNN en el proyecto. 

7.4.1 Importación de datos de entrenamiento y validación. 

Para la implementación del modelo MASK RCNN, fueron importados los datos de 

entrenamiento y validación encarpetas separadas ilustradas (ver figura 27). Estas carpetas, fueron 

cargadas en Google Drive con el fin de poder tener los datos categorizados y en una ubicación, en 

donde el entorno de programación Google Colaboratory pueda extraer la información de manera 

controlada. Las carpetas fueron comprimidas en formato .zip con el fin de que el proceso de 

cargar los datos en Google Drive sea rápido. Después de tener los datos a disposición del entorno 

de programación, con ayuda de la función zipfile de Python se procede a descomprimir las 

carpetas y así poder tener las carpetas en una ruta de acceso virtual. De esta manera, se logra 

trabajar en Google Colaboratory para el entrenamiento y validación de RCOPI. 

 

Figura 27. Carpetas con los datos utilizados en el entrenamiento del proyecto. Fuente: propia. 
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Figura 28. código implementado para abrir el archivo .zip y extraer las respectivas carpetas. Fuente: 

propia. 

En la figura 28 se presenta la manera como se cargaron los datos para el pre-

procesamiento de las imágenes que consiste en: ajuste del tamaño de la imagen y cambio de las 

imágenes de RGB a grises. 

7.4.2 Lenguaje unificado de la implementación de MASK RCNN. 

En la presente sección se detalla el lenguaje unificado del proyecto, el cual fue dividido 

mediante dos funciones porque al elaborar el programa se escogió la implementación del lenguaje 

orientado a objetos, con el fin de hacer uso de clases lo que da la posibilidad de tener una 

identidad que se acomode a las necesidades del proyecto, como son la creación del modelo de 

MASK RCNN, con sus respectivos atributos; red neuronal profunda para la máscara de pixeles y 

la red neuronal convolucional, para la clasificación de los objetos. Este proceso es realizable se 

puede desarrollar modelos paralelos, mediante una herencia de la librería Keras Model, dejando a 

disposición la posibilidad de entrenar una red que clasifique objetos y otra red que se base en el 

aprendizaje de la anterior (transering learning) para poder entrenarse en la creación de máscaras 

de pixeles y regiones de interés. 
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7.4.2.1 Diagrama clase de la etapa entrenamiento. 

 

Figura 29. Diagrama de clase utilizado en el proyecto. Fuente: propia. 

La figura 29 presenta un diagrama de clases, el cual representa cómo en el transcurso del 

código fuente del proyecto, en donde se evidencia cómo el modelo ParallelModel (anexo 1) 

hereda propiedades y características específicas de Keras Model, siendo esta última una 

representación de características de modelos de redes neuronales reales. Para el desarrollo del 

proyecto se hereda la posibilidad de que las diferentes partes de un solo modelo se ejecutan en 

diferentes dispositivos, procesando un solo lote de datos juntos. En el caso del proyecto se 

emplea el uso de varias GPU (2 en este proyecto) instaladas en una sola máquina (un solo host, 

entrenamiento multidispositivo). Siendo esta, la configuración más común para investigadores al 

momento de unir dos redes neuronales superficiales (detección de objetos) y profundas 

(segmentación de objetos) en proyectos que requieren más que saber si existe o no un objeto en el 

marco de referencia o contexto de análisis de imágenes. 

Los atributos que hereda ParallelModel de Keras Model son: inner_model, el cual captura 

propiedades públicas del modelo paralelo de Keras; gpu_count, cuya propiedad es la de trabajar 

en un solo host o anfitrión (computadora u otros dispositivos) y dividir las tareas en distintas 
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unidades de procesamiento gráfico; merged_outputs (que se encarga de unir el resultado de las 

distintas GPU implicadas en el proceso). Asimismo, la clase ParallelModel hereda métodos de 

Keras Model, que dan la posibilidad de tomar atributos de los datos en procesamiento 

(getattribute ()), resumen de los sub-procesados realizados en cada GPU (summary (arg,kwrgs)) 

y el poder entregar el resultado del modelo paralelo (make_parallel()) en un solo objeto tensorial 

flotante de 32 bits. 
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7.4.2.2 Diagrama flujo de la etapa entrenamiento. 

 

Figura 30. Diagrama flujo de la etapa de entrenamiento. Fuente: propia. 

En la figura 30 presenta el diagrama de flujo utilizado para la implementación del código 

para el entrenamiento de la MASK RCNN, mediante una descripción funcional del diagrama. 

Para el entrenamiento del modelo se instalaron las librerías de Python como son: Keras, Numpy, 

OS, TensorFlow y entre otras. Estas fueron librerías que se escogieron para facilitar el cálculo y 
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cantidad de GPU’s a utilizar durante el proceso entrenamiento, acelerando los tiempos de 

ejecución y futuras pruebas. Después se define una ruta la cual contiene los directorios en donde 

se encuentran el conjunto de datos de entrenamiento y validación, además del pre escalado y 

normalización necesaria para poder operar los datos en las etapas seguidas, seguido de la creación 

y declaración de una función que se dedicara a la construcción básica de un modelo de 

entrenamiento paralelo (2 GPU’s) con la inclusión de la transferencia de aprendizaje. Tal como se 

presenta en la figura 31 cual se refleja en la figura 31 (diagrama de flujo de build_model()). Al 

seguir interpretando el diagrama de flujo se puede apreciar la declaración de la función 

build_model(), con base en el atributo de la librería Keras, con el fin de entrenar el modelo de 

MASK RCNN por dos GPU’s. 

Después se puede se selecciona el optimizador de keras, para la función de pérdidas del 

modelo de MASK RCNN, mediante el SGD o descenso de gradiente estocástico eficiente para 

ajustar clasificadores como el de este proyecto, bajo funciones de pérdida convexas o coeficientes 

que suavizan los picos de aprendizaje, los cuales generan desviaciones en la exactitud del 

modelo; la función de pérdidas SGD como cualquier otra función de pérdidas necesita de una rata 

de aprendizaje o Learnin Rate en inglés (valor fijo) el cual determina el tamaño del paso en cada 

iteración (paso) mientras se acerca a un mínimo de la función de pérdida antes nombrada, o en 

otras palabras la velocidad con la cual el modelo aprende, para el presente proyecto se incluyeron 

valores de rata de aprendizaje con valores entre 0.001 y 0.003, basados en los escogidos en la 

revisión de antecedentes de este proyecto con el fin de evaluar cual proporcionaba mejores 

resultados (ver capítulo de resultados), además se le incluye un momentun de 0.9 y un clipnorm 
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de 5.0, siendo estos últimos dos valores escogidos después de hacer pruebas y comparar con otras 

investigaciones. 

Por último se entrena el modelo, con el fin de almacenar los archivos de los coeficientes 

adaptativos ó pesos del entrenamiento, y el modelo en formato HDF5 o “h5” que fueron 

utilizados en el algoritmo de predicción de la figura 32, para realizar las predicciones y generar la 

segmentación de instancias con la región de interés de cada imagen de entrada, ya que es en este 

código en donde se hace la red neuronal convolucional profunda, que se encarga de ubicar los 

pixeles para la segmentación de instancias, las cajas de anclas que se crean internamente, 

regiones de interés y cuadros delimitadores en el proceso de predicción. 

Como se mencionó antes, para la construcción del modelo del sistema RCOPI se 

implementó un algoritmo presentado en la figura 31. Este algoritmo se encarga de recibir los 

datos de entrenamiento, validación y número de clases (incluido el fondo de la imagen) la 

configuración inicial de las variables globales de entrenamiento y validación, al igual que con la 

importación de un modelo COCO (Borovec, 2018) pre-entrenados, lo que representa el uso de 

transferencia de aprendizaje en el proyecto, para que el modelo de este no tenga que iniciar a 

aprender desde cero, reduciendo los tiempos de entrenamiento y costos computacionales. Por 

último, se aplica una capa completamente conectada de redes neuronales, para después por medio 

de una capa de predicción o capa final, entrenar el modelo y almacenarlo en la carpeta de 

desarrollo del proyecto. 
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Figura 31. Diagrama de flujo de la función build_model (). Fuente: propia. 

7.4.3 Implementación del algoritmo de predicción del modelo. 

En la figura 32 se presenta el diagrama de flujo utilizado para la implementación del 

código de reconocimiento y clasificación (predicción) del proyecto con MASK RCNN. En este 

diagrama de flujo se presenta la importación de las librerías necesarias para este proceso, al igual 

que la clonación de rutinas ya establecidas por otros desarrolladores, con el fin de agilizar el 

proceso de desarrollo de software. También, se define la ruta de los directorios en donde se 

encuentran la rutina clonada (RPN y ROI de MASK RCNN) los datos cargados a Google Drive y 

que sirven mientras el entorno de programación (Google Colaboratory) se mantenga en uso (12 
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horas de ejecución) o exceda el tiempo sin uso (30 minutos). Al seguir interpretando el diagrama 

de flujo de predicción se puede apreciar el ajuste o delimitador de altura y longitud de los datos a 

predecir, además de la creación de un arreglo que almacena los nombres de las clases en 

investigación. 

Continuando en el diagrama de flujo de predicción, se procede a cargar las imágenes de 

manera manual y a convertir a escala de grises. Esto facilita el cálculo a la red de predicción y 

acelera el proceso de la red neuronal convolucional con segmentación de instancias, ya que no 

todas las neuronas van a participar en la predicción, ya que existen neuronas se encargan de las 

capas de los colores y este proceso tiende a ralentizar el proceso de predicción. Después de tener 

la imagen pre procesada (RGB2GRIS) se procede a visualizar la segmentación de instancias, con 

la respectiva calificación de precisión y cuadro de región de interés. 

Por último, se le agrega una respuesta sonora (audio pregrabado) por cada clase de interés, 

que en unión con la respuesta visual representan el cumplimiento de un objetivo específico del 

proyecto, además de poder dar la posibilidad a un operador del presente sistema a que no 

necesariamente debe estar viendo la pantalla, si no que el mismo sistema le avisará (audios 

pregrabados) cuando se haya detectado un material prohibido (objeto de investigación en el 

proyecto). 



RCOPI. 

  

 89 

 

Figura 32. Diagrama de flujo del programa de predicción con MASK RCNN. Fuente: propia. 
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7.4.3.1 Configuración de parámetros de MASK RCNN (entrenamiento y validación). 

En la figura 33, se presentan los parámetros e hiperparámetros de MASK RCNN 

utilizados para la implementación del sistema RCOPI, en esta se aprecia la elección de la 

columna vertebral o backbone restnet101. Corresponde a una red de neuronal residual de hasta 

125 capas que entrega resultados importantes, con respecto a los tiempos de entrenamiento y 

valores de precisión del modelo final, también se predefinen los pasos o zancadas que esta debe 

hacer para muestrear la imagen de entrada. Al continuar con los ítems de la figura 33 se 

encuentran parámetros como cantidad de unidades de procesamiento gráfico utilizadas en el 

entrenamiento, dimensiones de las imágenes de entrada y el modo de cambio de tamaño. Así 

mismo, los demás hiperparámetros necesarios para minimizar las perdidas en los coeficientes 

adaptativos o pesos del modelo, max pooling o submuestreo, numero de clases de investigación 

(incluyendo el fondo de la imagen) pasos de validación y los demás necesarios para el ajuste de la 

red de propuesta de región RPN (region proposal network). 



RCOPI. 

  

 91 

 

Figura 33. Parámetros de configuración utilizados en la implementación de la MASK RCNN. Fuente: 

propia. 

7.4.4 Algoritmo de reporte de seguridad. 

Para enviar el reporte al área de seguridad con los resultados de la predicción como son: 

precisión de la predicción, clase de objeto detectado y cantidad de predicciones realizadas, se 

implementa un algoritmo que utiliza las herramientas de la función de envió de mensajes por 

correo electrónico de SMTP de Python y Google. En la figura 34 de ilustra el diagrama de flujo 

del algoritmo utilizado para el envío del reporte previamente descrito, en el que se contempla 

como se importan las librerías necesarias, en especial la de SMTP, que es la permite establecer la 

comunicación con el correo remitente. Después se sigue con lectura de la cantidad de archivos en 

formato JPEG que existen en la carpeta de la base de datos de Google Drive con ruta 
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‘/content/drive/MyDrive/proyecto_grado’, con el fin de saber cuántas imágenes han sido 

analizadas por el sistema RCOPI. Se almacena en una variable los resultados obtenidos (precisión 

de la detección y clase detectada) al ejecutar el algoritmo de predicción de la figura 32, para 

después concatenar los resultados con cuerpo del mensaje del remitente (reporte). Finalmente se 

establece el receptor del correo electrónico y demás configuraciones necesarias por SMTP. 

 

Figura 34. Diagrama de flujo del algoritmo de envío de correo electrónicos. Fuente: propia. 

7.5 Pruebas de entrenamiento con TPUV2 de Google.  

En la tabla 4 se presenta cómo se escogieron los valores de los parámetros de 

configuración, para la implementación del modelo de segmentación de instancias. En la cual se 

detalla que los parámetros de configuración fueron seleccionados teniendo en cuenta la teoría de 

redes neuronales y los gradientes no deseados que se forman durante la fase de entrenamiento, 

como por ejemplo se refleja que la tasa de aprendizaje (L.R- Learning Rate en la Tabla 4) que es 
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la velocidad con la que el modelo aprende es baja en concordancia con la función de pérdidas 

escogida en el presente proyecto, con el fin de mejorar las pérdidas de la red y evitar rebotes en la 

curva de aprendizaje, el rango de valores escogido fue seleccionado con base a la revisión del 

estado de arte del presente proyecto. 

Tabla 4. Representación de los parámetros puestos a pruebas y las respectivas respuestas del algoritmo. 

L.R. Pasos de 

validación 

Pasos 

por 

época 

Pesos 

de 

década 

L.M Factor de 

recorte de 

gradiente 

normalizado 

Loss 

BBOX 

Pérdida

s en la 

máscara 

Exactitud 

de 

entrenami

ento 

Tiempo 

ejecución 

(Minutos) 

0.002 30 1600 0.0150 1.0 6.0 1.1 1.20 0.8317 600 

0.002 40 1220 0.0020 0.5 

 

5.0 1.1 1.19 O.8625 635 

0.003 45 1100 0.0110 0.8 5.5 1.2 1.18 0.7221 680 

0.001 50 1130 0.0130 0.7 5.7 1.2 1.31 0.3612 475 

0.002 50 1120 0.0080 0.9 5.0 1.3 1.20 0.8978 834 

0.003 50 1050 0.005 0.8 7.0 1.5 1.20 0.9232 867 

0.001 50 1000 0.001 0.9 5.0 1.0 1.00 0.9317 889  

 

Asimismo, se observan los pasos de validación y por época, para los cuales se escogieron 

valores que fueran algo acertados con la realidad y que no distorsionaran negativamente los 

resultados del entrenamiento. Con base a lo anterior, es importante relacionar que valores altos de 

estos parámetros son buenos para mejores resultados (bajas pérdidas y alta precisión) pero 

ralentiza el proceso de entrenamiento. 

También es importante aclarar que se hizo cambios en el recorte del gradiente degradado 

(Gradient Clip Normal en la tabla 4) que es un parámetro de configuración que viene por defecto 
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ajustado, el cual ayuda a la función de perdida y al gradiente generado en el proceso de 

entrenamiento a guiarse y no estancarse o caer en un punto silla del aprendizaje. Los valores 

utilizados para las pruebas se determinaron con el promedio de todas las magnitudes de los 

gradientes (vectores unitarios) que se generan en una fase de preentrenamiento, estos valores son 

vistos como hiperparámetros que ayudan a recortar las desviaciones del entrenamiento y evitar 

que el algoritmo quede estancado en un mínimo local (culminar una época de entrenamiento). 

En la tabla 4, también se presenta las pérdidas de las máscaras o RPN (Region Proposal 

Network, Red de Región Propuesta) estas reflejan que no todas las máscaras de pixeles que se van 

a generar en la salida cubrirán a la forma detectada (objeto en investigación). El anterior efecto 

también ocurre en los cuadros delimitadores que se van formando en conjunto con la región de 

interés o ROI (Region Of Interes) que se encarga de dar una segmentación semántica, la cual al 

obtener pérdidas mayores a 0.5 puede llegar a delimitar mal imágenes de entradas con tamaños 

relativamente pequeños con respecto al parámetro de longitud y altitud determinado en el 

algoritmo. 

Por último, se puede apreciar el valor de la exactitud y el tiempo de duración o ejecución 

para el proceso de entrenamiento, los cuales fueron factores determinantes al momento de 

escoger los parámetros de configuración antes mencionados, siendo estos escogidos según los 

valores recogidos en la precisión y en la duración del entrenamiento. 
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Figura 35. Prueba del algoritmo aplicada sin notificación sonora. Fuente: propia. 

En la figura 35 se presenta cómo las pérdidas de las marcaras de pixeles (roja en la figura 

35) perjudican la segmentación de instancias ya que no permite que el algoritmo sea capaz de 

enmascarar por completo al objeto detectado, que al igual que el cuadro delimitador (líneas 

discontinuas rojas en la figura 35) no es capaz de ubicarse perfectamente. Aunque la respuesta 

visual no es la mejor, se determinó que la precisión de predicción y el tamaño de la máscara es 
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concordante para que de manera visual se le informe a un operador de que hay un objeto 

prohibido en el equipaje o maleta de mano escaneado previamente, además teniendo en cuenta de 

que el sistema va a tener también respuesta sonora, la cual va a indicar que objeto ha sido 

detectado o si sencillamente no se detectó nada. 

 

Figura 36. Prueba del código implementado para la segmentación de múltiples instancias en escáner 

de maletas de mano o equipajes aéreos. Fuente: propia. 
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Figura 37. Prueba del código implementado para la segmentación de múltiples instancias en escáner 

de maletas de mano o equipajes aéreos. Fuente: propia. 

En la figura 36 y 37 presentan la ejecución del sistema RCOPI en un escáner realizado a 

un equipaje de mano, en la que se detecta, clasifica y segmentan la clase arma de fuego; un arma 

9 milímetros, cuchillos y una navaja multiuso cuyas clases que como se ilustra en las figuras 36 y 

37 son detectadas con una precisión promedia del modelo de MASK RCNN del 93.18%, que es 

significativamente alta y la segmentación de instancias relacionada por un cuadro con líneas 

discontinuas con color aleatorio relacionado al de la máscara de pixeles ubicadas de manera 

esperada. Sin embargo, se hace necesario especificar que las máscaras de pixeles no son las 

deseadas, lo que es ocasionado por las limitaciones que ofrecen las aplicaciones de anotaciones 

de imágenes, como por ejemplo VGG ANOTATOR al no dar la capacidad de crear polígonos con 
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en imágenes con mucha resolución y además de los parámetros de configuración de MASK 

RCNN en estas imágenes. 

7.6 Verificación del modelo de MASK RCNN. 

Las pruebas realizadas para la validación final del proyecto fueron ejecutadas teniendo en 

cuenta los temas sanitarios que debido a la pandemia actual COVID-19 enfrenta todo el mundo, 

por lo que los escenarios óptimos como las pruebas en tiempo real del sistema RCOPI en las 

máquinas de rayos X del aeropuerto local Alfonso Bonilla Aragón, tuvieron que ser canceladas a 

última hora, lo cual obliga a simular estos escenarios por medio de imágenes extraídas de 

internet, las cuales se compone de 20 imágenes que contienen información relacionada con las 

clases de investigación (objetos corto punzantes, artefactos peligrosos y armas de fuego) 

representadas en la figura 38. Las imágenes extraídas de internet no se encuentran en la base de 

datos deje de GDXray, con el fin de poder evaluar el sistema y obtener resultados con respecto a 

la métrica de precisión del sistema en datos totalmente desconocidos para la base de datos, las 

etapas de entrenamiento y validación. Con base en lo anterior se muestra a continuación la tabla 5 

en la cual se puede apreciar las diferentes pruebas, con sus respectivos valores de precisión y por 

último la clase del objeto detectado 

Tabla 5. Resultado de pruebas finales (valores de precisión). 

 

 

Número de prueba 

 

 

Valor de precisión 

Clase predicha de la detección realizada 

Arma de fuego Artefacto peligroso Objeto corto 

punzante 

1 83.7524%   x 

2 92.3457%   x 
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 En la tabla 5 se presenta el resultado de las predicciones del sistema RCOPI, al interactuar 

con 20 imágenes de entrada, que contienen características no necesariamente aprendidas por el 

modelo durante el entrenamiento del modelo de MASK RCNN, tal y como se aprecia en la figura 

38, en donde las imágenes utilizadas para validar de forma final al sistema, contienen marcas de 

agua del propietario de la imagen, en cierto momento pueden llegar a reducir la precisión de la 

detección, aunque en cierto caso sea necesario el uso del algoritmo de transformación de 

3 91.1575%  x  

4 94.1587%   x 

5 65.3645%   x 

6 74.2569%  x x 

7 87.1212%  x  

8 93.1431%  x  

9 91.8641%   x 

10 89.9899%   x 

11 93.9989%   x 

12 85.5231%   x 

13 87.6971% x   

14 80.2314% x   

15 81.3215% x   

16 88.9531% x   

17 92.6531%  x  

18 84.2536%  x  

19 88.8568%   x 

20 78.6371%   x 
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imágenes, con el fin de retar más al sistema y ver si este da una clasificación errónea o de baja 

precisión, como se indica en la prueba número 5, en la que el sistema entrega un valor de 

precisión bajo en comparación con las demás pruebas. Así mismo, al realizar una media 

aritmética de los de precisiones en cada clase (ver tabla 6), se obtiene un valor de precisión global 

por clase que se puede comparar con los resultados cuantitativos del proyecto. 

Tabla 6. Medias aritméticas por clase. 

Clase detectada Valor de media aritmética 

Arma de fuego 84.5507% 

Artefacto peligroso 87.1641% 

Objeto corto punzante 85.3407% 

 

 

 

Figura 38. Muestra de las imágenes descargadas de internet para las respectivas pruebas finales. 

Fuente: adaptado de alamy stock photo (Dimitrov, 2019). 
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7.7 Generación de la matriz de confusión y la curva ROC. 

Para proseguir con la ejecución del proyecto es necesario calificar al modelo de 

segmentación de instancias, por medio de métricas utilizadas en la revisión de antecedentes, para 

el cual se procede a extraer la matriz de confusión y la curva ROC, que dan la posibilidad de 

calcular las métricas de validación de resultados del proyecto y así poder en futuro comparar con 

los resultados de los demás proyectos. Para este proceso se hace necesario implementar un código 

en Python que facilite la adquisición de estas, tal como ilustra la figura 39 y así a futuro calcular 

las métricas que serán utilizadas en el capítulo de resultados. 

El diagrama de flujo de la figura 39 presenta el cálculo de la matriz de confusión del 

presente proyecto. Este se describe, primeramente, con la importación de librerías propias de 

Keras, sklearn y mlxtend que facilitan los cálculos internos a realizar, con el fin de obtener las 

métricas de calificación con las ecuaciones, al igual que las demás librerías necesarias para cargar 

el modelo de entrenamiento, generación de la matriz de confusión, generador preprocesamiento 

de imágenes que se usan en la validación y por ultimas las necesarias al momento de graficar y 

trabajar con vectores.  Así mismo se definen las rutas de los datos de validación del sistema y del 

modelo previamente entrenado de la base de datos local, además se crea un arreglo con el nombre 

de las clases, con el fin de ilustrar estos en la matriz resultante. A continuación, se carga el 

modelo de MASK RCNN previamente entrenado, se compila en la función 

custom.predict_generator(), que recibe como parámetro los 3428 datos de validación previamente 

procesados por la librería de imageDataGenerator(). Después de haber compilado la función 

custom.predict_generator() retorna como resultados una matriz con salidas de las predicciones y 

valores de las clases reales, organizadas en un arreglo. Asimismo, después de tener los resultados 
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de las predicciones realizadas por el modelo de MASK RCNN, que es insumo clave para el 

cálculo de la matriz de confusión. A continuación, se procede a imprimir en pantalla con ayuda 

de la función de Python confusión_matrix(), que recibe como parámetros de entrada el arreglo 

que contiene las predicciones y clases reales, y retorna como resultado la matriz de confusión con 

color azul y barra de intensidad de datos de la figura 41. Por último, se calcula e imprime en un 

reporte (ver figura 42) las métricas de clasificación utilizadas en el proyecto, como son la 

precisión, exactitud, sensibilidad y F1 score. 

Es importante aclarar que la información utilizada se para la generación de la matriz de 

confusión se extrajo de la carpeta de validación de la base de datos de GDXray manipulada por el 

algoritmo de incremento de datos de la figura 21, el cual cuenta con 3428 datos distribuidos por 

clase de la siguiente manera: 1140 imágenes de objetos cortopunzantes, 1141 imágenes de armas 

de fuego y 1147 imágenes de artefactos peligrosos. Con base en lo anterior se aclara que las 

etiquetas que presenta la matriz de confusión de la figura 41 están relacionadas con las clases en 

investigación del presente proyecto. 
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Figura 39. Diagrama de flujo del programa encargado de la elaboración de la matriz de confusión y 

las métricas del modelo. Fuente: propia. 
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7.7.1 Generación de la Curva ROC. 

Para el cálculo del valor de AUC del proyecto se implementó un algoritmo representado 

en la figura 39, capaz de dibujar la curva ROC y obtener el reporte de ACU, el cual es un el valor 

real que permite decidir qué elementos de un conjunto de instancias están relacionados o no por 

pertenecer a un mismo tipo o clase. Esta implementación se realizó en la base de datos de 

validación, la cual consta con 3428 imágenes escogidas al azar del conjunto de datos de GDXray 

manipulado por el algoritmo de transformación de imágenes de la figura 20, con ayuda de la 

función Random de Python, distribuidas de la siguiente manera en cada clase: 1140 imágenes de 

objetos cortopunzantes, 1141 imágenes de armas de fuego y 1147 imágenes de artefactos 

peligrosos. Como lo indica el diagrama de flujo de la figura 39, para la obtención de la curva 

ROC y el valor de AUC es necesario importar las librerías de SCIKIT LEARN y MATPLOTLIB, 

las cuales contienen los módulos necesarios para el cálculo del valor de AUC y la curva ROC. 

Asimismo, es necesario cargar el arreglo generado por las predicciones realizadas durante la 

generación de la matriz de confusión y además definir como umbral de discriminación un rango 

entre cero y uno, con la finalidad de poder relacionar los datos con porcentajes y sean fáciles de 

asociar a las demás métricas del proyecto. Después, se calculan los puntos que conforman la 

curva ROC, y la tasa de verdaderos y falsos positivos, mediante la función metric.roc_curve() que 

recibe como parámetros de entrada a las predicciones realizadas y el umbral de discriminación. 

Con base en lo anterior y por medio de la función metrics.auc() que recibe como parámetros las 

tasas de verdaderos y falsos positivos ya calculadas, se procede a hallar el valor de AUC. 

Finalmente se traza la curva ROC, con las respectivas etiquetas de los ejes, título de la imagen y 

el valor de AUC previamente calculado, tal y como se ilustra en la figura 40. 
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Figura 40. Diagrama de flujo del código de implementación de la métrica de la curva ROC. Fuente: 

propia. 
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8. Resultados. 

Para esta etapa del proyecto se procede a exponer los resultados cuantitativos del sistema 

RCOPI, mediante la comparación de la herramienta de matriz de confusión y sus métricas 

utilizadas en aprendizaje profundo y estadísticas, al igual que métricas basadas en la curva ROC-

AUC. Además, se realiza una comparación de las métricas de desempeño obtenidas en el 

proyecto, con las estudiadas en los proyectos elaborados previamente (revisión de antecedentes) 

con el fin de poder sustentar el desempeño del sistema RCOPI. Como ilustra la figura 41, en la 

que se representa la matriz de confusión resultante del proyecto, en donde se puede apreciar la 

cantidad de datos que se le proporcionó a cada clase (1140 imágenes de objetos corto punzantes, 

1141 imágenes de armas de fuego y 1147 de objetos peligrosos) las cuales se evalúan en el 

modelo previamente generado en la etapa de entrenamiento y son ubicadas en la matriz de 

acuerdo con la ubicación teórica de la matriz de confusión, en los que el modelo predijo acertada 

o erradamente (positivo o negativo en ambos casos). 

Al analizar la matriz de la figura 41, se aprecia cómo en la diagonal principal donde se 

encuentran los cruces de las clases o la cantidad de datos no normalizada de verdaderos positivos 

y negativos (datos que el modelo predijo en una clase correctamente) de cada una de las tres 

clases objetivas, se acumulan en mayor parte, lo que deja a observación instantánea por parte de 

un tercero la conclusión de la veracidad del modelo del proyecto. Sin embargo, también se 

aprecia que una significante cantidad de datos se quedaron en casillas o cruces de predicciones 

erróneas del modelo, en las que la matriz de confusión de la figura 41 puede indicar que la 

métrica sensibilidad del modelo con respecto a los falsos positivos (cantidad de datos en una 

clase en específico, en sentido horizontal sin contar el de la diagonal principal) al igual que la 
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métrica de precisión pero con respecto a los falsos positivos (cantidad de datos en una clase 

predicha en específico, en sentido vertical sin contar el dato la diagonal principal). 

 

Figura 41. Matriz de confusión del proyecto. Fuente: propia. 

La matriz de confusión se acompañó con una barra de color referencial (a la derecha de la 

figura 41) con el fin de ilustrar las distintas densidades de los datos que se ubican en cada clase 

de la matriz de confusión, lo cual ayuda a distinguir visualmente la cantidad de datos ubicados en 

cada posición de la matriz. 

Tabla 7. Métricas de desempeño del proyecto. 

 

Clase 

 

Precisión 

Recall o 

sensibilidad 

F1- score o Valor F 

(media armónica 

estadística) 

Soporte de 

validación (No. 

Imágenes) 

Objetos 

cortopunzantes 

0.9282 (92.82%) 0.9298 (92.98%) 0.9290 (92.90%) 1140 

ARMA de fuego 0.9374 (93.74%) 0.9325 (93.25%) 0.9350 (93.50%) 1141 
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OBJETO 

PELIGROSO 

0.9296 (92.96%) 0.9329 (93.29%) 0.9312 (93.12%) 1147 

Exactitud 

(Accuraccy) 

 0.9317 (93.17%) 3408 

Métricas 

promediadas del 

sistema. 

0.9318 (93.18%) 0.9317 (93.17%) 0.9317 (93.17%) 3408 

Valores de las 

métricas 

promediadas en los 

pesos o coeficientes 

adaptativos. 

0.9318 (93.18%) 0.9317 (93.17%) 0.9317 (93.17%) 3428 

 

En la tabla 7 se ilustran las métricas que entrega la función de metrics. 

clasification_report () en donde se refleja el reporte de la validación con relación al conjunto de 

datos y la matriz de confusión de la figura 42. Las métricas estadísticas en base decimal, 

entregadas por cada clase corresponden a la precisión con lo cual el modelo va a detectar cada 

dispersión del conjunto de valores obtenidos de clases detectadas o valores positivos. Para este 

proyecto es de 0.9282 (92.82%) para objetos cortopunzantes, 0.9374 (93.74%) para la clase de 

arma de fuego y de 0.9296 (92.96%) para objetos o artefactos peligrosos, lo que deja como 

deducción de que el modelo supero el 92% de los datos, acertando correctamente a más de 3153 

predicciones en concordancia con todas las clases. Con base en lo anterior se puede interpretar 

que el modelo ofrece una calidad de clasificación muy alta con respecto a las precisiones de los 

trabajos realizados en el estado de arte (ver Tabla 1). Otra métrica que es imprescindible para este 
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proyecto es el recall o sensibilidad, ésta representa la cantidad de datos de que el modelo es 

capaz de identificar, además de dar contundencia en que si este porcentaje es alto es porque la 

cantidad de falsos positivos o predicciones erradas de la clase es muy baja con relación a la 

cantidad de predicciones correctas o verdaderos positivos; por último y no menos importante se 

muestra el valor de la exactitud o Accuraccy en inglés, la cual representa una métrica de 

desempeño global del modelo multiclase, en donde ya se verifico que las métricas de sensibilidad 

y fueran aceptables, por lo que tomar el 0.9317 o 93.17% como un porcentaje de los casos que ha 

acertado el modelo como métrica de desempeño del modelo, teniendo en cuenta de que las clases 

debían estas balanceadas previamente y así evitar que altos valores no normalizados de una clase 

afecten el valor total de exactitud. 

 

Figura 42. Ilustración del resultado de metrics, clasification_report () del proyecto según la matriz de 

confusión de este. Fuente: propia. 
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Figura 43. Curva ROC con valor de AUC del proyecto. Fuente: propia. 

En la figura 43 se presenta la representación gráfica de una métrica fundamental para los 

clasificadores basados en inteligencia artificial, según esta gráfica se puede ver la tendencia del 

clasificador no discreto en la etapa de validación del proyecto, a que la mayoría de los datos de 

entrada se convierten en verdaderos positivos, siendo esto sinónimo de alta precisión del 

proyecto, ya que el umbral máximo de la curva es 1, siendo este el teóricamente utilizado con el 

fin de poder relacionar los resultados en porcentajes, es decir, de cero a cien por ciento, y al 

momento de calcular el AUC (Area Under Curve, área bajo la curva ROC) da como resultado 

0.9440 o 94.40%, que da como interpretación un sistema que al ser evaluado con distintos datos, 

la tasa de predicciones correctas está muy por encima de la tasa de predicciones incorrectas, es 

decir el sistema en 94 casos de cada 100 aproximadamente, realizó y realizara predicciones 

correctas. Es importante aclarar que la curva ROC y el valor de AUC, se obtiene con la ayuda de 
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las predicciones realizadas durante la etapa de validación del modelo de MAS RCNN, con apoyo 

de la base de datos de validación y la elaboración de la matriz de confusión de la figura 39. La 

base de datos utilizada para la construcción de la curva ROC, consta con 3428 imágenes 

escogidas al azar del conjunto de datos de GDXray manipulado por el algoritmo de 

transformación de imágenes de la figura 20, con ayuda de la función Random de Python, 

distribuidas de la siguiente manera en cada clase: 1140 imágenes de objetos cortopunzantes, 1141 

imágenes de armas de fuego y 1147 imágenes de artefactos peligrosos, que fueron manipuladas 

por medio de transformaciones geométricas. Con base en lo anterior y con la selección del último 

modelo de la última fila de la tabla 4, siendo este el que durante los diferentes entrenamientos 

entrego menor perdida en los cuadros delimitadores y perdidas propias de la red neuronal 

backbone, al igual que una exactitud de entrenamiento del 93.17% con base a las 7976 imágenes 

utilizadas para esta etapa. 

8.1 Discusión de resultados. 

Las métricas seleccionadas para medir el desempeño del proyecto fueron tenidas en 

cuenta debido a los trabajos registrados en el proyecto (ver Tabla 1), en la fase de revisión de 

antecedentes. En estos trabajos se aclara específicamente el balance que deben tener con respecto 

en cantidad de datos por cada clase de investigación (con un umbral de 5%−
+ ), los datos que van a 

ser evaluados para obtener una medida de desempeño. En los trabajos detallados en el estado de 

arte y la Tabla 1 de este proyecto se puede ver valores de exactitud inferiores al presentado en 

este proyecto, el cual es de 0.9317 (93.17%), lo que deja como conclusión que haber realizado la 

recomendación que estos trabajos realizaban y las respectivas pruebas, elevaron las métricas de 

desempeño y clasificación del modelo MASK RCNN. 
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Al revisar el parámetro de precisión y sensibilidad por cada clase de investigación, de los 

trabajos previamente desarrollados y presentados en el proyecto, al igual que los calculados por 

medio de la media aritmética expuestos en la tabla 1, se puede verificar que a pesar de que no 

pudo tener la misma cantidad y calidad de datos, con los que contaron los autores de los trabajos 

reflejados en la tabla 1, el modelo del presente proyecto entrega precisiones y sensibilidades 

mayores a 0.92 (92%) y mayor al 84 % en las precisiones de las clases, con relación a las pruebas 

finales elaboradas con imágenes descargadas de internet, que en ciertos casos superan por poco a 

los conseguidos en el estado de arte investigado. 

Así mismo, se hace necesario resaltar el uso de entornos de programación virtual, los 

cuales en este proyecto facilitaron y redujeron los recursos computacionales necesarios, ya que en 

las versiones gratis del entorno virtual de programación escogido (Google Colaboratory) ofrece 

en teoría la posibilidad de tener un procesadores gráfico, así como de uno tensorial, que por 

mucho superan a los que comercialmente pueden mantener los costos del proyecto bajos y que 

además ayudan a no alterar la viabilidad de este proyecto. 

Al comparar el estado de arte con el proyecto, se puede evidenciar que se utilizaron todas 

las métricas de clasificadores estadísticos, en donde se demuestra como los valores entregados 

por el presente proyecto fueron relevantes para saber en qué momento ya se podía decidir si el 

modelo entrenado cumplía con el objetivo principal del proyecto y uno de sus específicos. Con 

base en lo anterior los valores de ROC-AUC y la matriz de confusión no demuestran la 

perfección absoluta del proyecto en su objetivo principal, pero si justifica la realización de este, 

en comparación con otros proyectos.  
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9. Conclusiones. 

Como desarrollo del proyecto se obtuvo un sistema que es capaz de reconocer y clasificar 

objetos metálicos prohibidos en aeropuertos, tales como: armas de fuego calibre 9 milímetros, 

cuchillos, entre otros. Tal reconocimiento es realizado mediante la aplicación de la arquitectura 

de MASK RCNN, que da la posibilidad de segmentar y clasificar con ayuda de las CNN a los 

objetos previamente nombrados, obteniendo resultados cuantitativos que al ser comparados con 

las métricas de calificación utilizados en el proyecto, pueden dar fe de la precisión del proyecto, 

además de que el sistema entrega un reporte al área de seguridad por correo electrónico, que de 

manera eficaz envía el resultado de predicción, con su respectiva precisión y cantidad de pruebas 

realizadas, al igual que la visualización efectiva de la segmentación, clasificación del objeto y 

alarma sonora correspondiente al objeto detectado. Para evaluar la precisión y desempeño del 

proyecto, se utilizaron las métricas de clasificación determinadas en el marco teórico del 

proyecto, que al inyectarle los 3428 datos entrego una métrica general de exactitud del 93.17% 

que da a entender que el sistema tuvo muy pocas predicciones erróneas y que este tiene una 

tendencia del 94.40% a dar un valor de precisión positivo según el AUC. Finalmente se valida el 

sistema por medio de predicciones de datos de entrada no pertenecientes a la base de datos 

GDXray (descargadas de internet), obteniendo así una precisión promedia global de las tres 

clases superior al 84%. 

En la revisión del estado de arte se muestra la ausencia que hay de trabajos de enfocados a 

dar apoyo en el reconocimiento y clasificación de objetos prohibidos en los aeropuertos, debido 

claramente a que los datos dispuestos a la comunidad investigativa están muy limitados 

cantidades que en cierto sentido, no son suficientes para la implementación de un algoritmo capaz 
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de detectar cualquier elemento que pueda ser identificado por una maquina escáner y que su 

resultado quede plasmado en una imagen; por lo que el proyecto RCOPI puede ser utilizado 

como una herramienta para enfocar trabajos para la seguridad aeroportuaria, en los que se 

requiera implementar una segmentación de instancias, visión por computadora, aprendizaje 

profundo y avisos sonoros ejecutados durante el reconocimiento y clasificación del proyecto. 

Después de realizar las investigaciones de antecedentes relacionados con el proyecto, se 

defiende el uso de la herramienta de aprendizaje automático utilizado, ya que el sistema tuvo una 

exactitud de 93.17% por lo que no solo se entrega la posibilidad de ubicar el objeto o artefacto 

prohibido en investigación, sino que se logra crear una máscara que se asemeja al de la clase 

reconocida (ver figura 34), logrando así más confiabilidad en el reconocimiento de los objetos 

producto de la investigación. Sin embargo, se encuentra con la limitación de no poder realizar el 

reconocimiento y clasificación en tiempo real, debido a los tiempos de demora de la maquina 

escáner y a que la arquitectura de MASK RCNN consume demasiados recursos y hacerlo 

conllevaría a tener un equipo demasiado potente, además de los permisos necesarios para 

modificar sitios de trabajos en un aeropuerto. 

Al validar el sistema se encontraron resultados muy satisfactorios, con respecto a los 

encontrados en los trabajos elaborados previamente, en donde los tiempos de respuesta son los 

necesarios, gracias a que el entorno de programación virtual de Google Colaboratory, entrega la 

posibilidad de compilar código sobre una GPU NVIDIA y TPUV2, sin olvidar de que el tiempo 

de ejecución de este entorno está limitado porque se está usando de manera gratuita. Además, de 

los resultados de la matriz de confusión y la curva ROC-AUC, de las cuales se obtuvieron 

métricas de desempeño del modelo en el reconocimiento y clasificación de objetos prohibidos en 
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los aeropuertos (arma calibre 9 milímetros, cuchillos, entre otros) con valores promedio de 

precisión en la tres clases de 93.18%, valores promediados de sensibilidad, F1 score de 93.17% y 

una AUC del 94.40 % que igual que la exactitud, son valores muy altos de métricas de 

clasificación y tiempos de entrenamiento que según la tabla 4 se mejoraron debido al ajuste de los 

parámetros de MASK RCNN. 

Se verifica el sistema mediante datos totalmente desconocidos, descargados de internet y 

en ciertos casos manipulados por medio del algoritmo de transformación de imágenes, con el fin 

comprobar la efectividad del sistema. Estos datos nombrados con anterioridad representan 

escenarios simulados no tenidos en cuenta como datos usados durante el entrenamiento y la 

validación del sistema. Estas pruebas entregaron una precisión que, por medio, de la media 

aritmética de los resultados de cada una de las tres clases objetas de investigación, valores 

mayores al 84% que da a entender que el sistema en cada predicción estuvo con altas 

posibilidades de dar una clasificación y segmentación correcta.  

Se pudo comprobar que el uso del recorte de degrado normalizado ayuda a mejorar los 

valores de la exactitud del modelo en general y los tiempos de entrenamiento transcurridos en 

todo el proceso; el uso de este recorte era fundamental en este proyecto debido a que en la 

arquitectura de MASK RCNN se tiene una red neuronal profunda RPN, que toma los pesos 

entrenados para la clasificación, con lo que puede caer en un sobre entrenamiento o recibir datos 

erróneos de la métrica de exactitud. 
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10. Recomendaciones y Trabajos Futuros 

 

Los resultados obtenidos del trabajo descrito en este documento, aunque pueden 

clasificarse como satisfactorios, en comparación con los antecedentes investigados, representan 

una continuación en la investigación del procesamiento de imágenes y la inteligencia artificial, 

aplicado en la seguridad de los aeropuertos. Por lo que, si se desea continuar con esta línea de 

investigación, se pueden tener en cuenta los siguientes aspectos: 

• Realizar un convenio con un ente público o privado para poder conseguir datos 

significativos para la investigación y así comparar los resultados con base en otros 

datos y con la posibilidad de obtener nuevas clases producto de investigación. 

• Conseguir permisos locales y nacionales para poder enlazar el algoritmo con la 

máquina de escáner en la etapa de pruebas. 

• Implementar una GPU física de alta potencia, con el fin de tener un sistema que no 

dependa de un tiempo de uso gratuito, o comprar una licencia de Google 

Colaboratory Pro que entre la posibilidad de explotar todas las cualidades de este 

entorno de programación virtual. 

• Implementar aprendizaje por transferencia, de los coeficientes adaptativos o pesos 

de proyectos relacionados con esta línea, como el descrito en el presente 

documento y así poder tener mejores resultados, ya que el modelo va a iniciar con 

la capacidad de reconocer ciertos patrones, que ya el de este proyecto aprendió. 
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12. Anexos 

Anexo 1: Código utilizado en el entrenamiento 

""" 

MASK 

R-

CNN  

Multi-GPU Support for Keras.  

Copyright (c) 2017 Matterport, Inc.  

Licensed under the MIT License (see LICENSE for details)  

Escribido por Waleed Abdulla y modificado por Samuel Ibarguen  

https://github.com/fchollet/keras/issues/2436  

https://medium.com/@kuza55/transparent-multi-gpu-training-on-tensorflow-

with-keras-8b0016fd9012  

https://github.com/avolkov1/keras_experiments/blob/master/keras_exp/multigpu

/  

https://github.com/fchollet/keras/blob/master/keras/utils/training_utils.py  

"""  

import tensorflow as tf  

import keras.backend as K  

import keras.layers as KL  

import keras.models as KM  

  

  

class ParallelModel(KM.Model):  

    def __init__(self, keras_model, gpu_count):  

        """Clase constructor.  

        keras_model: The Keras model to parallelize  

        gpu_count: Número de GPUs. Debe ser > 1  

        """  

        self.interno_model = keras_model  

        self.gpu_count = gpu_count  

        unir_outputs = self.make_parallel()  

        super(ParallelModel, 

self).__init__(inputs=self.interno_model.inputs,  

                                            outputs=unir_outputs)  

   

    def __getattribute__(self, attrname):  

        if 'load' in attrname or 'save' in attrname:  

            return getattr(self.interno_model, attrname) 
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        return super(ParallelModel, self).__getattribute__(attrname)  

    def summary(self, *args, **kwargs):  

          

        super(ParallelModel, self).summary(*args, **kwargs)  

        self.interno_model.summary(*args, **kwargs)  

    def make_parallel(self):  

        input_rebanada = {name: tf.split(x, self.gpu_count)  

                        for name, x in zip(self.interno_model.input_names,  

                                           self.interno_model.inputs)}  

        output_names = self.interno_model.output_names  

        outputs_all = []  

        for i in range(len(self.interno_model.outputs)):  

            outputs_all.append([])  

        # Correr modelo en cada GPU  

        for i in range(self.gpu_count):  

            with tf.device('/gpu:%d' % i):  

                with tf.name_scope('tower_%d' % i):  

                    # Correr un porción de entrada a través de esta replica  

                    zipped_inputs = zip(self.interno_model.input_names,  

                                        self.interno_model.inputs)  

                    inputs = [  

                        KL.Lambda(lambda s: input_rebanada[name][i],  

                                  output_shape=lambda s: (None,) + 

s[1:])(tensor)  

                        for name, tensor in zipped_inputs]  

                    # Crear una replica del modelo  

                    outputs = self.interno_model(inputs)  

                    if not isinstance(outputs, list):  

                        outputs = [outputs]  

                    for l, o in enumerate(outputs):  

                        outputs_all[l].append(o)  

   

        #   

        with tf.device('/cpu:0'):  

            merged = []  

            for outputs, name in zip(outputs_all, output_names):  

                if K.int_shape(outputs[0]) == ():  

                    # promedio  

                    m = KL.Lambda(lambda o: tf.add_n(o) / len(outputs), 

name=name)(outputs)  

                else: 
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                    # Concatenear  

                    m = KL.Concatenate(axis=0, name=name)(outputs)  

                merged.append(m)  

        return merged  

if __name__ == "__main__":  

    import os  

    import numpy as np  

    import keras.optimizers  

    from keras.datasets import mnist  

    from keras.preprocessing.image import ImageDataGenerator  

    GPU_COUNT = 2  

   

    # Ruta del directorio del proyecto  

    ROOT_DIR = os.path.abspath("./Tesis")  

   

    # Directorio para guardar los coeficientes adaptativosh5 y modeloh5  

    MODEL_DIR = os.path.join(ROOT_DIR, "logs")   

 Num_classes=4 # clases objeto de investigación + background    

    def build_model(x_train, num_classes):  

        tf.reset_default_graph()  

        inputs = KL.Input(shape=x_train.shape[1:], name="input_image")  

        x = KL.Conv2D(32, (3, 3), activation='relu', padding="same",  

                      name="conv1")(inputs)  

        x = KL.Conv2D(64, (3, 3), activation='relu', padding="same",  

                      name="conv2")(x)  

        x = KL.MaxPooling2D(pool_size=(2, 2), name="pool1")(x)  

        x = KL.Flatten(name="flat1")(x)  

        x = KL.Dense(128, activation='relu', name="dense1")(x)  

        x = KL.Dense(num_classes, activation='softmax', name="dense2")(x)  

   

        return KM.Model(inputs, x, "digit_classifier_model")  

    # Cargar datos  

    (x_train, y_train), (x_test, y_test) = mnist.load_data()  

    x_train = np.expand_dims(x_train, -1)./ 255  

    x_test = np.expand_dims(x_test, -1)./ 255  

    print('x_train shape:', x_train.shape)  

    print('x_test shape:', x_test.shape)  

    # Construir generador de datos y modelo  

    datagen = ImageDataGenerator()  

    model = build_model(x_train, 3)  

    # Agregar soporte multi-GPU 
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    model = ParallelModel(model, GPU_COUNT)  

    optimizer = keras.optimizers.SGD(lr=0.01, momentum=0.9, clipnorm=5.0)  

    model.compile(loss='sparse_categorical_crossentropy',  

                  optimizer=optimizer, metrics=['accuracy'])  

    model.summary()  

    # Entrenar  

    model.fit_generator(  

        datagen.flow(x_train, y_train, batch_size=64),  

        steps_per_epoch=50, epochs=10, verbose=1,  

        validation_data=(x_test, y_test),  

        callbacks=[keras.callbacks.TensorBoard(log_dir=MODEL_DIR,  

                                               write_graph=True)]  

    ) 

 


