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Resumen 

 

 
Los constantes desarrollos en el campo de electrónica han permitido transformar la 

relación entre el hombre y la tecnología de manera futurística, permitiendo incrementar las 

capacidades del hombre por transformar su imaginario en una realidad a través de la 

investigación y la inventiva. Estos hallazgos se han consolidado como la base productiva de un 

sistema ampliamente tecnológico que busca la automatización bajo el principio de funcionalidad 

posible desde los sistemas electrónicos. Con esta perspectiva, las placas Printed Circuit Boards 

(PCB) corresponden un elemento fundamental para la construcción de circuitos en el campo de 

la electrónica, por lo que, la calidad de estas según los estándares internacionales como las 

normas IPC 2020 A 2226 es un eje crucial en la conexión eléctrica y funcionamiento del circuito. 

Por tanto, el control y vigilancia de las placas PCB es relevante para el buen funcionamiento del 

sistema electrónico. Algunas fallas presentes en las placas PCB se relacionan a diferentes 

factores: ambientales (sulfatación, perdida de lámina), producción (mala soldadura, efectos en el 

estaño) y tiempo (desgaste de materiales y componentes). Con esto, la presente investigación 

tiene por objeto la implementación de un sistema de software/hardware capaz de detectar fallas 

como sulfatación y malas soldaduras por mala dispersión de estaño, con ayuda del aprendizaje 

profundo el cual da la posibilidad de obtener respuestas detección de fallas, con base algoritmos 

de alto procesamiento, alta precisión y análisis de sus datos bajo la premisa de inspeccionar la 

elaboración de placas y su eficacia dentro del cuerpo, para su control oportuno, con el fin de 

contribuir con el correcto funcionamiento y que la vida útil de las placas PCB no se vea afectada 

por errores de fabricación. 

 
Palabras Clave: Placas PCB, Detección fallas, Electrónica, Funcionalidad, Software, Phyton. 
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Introducción 

 

 
En el contexto de la electrónica, el diseño de placas PCB supone una necesidad natural en 

el desarrollo de los circuitos electrónicos, por lo que, la demanda en la producción de placas PCB 

representa un objetivo debido a la alta demanda de consumo tecnológico. En consecuencia, estos 

avances tecnológicos en las aplicaciones electrónicas plantean nuevos desafíos para la detección 

de fallas en Placas de Circuito impreso (PCB, por sus siglas en inglés), debido a que su 

complejidad ha aumentado. Por tanto, es de interés optimizar y robustecer las técnicas de 

inspección, para la detección de fallos a través de la integración de diferentes algoritmos de redes 

neuronales convolucionales contemplados en las figuras 28 y 31, que permitan no sólo la 

identificación sino también la predicción de posibles fallos con el fin de fortalecer los procesos 

de fabricación y funcionamiento de las placas PCB. 

 
Por lo anterior, el siguiente proyecto de investigación tiene como objetivo desarrollar un 

sistema de identificación de fallos para la fabricación de placas PCB, a través del uso de técnicas 

de adquisición y procesamiento de imágenes. Para esto, el proyecto de investigación se compone 

por capítulos, en los cuales el primero se compone del marco estructural en el que converge: 

planteamiento del problema, justificación, estado del arte y objetivos, lo anterior, se constituye 

como la infraestructura de la investigación, por lo que, las investigaciones utilizadas son estudios 

que no superan los diez de años de publicación, con el objeto de tratar archivos cuyo enfoque se 

traté sobre, métodos, técnicas y enfoques para la inspección de fallas en placas PCB. 

 
Posteriormente, el segundo capítulo presenta los marcos de referencia: marco contextual, 

teórico, conceptual y legal. En este capítulo se describen los principales conceptos relacionados 

con los componentes de las placas PCB, normativa y aspectos descriptivos concernientes a la 

composición, fabricación y producción de estos dispositivos. 

 
En continuidad, en el tercer capítulo se exponen algunas generalidades, ventajas y 

desventajas de los algoritmos utilizados en la detección de fallas en placas PCB; y la tecnología 
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para el desarrollo del proyecto. Aspectos diferenciados entre el marco teórico, producto de los 

elementos utilizados y aplicados dentro de la investigación como lo son las redes neuronales 

convulsionadas; para lograr este objetivo, se identificaron algoritmos de procesamiento de 

imágenes para la detección de fallos en placas PCBs con el fin de seleccionar el algoritmo con 

mayor viabilidad para este proyecto. Es decir, una herramienta capaz de ver y tomar decisiones 

de un ser humano a una velocidad de procesamiento y acción más rápido, el algoritmo 

seleccionado, convirtiéndose en el eje central del proyecto, consecuencia del impacto que este 

debe generar en la toma de decisiones y detección de fallas en las placas PCB. 

 
Adicionalmente, en el cuarto capítulo se presenta el algoritmo seleccionado en este 

proyecto para la detección de fallas en placas de circuito impreso (PCB’s). Por lo anterior, se 

retoma el modelo de una Red Neuronal Convolucional (CNN) aplicado a la identificación de 

fallas derivadas de sulfataciones o problemas de soldadura; por tanto, en unión con el hardware 

se ejecutarán acciones de adquisición de imágenes, soporte computacional para el algoritmo e 

interfaz de usuario, chasis del prototipo y demás periféricos necesarios para el funcionamiento 

del proyecto. 

 
Así mismo, el quinto capítulo presenta las diferentes pruebas realizadas para seleccionar 

el modelo de CNN utilizado, enfocando las pruebas en la variación de parámetros fundamentales 

en la configuración preliminar de una red neuronal convolucional, además se presentan las 

pruebas que determinaron los modelos escogidos, con una precisión en ambos modelos mayor al 

90 % y de ejecución del sistema completo incorporado. Es decir, la implementación del software 

y el hardware desarrollado en el proyecto. Finalmente, en el sexto capítulo se presentan los 

principales resultados cuantitativos del proyecto obtenidos con base en el conjunto de datos de 

validación del proyecto, lo que demuestra la efectividad del algoritmo seleccionado, basado en 

redes neuronales convolucionales, para la identificación de patrones que facilitan la detección de 

fallas derivadas de sulfataciones o por fallas en el dispersión de soldadura, con una exactitud de 

clasificación en la 97.88 % y 96.55 % respectivamente, siendo estos valores representativos a la 

hora de definir si un modelo de visión artificial con Machine Learning es capaz de detectar con 

confiabilidad. 
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Capítulo 1 

Contextualización del Problema 

El uso de placas de circuito impreso (PCBs) se ha extendido ampliamente en diferentes 

aplicaciones electrónicas debido a que generan rendimiento, confiabilidad y seguridad dentro de 

los sistemas electrónicos, a la par del incremento en la demanda de placas PCBs y su evolución 

hacia estructuras de mayor complejidad se presentan nuevos desafíos en la detección de fallas. 

Por lo anterior, el siguiente capítulo compuesto por el planteamiento del problema se amplía la 

perspectiva del proyecto evaluando el potencial de la investigación en materia técnica y práctica 

para la detección de fallas en placas PCBs (Wei, 2018). 

 

1.1 Planteamiento del problema 

 
 

La fabricación de placas de circuitos impresos PCB es una actividad rigurosa que debe 

ser vigilada, puesto que, la producción masiva de circuitos impresos es susceptible a presentar 

defectos, debido al incremento en la demanda. Con esto, la valoración de defectos cobra un papel 

determinante en la calidad de los procesos o fases específicas, donde, las fallas de producción 

son recurrentes. Los procesos están relacionados con litográficos y químicos. Por lo anterior, es 

evidente la necesidad de valorar de manera oportuna los errores, evitando el proceso de tarjetas 

que son despachadas sin el cumplimiento de las especificaciones técnicas de calidad y que 

generan dificultades en el consumidor final. 

 
Entre los incidentes se destaca la revisión manual de las placas para la inspección y 

detección, debido a: cansancio, distracción, experiencia, entre otros. De esta manera, la 

automatización para la revisión de los circuitos impresos PCB a través de un software presenta 

mejoras en eficiencia; puesto que, cambios en la miniaturización de las pistas y la alta densidad 

de las tarjetas incrementan el riesgo de errores, difíciles de detectar en la inspección manual. 

 
Por lo que, la necesidad de los fabricantes de garantizar la confiabilidad y funcionalidad 
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de un circuito impreso PCB, hace imprescindible realizar un proceso de automatización para la 

revisión de las placas PCBs usando sistemas para detectar defectos de fabricación a partir de un 

procesamiento digital de imagen, como estrategia de valoración de las placas PCB, lo que facilita 

durante el proceso de producción la corrección de errores, evitando reprocesar tarjetas que se 

desechan debido la detección de errores de manera tardía para evitar que eventualmente lleguen 

al usuario final. En garantía del correcto funcionamiento del producto adquirido por el usuario. 

 
Bajo este contexto, la propuesta de estudio parte de la necesidad natural de la eficiencia 

en las placas PCBs como la base del correcto funcionamiento de sistemas electrónicos, se enfoca 

en la construcción de un sistema de adquisición y procesado de imágenes que permita detectar 

errores en las pistas de cobre en placas de circuitos PCBs (pistas abiertas, cortocircuitos, error en 

bordes, entre otros) y generar las advertencias de detección temprana de fallas como por ejemplo 

cambios en el campo magnético, disipación del calor de cada uno de los componentes de la placa 

PCB (Díaz, 2019). 

 
1.2. Justificación 

 
Dicho lo anterior, el presente proyecto indaga sobre los problemas recurrentes a la hora 

de la construcción de placas PCB electrónica, debido a que se pueden presentar inconvenientes al 

momento de la elaboración de este tipo de placas PCB, ya sea por procesos basados en 

actividades químicas o litográficas. Entre los fallos más comunes en la elaboración de estas 

placas se tienen: pistas de cobre de alta corriente que no son suficientemente amplias, errores en 

los trazados de pistas (landing patterns), esquemas de antena (antenna layout) erróneos, pistas de 

cobre sucias, pistas en corto o abiertas, entre otros (LAVERDE, 2020). 

 
 

Teniendo en cuenta la revisión bibliográfica realizada, el tema de la detección de fallas en 

placas PCB es un campo de estudio que no cuenta con una extensa presencia bibliográfica en 

Colombia, evidenciándose la necesidad de investigar y generar alternativas que den respuesta a 

los problemas mencionados anteriormente. Además, cabe resaltar que el presente proyecto se 

encuentra en correspondencia con la misión del programa académico de Ingeniería Electrónica, 

de la Institución Universitaria Antonio José Camacho, la cual plantea: “Formar profesionales de 
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alta calidad en las áreas de ingeniería, promoviendo el crecimiento científico, tecnológico y 

social, a través de la generación e implementación de desarrollos académicos competitivos, 

innovadores, sostenibles y pertinentes” (Institución Universitaria Antonio José Camacho, 2018). 

 
 

Por último, se pretende que este proyecto sea un precedente en la Institución Universitaria 

Antonio José Camacho, con el fin de que se amplíen estrategias innovadoras que contribuyan a 

fortalecer las estrategias para la inspección de placas electrónicas. 

 
1.3. Objetivos 

 

1.3.1. Objetivo general 

Desarrollar un sistema de identificación de fallos en la fabricación de placas PCB, a través 

del uso de técnicas de adquisición y procesamiento de imágenes. 

 
1.3.2. Objetivos específicos 

 
 

1. Caracterizar las etapas en la fabricación de circuitos impresos que pueden llevar a errores o 

defectos de la placa. 

2. Identificar algoritmos de procesamiento de imágenes para la detección de fallos en placas 

PCBs. 

3. Implementar un sistema software/hardware que permita identificar fallas en placas PCBs, 

teniendo en cuenta la construcción de un prototipo, que permita mostrar la detección de fallas 

en una forma controlada. 

4. Validar el prototipo mediante pruebas funcionales 

 

 
1.4. Revisión de Literatura 

 
Para la detección de fallas en placas PCBs, es necesario partir de las investigaciones cuyo 

antecedente guarden relación con el proyecto presentado, por ello, la recopilación de 

investigaciones surge de indagar los referentes teóricos y metodológicos desde los cuales se ha 

abordado la temática. A continuación, se presentan los antecedentes de los últimos diez años 
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organizados de manera cronológica: 

 
 

En primer lugar, la investigación “ A GMR–ECT based embedded solution for 

applications on PCB inspections” (2011) proponen utilizar sensores GMR para la identificación 

de fallas en las placas PCBs y sus conductores, con la capacidad de detectar el campo magnético 

resultante de la interacción entre un excitador de bobina plana y PCB; entre las ventajas de estos 

sensores se encuentra su alta sensibilidad, alto rango de frecuencia, alta resolución espacial y 

propiedad de auto rectificación, que permite identificar fallas a nivel profundo (Matteo Cacciola, 

2011, pág. 5). 

 
Según Cacciola et al (2011) algunas de las fallas en las placas PCB se generan en el 

proceso de impresión de contacto o impresión de proximidad; por lo cual, el método de 

fotolitografía es de gran utilidad en tanto su sistema de inspección puede detectar pequeñas 

grietas en la superficie de las placas; entre los defectos encontrados están: orificio circular, 

estrechamiento de la vía y dilatación de la vía. Esta investigación aporta un método útil para 

identificar fallas de producción a un bajo costo y sin pruebas destructivas. 

 
Por otro lado, la investigación denominada “System design for PCB defects detection 

based on AOI technology” implementa la inteligencia artificial, el procesamiento de imágenes, 

algoritmos, reconocimiento de patrones y control de movimientos para detectar diversos tipos de 

fallas en las placas PCBs sus alcances y la información del diagnóstico. Este método se realiza 

sin necesidad de contacto y cuenta con una efectividad del 95 %. En esta investigación se 

evidencian además el diseño de los módulos de hardware y software con los respectivos 

dispositivos (Ziyin Li, 2011, pág. 12). 

 
Adicionalmente, se encontraron 3 artículos, que se enfocan en los componentes de las 

fallas en las placas PCB, en su estudio “A Genetic Algorithm for Probe Testing Problem on 

High-density PCB” expone que en las placas PCB se presentan diferentes tipos de fallas en el 

cableado, tales como: fallas abiertas (desconexión eléctrica entre dos pines), fallas cortas 

(conexión entre dos redes distintas), fallas casi abiertas y fallas casi cortas. Para solucionar esto 

propone el uso de dos sondas con enrutamiento de posiciones y una optimización a través de un 
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algoritmo genético, el cual puede brindar la posibilidad de tener un determinado número de fallas 

a detectar y que su selección se dé por jerarquía; la detección se efectúa mediante la medición de 

la resistencia y capacitancia de los cables. Este método permite mayor precisión que el método 

de dos fases y ahorro de tiempo (Murakami, 2012, pág. 4). 

 
Un segundo artículo, titulado “Fault Diagnosis using Magnetic Image of PCB”, plantea la 

necesidad de avanzar hacia métodos para la detección de fallas en placas PCBs que no requieran 

contacto, a fin de evitar alteraciones. Un ejemplo de ello son las imágenes magnéticas que 

emplean un algoritmo mejorado de red neuronal que permite detectar y ubicar la falla de forma 

eficaz, este método consiste en generar las condiciones para que la placa PCB trabaje en sus 

mayores condiciones mediante la inyección de una corriente de excitación, que a su vez permite 

contrastar la distribución del campo magnético. Esta información es obtenida por el software 

Ansoft (Pan, 2012, pág. 10). 

 
De manera semejante, la investigación “CST Simulation of Magnetic Field for PCB Fault 

Investigation” propone la simulación de fallas en placas PCB, principalmente fallas atascadas y 

fallas abiertas, con el fin de evaluar la viabilidad de propiedad del campo magnético en la 

identificación de las fallas mencionadas. Así pues, se encontró que en condiciones normales las 

ondas producidas en el campo magnético (campo H) permanecen constantes, mientras que en las 

líneas de campo magnético donde se presentan fallas se observa ondas estacionarias altas. De 

acuerdo con los autores este estudio brinda elementos para que se generen avances respecto a la 

construcción de sensores que detecten la intensidad del campo magnético en el funcionamiento 

de las placas PCBs (S. Socheatra, 2012, págs. 7,8). 

 
Otra investigación, es “Computer Visión Analysis of 3D scanned Circuit Boards for 

functional Testing and Redesign” propone la tomografía computarizada y el escaneo 3D como 

método viable para la revisión, detección y reparación de las fallas en las placas PCBs, pues, las 

nuevas tecnologías requieren que estos dispositivos electrónicos cuentan con mayor robustez, 

planteando la posibilidad de que dicho método de lugar a la reconstrucción del diseño con listas 

libres de errores (Hendrik Grosser, 2013, págs. 2,3). 
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Avanzando con la recopilación de estudios, en el año 2014 se publicó la investigación 

“Microfocus X-ray printed circuit board inspection system” en la cual se plantea la aplicación de 

un sistema de inspección a partir de rayos X de alta resolución y un procesamiento mediante 

software; este sistema de inspección se enfoca en la detección de fallas en las juntas de soldadura 

de las placas PCB, y de esta manera contribuir al mejoramiento de su tecnología y producción. El 

estudio concluye que el sistema de inspección basado en rayos X tiene un bajo costo económico 

y niveles de precisión aceptables (Yu Wang, 2014, pág. 7). 

 
Continuando, la investigación “Diseño de un algoritmo de corrección automática de 

posición para el proceso de perforado PCB, empleando técnicas de visión artificial” (p. 107) 

utiliza un algoritmo en una máquina de control numérico computarizado que permite corregir, 

detectar y compensar las fallas que se presenten durante el proceso de perforado, dicho proceso 

se realiza de forma automática. De acuerdo con lo anterior, este trabajo es pertinente en la 

medida en que su algoritmo para el control de posición en el proceso de perforado es adaptable a 

los objetivos del presente proyecto (Cárdenas J, 2015, pág. 108). 

 
En esta misma línea de tiempo, la investigación “Experimental validation of a resilient 

electronic logic design with autonomous fault discrimination/masking” pone en evidencia que las 

aplicaciones electrónicas construidas con transistores no están exentas de fallas y son vulnerables 

a diversos factores, tales como: el envejecimiento, estrés térmico, errores suaves, errores duros, 

variaciones de proceso y eventos ambientales a nivel extremo. Al respecto los autores 

manifiestan que se conocen distintas estrategias para la detección y resolución de fallas, entre las 

estrategias en mención se encuentran las propiedades del enmascaramiento de fallas, un ejemplo 

de ello es la estrategia de lógica cuadrática; otra estrategia empleada es la redundancia modular 

triple a la lógica de grano fino que da lugar a una reconfiguración; la estrategia de detección y 

corrección de errores (EDC) y la lógica personalizada (ALU). Sin embargo, estas dos estrategias 

tienen limitaciones, en la medida en que, por un lado, pierden su eficacia para solucionar errores 

acumulativos, por otro lado, no son extensibles, o demandan una mayor capacidad de 

procesamiento y almacenamiento (Reichard McWilliam, 2015, pág. 15). 

 
Al respecto, los autores plantean una estrategia que permite la articulación de distintas 
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propiedades: escalabilidad, enmascaramiento estratégico, detección estratégica de fallas y baja 

sobrecarga. Para esto realizaron un prototipo de hardware que ejecuta un procedimiento 

automatizado de inyección de falla de señal mixta, dando como resultado una respuesta eficaz en 

tanto identifica simultáneamente diversas fallas, por lo cual se genera una evaluación confiable y 

una mejor solución. Cabe destacar que, para el dispositivo experimental se emplearon 

transistores de tipo n y P-FETS. 

 
Adicionalmente, el proyecto “Fault detection using thermal image based on soft 

computing methods: Comparative study” se realiza un análisis comparativo entre tres técnicas 

para la detección de fallas en los circuitos integrados de las placas PCBs; las tres técnicas a saber 

son: perceptrón multicapa (MLP), máquina de vectores de soporte (SVM) y sistema de inferencia 

adaptativa de neurona difusa (ANFIS). Estos métodos se basan en la prueba y procesamiento de 

una imagen térmica que permite identificar los niveles de emisión infrarroja de cada uno de los 

elementos de circuito integrado. Ahora bien, para el análisis del comportamiento térmico los 

autores usaron el enfoque del método elementos finitos con la herramienta software COMSOL, y 

la clasificación de errores. Esta investigación concluyó que la técnica ANFIS demuestra un 

desempeño mayor que las otras dos técnicas, y se recomienda continuar profundizando con el fin 

de avanzar hacia técnicas que reduzcan el tiempo en las pruebas de las placas PCB’s. (Furat Al- 

Obaidy, 2017, págs. 8,9). 

 
Por otro lado, en la tesis “PCB defect detection USING OPENCV with image subtraction 

method” se pone de manifiesto que el mercado de las placas PCBs se ha expandido a tal punto de 

que son usadas por pequeños productores o aficionados que no cuentan con un sistema de 

inspección de visión óptica a diferencia de los grandes productores, pues, los sistemas de visión 

óptica requieren un alto costo. Frente a esta afirmación, el estudio en mención pretende aportar 

una técnica accesible a los usuarios, mediante la sustracción de imágenes y su inspección a través 

del software OpenCV, para detectar marcas de suciedad en la superficie de la PCB donde se 

presenten fallas; sin embargo, esta técnica tiene limitaciones en la precisión de su inspección 

debido a variaciones en las dimensiones de la imagen inicial y la imagen de salida (Raihan y Ce, 

2017). Lo anterior sugiere que, se requiere implementar o mejorar las técnicas de inspección de 

fallas en PCBs que beneficien a los pequeños productores, aficionados y/o estudiantes (Ce, 2017, 
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pág. 1). 

 
 

Una última investigación correspondiente al año 2017, propone un método estadístico 

que resalta los datos cuantitativos que se generan a partir de las pruebas y mediciones en las 

placas PCB, de acuerdo con los niveles de peligro detectados en función de la entropía y detectar 

de esta manera las amenazas electromagnéticas que afectan el funcionamiento de las PCBs. Sin 

embargo, este método puede perder precisión a medida que aumenta la velocidad y la 

disponibilidad de información en los niveles altos. 

 
Avanzando hacia los estudios de los últimos dos años (2018-2019), se encontró un mayor 

número de investigaciones que plantean métodos, técnicas y estrategias para detectar y 

solucionar fallas en las placas PCBs. La investigación realizada por Arroyo (2018), denominada 

“Desarrollo de sistemas de monitorización de errores para ensayos de vibración” presenta un 

sistema de monitorización de errores en termistores que consiste en dos fases, una referida, al 

ensayo en la vibración y soporte físico; y la segunda fase, la visualización de errores detectados 

en tiempo real durante el proceso de ensayo, a través de un software. Este trabajo es importante, 

en tanto facilita la detección de errores y monitorización de más de un termistor (Soldado 

Arroyo, 2018, pág. 21). 

 
Así mismo, el artículo “New defect detection approach using near electromagnetic field 

probing of high density PCBs” retoma el método de campo electromagnético, mediante el uso de 

sondas de campo y sensores GMR, que no necesitan contacto y pueden identificar fallas en 

componentes específicos de la placa PCB, de acuerdo con la distribución del campo magnético, 

encontrando defectos como: circuitos abiertos, cortocircuito, valores incorrectos, entre otros. La 

limitación de este método se debe a que no se ha evaluado o mejorado para aplicaciones de 

mayor escala (Alaoui, 2018, págs. 2,3). 

 
Por otro lado, Mcwilliam, Khan, Farnsworth y Bell (2018) plantean un sistema innovador 

para la detección y solución de fallas en dispositivos electrónicos, articulando estrategias 

hardware y software que propenden por la ingeniería, es decir, implementar tecnología nano y 

electrónica no sólo para la detección de fallas sino también para el enmascaramiento de estas, la 
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autoconfiguración y reasignación. El propósito de esta investigación es contribuir a nuevas 

investigaciones que permitan mayor autonomía y robustez en las aplicaciones electrónicas y la 

reducción a largo plazo en los costos de mantenimiento o inspección que implican otras 

estrategias convencionales. 

 
Finalmente, se presentan algunas investigaciones realizadas durante el 2019 referentes a 

la detección de fallas en las placas de circuito impreso (PCB), así pues, el estudio “Detecting 

PCB Assembly Defects Using Infrared Thermal Signatures” resalta a la técnica de termografía 

infrarroja como un método alternativo a los sistemas de inspección visual tradicionales, en la 

medida en que facilitan el acceso y la identificación de defectos en el proceso de ensamblaje, 

determinando los cambios de temperatura en cada uno de los componentes, la detección de estas 

fallas se representa con píxeles de color distinto en la imagen obtenida de la placa PCB. 

Adicionalmente, en el artículo “Using infrared thermal responses for PCBA production tests: 

Feasibility study” retoma un enfoque que se ha venido trabajando desde años atrás, que emplea 

el enfoque térmico infrarrojo para la identificación de defectos a nivel de los capacitores de la 

placa, evaluando y caracterizando cada uno de los componentes, consecuencia de su disipación 

térmica. Lo nuevo de este estudio tiene que ver con la articulación de un algoritmo atípico para el 

análisis de componente, que permite la automatización del proceso de detección. Un limitante 

del enfoque térmico es el tiempo requerido para las pruebas (N. El Belghiti Alaoui, 2019, pág. 

350). 

 
 

Esta misma línea de las anteriores dos investigaciones, en el artículo “Detection of Faulty 

Integrated Circuits in PCB with Thermal Image Processing” propone la detección de fallas en 

circuitos integrados de las placas PCBs utilizando la cámara termográfica y el procesamiento de 

imágenes con el algoritmo SURF (algoritmo de características robustas aceleradas), entre las 

fallas más comúnmente encontradas están piezas defectuosas, cables rotos, desconexión de 

cables y alta resistencia. Los beneficios de este método es que la inspección no requiere invasión 

en las placas, y el algoritmo SURF tiene la ventaja de prevenir, haciendo detecciones tempranas 

de posibles fallas y su precisión alcanza el 100 % (Charniya, 2019, pág. 5). 

 
De manera similar, la investigación “Image registration in PCB Fault Detection Based 
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on Infrared Thermal Imaging” realiza un análisis comparativo entre diferentes métodos de 

procesamiento de imagen para mejorar la calidad de la imagen térmica infrarroja, cuyo proceso 

se compone de 3 pasos: Identificar la fuente de calor, extraer las características y reconocimiento 

de patrones térmicos. El estudio concluye que el método de información mutua a pesar de que 

implica más tiempo que otros métodos, es pertinente y viable debido a que su precisión es 

mayor; por el contrario, el método SIFT (basado en los puntos de función), permite detectar 

fallas de forma rápida pero su precisión es menor (Chen, 2019, pág. 450). 

 
Por último, el estudio titulado “Layout Based Short-Circuit Protection Scheme for GaN 

HEMTs3” propone un esquema de protección frente a cortocircuitos, implementado a las placas 

PCB constituidas por transistores mejorados de nitruro de galio (GaN), debido a que su alto 

rendimiento y velocidad implica susceptibilidad a fallas y ruidos en tanto su resistencia al 

cortocircuito es menor a otros transistores. Para solucionar este problema el circuito propuesto en 

la investigación se basa en una técnica de desaturación que permite un apagado gradual; su 

verificación se realiza mediante el programa SPICE y la implementación de hardware. Una de 

las ventajas de este enfoque es la rapidez con la que puede actuar frente a una falla y 

salvaguardar el sistema (O. S. Alemdar, 2019, pág. 222). 

 
De acuerdo con los trabajos recopilados en la revisión de literatura de este proyecto se 

concluye que a lo largo del tiempo se han construido, articulado y mejorado diversos métodos y 

técnicas para la detección, inspección y solución de fallas en las placas PCBs, sus componentes y 

cableado. Dichos métodos, inicialmente se enfocan en estrategias tradicionales de inspección 

visual, avanzando hacia técnicas con cámaras térmicas infrarrojas, sondas, y la implementación 

de diferentes algoritmos para el procesamiento de imágenes y análisis de datos, planteando la 

necesidad de que a medida que se complejizan las estructuras de las placas PCBs son más 

complejas, se deben mejorar las técnicas de detección. Para finalizar este apartado, se presenta en 

la tabla 1 la comparación sobre las técnicas de detección de fallas en las placas PCBs utilizadas 

en cada una de las investigaciones expuestas con anterioridad, así como también los defectos 

hacia los cuales se enfocan y en ciertos casos las ventajas de su uso. 





18 
 

 

 

 

Tabla 1. Técnicas de detección de fallas placas PCBs. 
 

Autores Técnica empleada 
Tipo de fallas detectadas y/o 

resueltas 
Ventajas y/o desventajas 

 

 

Cacciola, M., Megali, G., 

Pellicanó, D and Morabito, F. C. 

(2011). 

 

 

 
Aplicación en tiempo real del 

sistema ECT – NDT 

 

-Inspección de grietas sobre una 

superficie plana. 

 

-Detección de micro defectos en 

PCB desnudos de alta densidad, 

orificio circular, estrechamiento 

de la vía y dilatación de la vía. 

 
-Reducción de costos a través del 

uso de sensores GMR 

 

-Detección de defectos profundos. 

 

-Alta eficiencia, adaptabilidad 

 
 

Li, Z., and Yang, Q. (2011) 

 

Sistema de detección automática 

de defectos de PCB basado en 

tecnología AOI 

-Defectos de circuito abierto y 

cortocircuito, 
 

-Detectar espacios de cables, 

huecos, defectos de rasguño. 

-Éxito de detección del 95 %, 

 

-Detección sin contacto, rápida, 

precisa y altamente efectiva. 

 

 

Murakami (2012) 

- Uso de sondas con enrutamiento 

de posiciones. 

 

-Optimización mediante 

algoritmo genético 

- Fallas en el cableado: fallas 

abiertas (desconexión eléctrica 

entre dos pines), fallas cortas 

(conexión entre dos redes 

distintas), fallas casi abiertas y 

fallas casi cortas. 

- Es un método adaptable a 

muchos diseños de sustrato sin 

cambiar el hardware. 

 

Desventajas: Amplios periodos 

de prueba, altos costos. 

 
Yao, Z., & Pan, H. (2012). 

-Imágenes magnéticas. 

-Algoritmo mejorado de red 

neuronal 

-Detección rápida de la falla de la 

placa de circuito. 

-Mejorar la fiabilidad de la placa 

de circuito 

-Tiempo de entrenamiento corto. 

-Bajo costo 

-Alta precisión 

 
Socheatra S. Ali N.B.Z and Khir 

M (2012) 

 
 

Propiedad del campo magnético 

-Atascados en fallas y fallas 

abiertas atascadas. 

-Diferencia los conductores de 

PCB defectuosos de los no 
defectuosos. 

 
 

- 
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Grosser, H., Beckmann-Dobrev, 

B., Politz, F., and Stark, R. 

(2013) 

- Técnicas de medición eléctrica 

y óptica (Tomografía 

computarizada – escaneo 3D). 

-Reconocimiento de piezas 

individuales, clavijas y pistas de 

PCB. 

 
- 

 

Wang, Y., Wang, M. and 

Zhang, Z. (2014). 

 

- Rayos X de alta resolución 

- Software de inspección 

 

-Detectar las juntas de soldadura 

ocultas 

-Cumple con los requisitos de 

precisión y bajo costo. 

-Resolución aceptable. 
-Una estructura flexible. 

 

 

 
McWilliam, R, Schiefer, P y 

Purvis, A. (2015). 

 

 

- Procedimiento automatizado de 

inyección de falla de señal mixta. 

-Enmascaramiento de todas las 

fallas bloqueadas. 

 

-Evento IDDQ para todas las 

fallas atascadas. 

 

-Localización de fallas 

combinando el evento IDDQ y el 

patrón de entrada lógica. 

 

- El procedimiento de prueba es 

extensible hacia diseños de 

unidades lógicas más complejas. 

 

-Evalúa múltiples fallas 

simultáneas. 

 

Cárdenas, J y Prieto, F. A. 

(2015). 

-Emplea un algoritmo en una 

máquina de control numérico 

computarizado. 

-Corregir, detectar y compensar 

las fallas que se presenten durante 

el proceso de perforado 

 
- 

 

 

 
Al-Obaidy, F., Yazdani, F., and 

Mohammadi, F. A. (2017). 

- Procesamiento de imagen 

térmica. 

 

-Análisis comparativo de tres 

técnicas: perceptrón multicapa 

(MLP), máquina de vectores de 

soporte (SVM) y sistema de 

inferencia adaptativa de neurona 
difusa (ANFIS). 

 

 

 
-Monitorear el comportamiento 

térmico del IC en la PCB 

-Método rápido y eficaz no 

destructivo de prueba visual. 

 

-Clasificación de defectos puede 

ayudar a determinar las fuentes 

que crean errores y reducen el 

costo de producción a largo plazo 

 
Raihan, F., and Ce, W. (2017). 

-Sustracción de imágenes. 
-Inspección a través de librerías  

OpenCV. 

 

- Detecta defectos visuales, 

ejemplo, ubica piezas defectuosas. 

-Técnica accesible a los usuarios 

y productores pequeños 

Desventaja: Limitaciones en la 

precisión. 
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Mehri, M., and Masoumi, N. 

(2017). 

 
-Método estadístico para analizar 

la susceptibilidad radiada de las 

placas de circuito impreso (PCB). 

 
- Detecta amenazas 

electromagnéticas que afectan el 

funcionamiento de la placa PCB. 

-Efectivo para sistemas digitales 

con numerosas puertas lógicas y 

estructuras complejas. 

Desventaja: este método pierde 

precisión a expensas de la 

velocidad y la disponibilidad de 
información de alto nivel 

Soldado Arroyo (2018) 
- Sistema de monitorización de 

errores en termistores. 

- Visualiza errores en los 

termistores de la placa PCB. 

- Permite monitorear más de un 

termistor 

 

El Belghiti Alaoui, N., Boyer, A., 

Tounsi, P., & Viard, A. (2018). 

-Método de campo 

electromagnético, mediante el uso 

de sondas de campo y sensores 
GMR. 

- Detecta componentes 

defectuosos. 

-Evalúa la condición de la 

soldadura. 

 
- No requiere contacto 

 
 

McWilliam, R., Khan, S., 

Farnsworth, M., and Bell, C. 

(2018). 

 

-Mantenimiento cero (métodos de 

autocontrol y autogestión de 

recursos redundantes internos. 

- Detección y clasificación de 

fallas. 
 

-Mitigación de fallas pasiva y 

activa. 

 

 
- 

 

 

El Belghiti Alaoui, N., Tounsi, 

P., Boyer, A., & Viard, A. 

(2019). 

 

 

- Firmas técnicas infrarrojas 

-Detecta defectos de ensamblaje 

tales como presencia, polaridad, 

valor y soldadura (cortos y 

abiertos). 
 

-Estado de salud de los 

componentes. 

- Proporciona una alternativa 

viable para detectar defectos en el 

nivel de componentes específicos 

y disminuir el número de puntos 

de prueba tradicionales. 

 
 

El Belghiti Alaoui, N., Boyer, A., 

Tounsi, P., & Viard, A. (2019). 

 

- Firmas térmicas infrarrojas 

-Método de Análisis de 

Componentes Principales (PCA), 

algoritmo de detección atípica. 

-Detecta defectos de ensamblaje, 

como la presencia del 

componente, polaridad, valor y 

soldadura (cortocircuitos y 

Aperturas) y el estado de los 

componentes. 

 

 
- 

 

Sarawade, A. A., & Charniya, 

N. N. (2019) . 

- Procesamiento de imágenes 

térmicas. 

- Detecta y clasifica defectos o 

fallas en los circuitos integrados 

de las placas. 

-Técnica no invasiva, precisión 

del 100 %, 
-Menor tiempo de cálculo. 
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 -Algoritmo de características 

robustas aceleradas (SURF). 

 

-Facilita la detección temprana de 

posibles fallas en el CI. 

 

 
 

Dong, Z., & Chen, L. (2019). 

-Procesamiento de imágenes 

térmicas infrarrojas 

-Método de registro basado en 

información mutua. 

- Identificación de fuente de calor, 

extracción de características y 

reconocimiento de patrones 

térmicos. 

 
 

- 

 
 

Alemdar, O. S., Karakaya, F., 

and Keysan, O. (2019) 

- Esquema de protección frente a 

cortocircuitos, mediante la técnica 

de desaturación 

 
-Implementación de hardware. 

-Fallas y ruidos en los 

transistores de las placas PCBs. 

 

-Rapidez con la que puede actuar 

frente a una falla y salvaguardar el 

sistema. 

 

Nota: Elaboración propia. 
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Capítulo 2. Marco de referencia 
 

 

2.1. Marco Contextual 

 
 

Según Cárdenas y Prieto (2015) la industria de las placas de circuito impreso cuenta con 

diferentes técnicas para su producción, ensamblaje, y evaluación; así pues, las técnicas para la 

evaluación y monitorización pueden ser manuales o automatizadas, dependiendo la complejidad 

de las placas y los componentes o factores a identificar. Algunas de las técnicas son: impresión 

por serigrafía, o por prensado de la superficie. “Algunas de estas técnicas son más comúnmente 

utilizadas que otras, por consideración relacionadas con la disponibilidad de material, costo y 

velocidad de producción” (pág. 108). 

 
Ahora bien, como lo descrito a través de la revisión de literatura referente a las placas 

PCB y la detección de fallas o errores, se evidencia múltiples factores entre los cuales resalta la 

fabricación, de ahí, el interés de la creación de estrategias para la medición de la calidad y 

detección de errores. Dicho lo anterior, es la base para el proyecto a continuación que busca 

mediante un algoritmo como recurso la detección de fallas y la reducción de errores mediante el 

procesamiento digital de imágenes. 

 
Dado las características y alcances de este trabajo, el proyecto se sitúa en la Institución 

Universitaria Antonio José Camacho de la ciudad de Cali. “La UNIAJC es una entidad pública, 

del orden municipal, adscrita a la Alcaldía de Santiago de Cali, autónoma administrativamente, 

generadora y difusora de conocimientos, con una objetiva vocación de servicio a la sociedad a 

través de actividades científicas, investigativas y de proyección social, para el fomento de la 

calidad y la excelencia de la educación en la nación” (Institución Universitaria Antonio José 

Camacho). 

 
2.2. Marco Teórico 

El siguiente apartado, se compone de los postulados teóricos y conceptuales referente a 

las placas PCBs, partiendo de sus características principales, componentes, métodos y técnicas 

de inspección, adicionalmente los aportes de los sistemas Software/Hardware que hacen parte 
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del proyecto de investigación. 

 
 

En consecuencia, se retoman los planteamientos de Swarup Bhunia y Mark Tehranipoor 

(2019) quienes resaltan que la PCB es a una estructura construida a base de un sustrato que se 

caracteriza por su resistencia y por no ser conductora, cuyo fin es proveer conexión eléctrica y 

soporte mecánico a los componentes de la misma. Estos componentes pueden ser pasivos 

(inductores, resistencias y condensadores) o activos (amplificadores operacionales y baterías). 

 
Con el transcurso del tiempo y debido a las demandas de la industria y avances 

tecnológicos, las placas PCBs se han ido complejizando tanto en su estructura como 

componentes, con tendencia a la compilación de varias capas y miniaturización de sus partes, 

algunos de los diseños pueden reunir hasta 30 capas. “Los PCB juegan un papel vital en el área, 

la potencia, el rendimiento, la confiabilidad y la seguridad de un sistema informático” (Bhumia y 

Terhranipoor, 2019, p. 82). 

 
Los componentes de las placas PCBs se distribuyen en la estructura según el tipo, 

funcionalidad y aplicación, pudiendo ser activos o pasivos, esto dependiendo de si pueden 

controlar el flujo de corriente. Entre los componentes activos están: 

● Baterías: provee de voltaje al circuito 

● Transistor: amplifica la carga y cambia señales electrónicas 

 
 

Por su parte, entre los componentes pasivos se encuentran: 

● Resistencias: no controlan el flujo de corriente a través de ellas; se codifican por colores 

de acuerdo con el nivel de resistencia. 

● Condensadores: almacenan energía potencial eléctrica en forma de campo eléctrico. 

●  Inductores: almacenan energía eléctrica en forma de campo magnético cuando una 

corriente lo atraviesa. 

● Diodo: conduce la corriente solo en una dirección. 

● Interruptores: se emplean para bloquear o cambiar la dirección de la corriente. 

https://www.sciencedirect.com/science/article/pii/B9780128124772000095#!
https://www.sciencedirect.com/science/article/pii/B9780128124772000095#!
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En el caso específico, de las PCBs su fabricación responde a la necesidad de generar una 

conducción entre el montaje y las interconexiones de los componentes electrónico a partir de 

pistas o caminos de material conductor plasmadas sobre la placa, por lo que, su composición e 

implemento es de enlazar los circuitos siendo el corazón de otros componentes. 

 
De esta manera, la adaptabilidad de su tamaño y valor permiten una alta reproducción de 

estas, lo que garantiza la uniformidad de características eléctricas adyacente en otros 

dispositivos, siendo un equipamiento de fácil instalación, identificación y mantenimiento, dado 

que, es mediante la inspección de los circuitos impresos que se reduce la probabilidad de error, 

convirtiéndolo en un elemento de uso común. 

 
Por ello, la inspección de placa de circuito impreso (PCB) ha sido un proceso crucial en la 

industria de fabricación electrónica para garantizar la calidad y fiabilidad del producto, corte de 

fabricación costo y aumentar la producción. La inspección de PCB implica detección de defectos 

en los PCB y clasificación de esos defectos para identificar las raíces de los defectos. (Vikas 

Chaudhary, 2017) 

 
Es pues, su cuerpo con una base conductora la que permite la fijación de una lámina o placa 

material aislante que soporta entre sus caras el material y los componentes electrónicos, tal como 

se refleja en la figura 1 entre los más utilizados destacan: 

● Pertinax 

● Cerámica 

● Plástico 

● Teflón 

● Polímeros 

● Resinas de Fibra de Vidrio Reforzada 

 

Por otra parte, la clasificación de las PCBs es posible mediante la función de sus capas desde 

la interconexión de los elementos, conjunto las perforaciones metalizadas y no metalizadas. 
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Figura 1. Conexión de un Componente en una PCB de una Capa. Fuente: 

https://dspace.uib.es/xmlui/bitstream/handle/11201/151210/Memoria_EPSU0862.pdf?sequence=1 

 

 
Así, el conjunto de placa de circuito impreso, PCBs es el procedimiento de soldadura o 

montaje de componentes electrónicos a una placa de circuito impreso. Por lo que E K Teoh 

desarrolló cinco algoritmos separados para detectar componente faltante, componente 

desalineado, piezas incorrectas y uniones de soldadura deficientes, convirtiéndose en un 

instrumento de medición y certificación de la calidad de los componentes. Es así, como la 

alineación de PCB es crucial para la precisión. Por otra parte, Horng-Hai Loh desarrolló un mapa 

inclinado técnica de estimación de la forma de la superficie para la junta de soldadura; 

estableciendo en la forma, la junta de soldadura esencial para la determinación de la placa como 

buena o defectuosa. (D.B Anitha, 2019, pág. 4) Y se caracteriza de la siguiente manera: 

 
Single-sided Printed Circuit Boards (PCB de una cara) 

En las PCBs de una sola capa, la interconexión de elementos se hace en una sola cara del 

substrato, la cara de soldadura (solder side). Los componentes se colocan en la otra cara del 

substrato. Se emplean principalmente en circuitos simples y cuando es necesario mantener los 

costes de fabricación al mínimo (alto porcentaje del volumen total de PCBs). Las placas de una 

sola cara se fabrican en su mayoría por el método 'impresión y grabar' o por la técnica 

troquelada. (Jordana, 2018, pág. 24) 

 
Double-sided Printed Circuit Boards (PCB de dos caras) 

En las PCBs de dos capas, la interconexión de elementos se hace en las dos caras del 

sustrato. Generalmente, una cara es la cara de soldadura y la otra de componentes (aunque no 

siempre es así). Se emplean principalmente en casos de circuitos de mayor densidad de 
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componentes y pistas que las PCBs de una cara. (Jordana, 2018, pág. 25) 

 
 

Multi-layer PCB (PCB multicapa, más de dos capas de interconexión) 

Los circuitos actuales han aumentado drásticamente la densidad de empaquetado, así 

como el número de líneas de interconexión debido al enorme número de pines in/out de muchos 

chips. Debido a problemas de interconexión: Ruido, crosstalk, capacidades parásitas, caídas de 

tensión, etc. surge la necesidad de tener más dos capas de interconexión. Por ello, se emplean 

láminas de substrato más finas junto con capas de material aislante, tal y como se representa en 

la figura 2. Todas estas láminas son prensadas entre sí para formar el PCB final. (Jordana, 2018, 

pág. 26) 

 
 

Figura 2. Circuito Impreso Multicapas. Fuente: https://n9.cl/d7iz https://n9.cl/d7iz 

 

 
Es pues, las placas PCBs un instrumento que debe cumplir con los estándares pueden 

verse como referentes del estado del arte de vital importancia para manufactureros y 

consumidores. La mayoría de estos están certificados a nivel internacional y facilitan el 

intercambio de productos entre proveedores y consumidores de un país a otro. También evitan el 

rediseño de ciertas piezas o secciones en proyectos mecánicos pues se asegura que se cumple con 

los requerimientos necesarios para su uso. (Christian Alberto Ayala Peláez, 2018, pág. 67) 

 
2.3. Marco conceptual 

 

En el proceso de construcción del software y elaboración de hardware de detección de 

fallos en las placas PCBs se debe tener en cuenta varios conceptos. 
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Un circuito impreso es un soporte de material aislante donde se conectan entre sí puntos 

de un circuito eléctrico mediante pistas conductoras adheridas dicho circuito impreso. Por ende, 

hay que tener en cuenta varios factores que se ven involucrados en esta situación como lo son: 

 
● Los PAD (pista de conexión en cobre): zona de cobre donde se suelda la pastilla de 

componentes 

● Las pistas Wire: son las tiras de cobre que se usan para unir entre si las pastillas de los 

distintos componentes. 

 
Además, hay que tener en cuenta el proceso de obtención de las pistas, que pueden ser: 

 
 

● La placa “normal” donde se dibuja directamente la pista sobre el cobre. Es dibujado con 

un rotulador indeleble, o bien mediante pegatinas adecuadas 

● La placa fotosensible tiene un barniz que es sensible a la luz, que se impresiona mediante 

una insoladora o cualquier otro foco luminoso adecuado. 

 
Finalmente, y dependiendo de las caras y capas utilizadas se tendrá: 

● Placas de simple cara las cuales tienen pistas conductoras en una sola cara (cara de 

soldadura y los componentes en la otra cara de componentes). 

● Placas de doble cara las cuales tienen pistas conductoras en las dos caras y la 

interconexión entre las pistas de distinta cara se realiza mediante agujeros metalizados. 

Estos agujeros se denominan vías. 

 
2.4. Marco legal 

 

La implementación de software en las aplicaciones electrónicas y tecnológicas implica 

desarrollar técnicas y algoritmos que se encuentre en correspondencia con las Leyes vigentes que 

brindan los lineamientos tanto para los productores como aficionados y estudiantes. 

 
LA OMPI (Organización Mundial de la Propiedad Intelectual y la UNESCO, en Ginebra 

1985, ratificaron que los programas o soportes lógicos son obras sujetas a los derechos de autor. 

Su fijación se materializa en disco duro, disquete, manuales y descripciones impresas (Uribe 
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Martin 2002). Se considera que el software como una manera de obra que entiende símbolos, lo 

cual permite que expresen como código objeto y código fuente la cual hacen parte de un lenguaje 

natural creado artificialmente por el hombre para una comunicación especializada (Ricardo, 

1998). La cual permite inferir que el lenguaje hace parte de las obras literarias y por eso tiene 

unos derechos. (Paez, 2016). (Universidad Externado de Colombia, 2016). 

 
El marco legal que establece las características, parámetros, especificaciones y requisitos 

para la construcción y comercialización de las placas de circuito impreso PCBs, son las normas 

IPC, su alcance es tanto nacional como internacional, y brinda elementos para que los 

consumidores selecciones el diseño más adecuado a sus necesidades.La IPC 2220 se trata de una 

familia de normas para el diseño, está compuesta de las siguientes normas (Ortega, Moya y 

Rodríguez). 

 
Tabla 2. Normas IPC 2020. 

 

NORMAS IPC 2220  OBSERVACIONES  

2221B Norma genérica sobre diseño de circuito impreso. 

2222A Estándar de diseño seccional para placas orgánicas 

rígidas. 

2223D Estándar de diseño seccional para placas impresas 

flexibles/rígidas flexibles. 

2224  Estándar para PCB de PC.  

 

2225 Estándar de   diseño   seccional   para   módulos 

orgánicos multi chip (MCM-L) y MCM-L 

2226 Estándar de diseño seccional para placas de 

interconexión de alta densidad (HDI). 

 

 

 
“La más usada es la IPC 2221A (ver tabla 2), esta define los requisitos generales para el 

diseño de PCB y algunos aspectos de ensamble de tarjetas electrónicas, principios y 

recomendaciones, incluye el montaje o ensamble de los componentes, tipo THT o de huecos 
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pasantes, de superficie SMT. La norma IPC 2221 se usa mucho junto con la 7351, la IPC T 50 y 

la IPC D 325” (Al Delta, 2016). 

 
Norma ANSI IPC 221: establece los principios y materiales que regulan el diseño físico 

de las placas de circuito impreso. Según Khandpur, citado en Ayala y Rodríguez (2018, p.68) y 

de acuerdo con esta norma se den tener seis reglas para el enrutamiento de conductores: 

 
• Debe procurarse que la pista conductora sea lo más corta posible entre componentes. 

• Las pistas conductoras deben formar ángulos obtusos (mayores de 90°). Igualmente, se 

debe evitar el trazado de esquinas totalmente rectas puesto que se pueden ocasionar 

perturbaciones electromecánicas. 

• Cuando uno o más conductores deben pasar por pads o áreas conductoras el espaciado 

debe estar igualmente distribuido. En ocasiones, esta distancia de separación está dada 

por el fabricante. 

• Solo se debe utilizar el espaciado mínimo cuando el espacio es limitado. De lo 

contrario, debe proporcionarse un mayor espaciado. 

• En tarjetas de doble capa, se trazan por convención las pistas en el lado de los 

componentes en dirección del eje y mientras que las pistas del lado de la soldadura se 

trazan en dirección del eje x. 

• En términos de recursos, se debe usar el menor número de capas para el cableado. 

 
 

En cuanto a las recomendaciones generadas para el posicionamiento de componentes se 

encuentran: 

 
• Los componentes críticos del circuito deben ser ubicados en primer lugar y de tal forma 

que se requiera la menor longitud de pistas. 

• En un circuito menos crítico, los componentes se organizan dependiendo el flujo de 

corriente 

• Ciertos componentes pueden influir sobre el funcionamiento de otros componentes a su 

alrededor. 

• En un circuito donde unos pocos componentes tienen más puntos de conexión que 
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otros, debe ubicarse dichos componentes en primera instancia y luego agrupar los 

componentes restantes a su alrededor. 

• Los componentes deben ubicarse vertical u horizontalmente para ofrecer un mejor 

resultado con respecto a la presentación. 

(Ayala y Rodríguez, 2018, p. 68-69). 

2.5 Etapas de fabricación de las placas PCB; errores y defectos en su creación 

 

 
El siguiente apartado comprende los resultados obtenidos para el primer objetivo 

referente a la fabricación de las placas PCB y las variables que inciden en las fallas o errores 

dentro del proceso de fabricación. 

2.5.1 Etapa 1. Diseño: 

 

El proceso de diseño de la placa PCB (Bhumia y Terhranipoor, 2019) implica cuatro 

fases: investigación y selección de componentes, captura del esquemático y simulación, diseño 

del tablero, verificación y validación. La primera fase consiste en indagar las especificaciones y 

rendimiento de cada componente en las bases de hojas de datos, determinando su rol en el diseño 

de placa a desarrollar. Sin embargo, esta selección es facilitada mediante el uso de software de 

simulación que permite evaluar el comportamiento de los componentes en el circuito, algunos de 

los softwares de código abierto son: TinyCAD, KiCAD, ExpressPCB, EasyEDA y DesignSpark 

PCB. 

 
La fase de captura esquemática y simulación tiene que ver con la colocación de los 

componentes seleccionados en el circuito teniendo en cuenta los estándares establecidos por 

ASCII y DIN; además, la simulación, implica “una representación matemática que representa la 

funcionalidad de un componente de circuito real en condiciones variables, incluidos voltajes y 

temperaturas de funcionamiento específicos” (Bhumia y Terhranipoor, 2019, p.91). La 

simulación a través de programas como SPICE es de suma importancia en la evaluación del 

comportamiento y funcionamiento de la placa PCB debido a que esta fase se desarrolla antes de 

la construcción del diseño facilitando prever posibles errores y corregirlos, lo cual a su vez 

permite ahorrar costos de producción e inspección. 
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La tercera fase hace referencia al diseño del tablero, que consiste en la construcción de un 

prototipo robustecido, esta construcción puede desarrollarse tanto de forma manual como 

automatizada a través de CAD, determinando el factor de forma de la placa, la cual debe tener un 

tamaño adecuado al entorno físico en el que se utilizará la PCB. 

 
La cuarta y última fase de verificación y validación, tiene que ver con la verificación del 

prototipo según las especificaciones del diseño inicial, los estándares que rigen la construcción y 

distribución de PCBs., evaluando minuciosamente el funcionamiento y rendimiento de la placa. 

 

2.5.2 Etapa 2. Ensamblaje: 

 

Esta etapa incluye la instalación de los componentes eléctricos en la placa PCB y la 

soldadura de estos en el sustrato, según Bhumia y Terhranipoor, 2019 el ensamblaje se efectúa 

mediante dos técnicas: tecnología de orificio pasante y tecnología de montaje en superficie, cada 

una de estas técnicas integra distintos niveles de automatización teniendo en cuenta el diseño, la 

lista de componentes, la aplicación y los costos. 

 
2.4.3.1 Tecnología de orificio pasante se da a través de la inserción de los componentes 

eléctricos por los orificios de la placa y montaje por soldadura; la ventaja de esta técnica es que 

su costo es menor respecto a técnicas alternativas, sin embargo, su desventaja es la baja densidad 

en el ensamblaje que dificulta miniaturizar el diseño. 

 
2.4.3.2 Tecnología de montaje superficial permite un mayor aprovechamiento del 

tablero, “la principal ventaja de SMT radica en una mayor densidad de placa con un mayor 

número de componentes pequeños. En SMT, se utilizan pequeñas vías para conectar los lados y 

las capas internas como reemplazo de los agujeros grandes convencionales” (Bhumia y 

Terhranipoor, 2019, p. 93). 

2.5.3 Etapa 3. Verificación del diseño de las placas PCB’s: 

 

Esta etapa se ha convertido en un desafío a medida que ha aumentado la complejidad de 

las placas PCB, pues, se requieren métodos y técnicas con mayor precisión y eficacia. 

Inicialmente, para la verificación de placas simples y errores de colocación o soldadura se ha 
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empleado la inspección óptica manual, que ha dado lugar a algunos errores humanos debido a las 

jornadas y rutinas que maneja el personal encargado de dicha inspección. 

 
La detección de fallas en las placas PCB es fundamental para el buen funcionamiento y 

reducción de costos, por lo cual, se implementa en varias etapas del ciclo de vida de la placa. En 

la literatura investigada se conocen dos técnicas principales basadas en la Inspección Óptica 

Automatizada (Bhumia y Terhranipoor, 2019): 

 

2.5.3.1 Inspección óptica automatizada (AOI). 

Esta técnica consiste en el uso de varias cámaras con alta definición que permitan 

identificar defectos físicos de la placa puesta a prueba mediante fotos y videos de ésta que se 

comparan posteriormente con una placa modelo que contiene las especificaciones requeridas 

para un diseño determinado. Algunos defectos detectados con esta técnica son: circuitos abiertos 

y cortos, fallas en la soldadura, arañazos, tensiones, alineamientos erróneos, falta de 

componentes, etc. La desventaja de esta técnica es que su visibilidad para PCB complejos es 

limitada, en tanto no puede detectar fallas en las interconexiones y en los paquetes de 

componentes. 

 

2.5.3.2 Inspección de rayos X. 

Esta técnica es capaz de detectar fallas en las juntas de la soldadura al interior de los 

componentes, facilitando la inspección en placas complejas; esta inspección se puede realizar de 

forma manual y automática. La ventaja que tiene esta técnica es la transparencia en la inspección 

de paquetes de chips y PCB complejas, y sus desventajas están asociadas con ser una tecnología 

reciente que dificulta su entendimiento y el hecho de que no es aplicable a todos los tipos de 

placas sino a casos específicos. 

 
Adicionalmente a la inspección óptica y de rayos x se realizan pruebas de PCB como: 

prueba en circuito, pruebas funcionales y los métodos de prueba de exploración de límites 

basados en JTAG (Joint Test Action Group). (Bhumia y Terhranipoor, 2019). 

 
2.5.3.3 Prueba en circuito (ICT). 

Consiste en evaluar la funcionalidad de la placa mediante el empleo de sondas eléctricas 
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que simulan un escenario de circuito abierto o corto circuito, encontrando defectos físicos 

producto de la soldadura, la conexión abierta entre los componentes y la ausencia de 

componentes. La desventaja de esta prueba es que los accesorios requeridos tienen un alto costo 

y en la práctica no evalúan a profundidad la continuidad del diseño en medio de los conectores. 

 

2.5.3.4 Prueba funcional (FCT). 

Estas pruebas se enfocan en evaluar la funcionalidad y calidad de la placa, identificando 

fallas en el hardware mediante pruebas funcionales, usando conectores y pines que generan el 

entorno eléctrico que simulan las condiciones de funcionalidad previstas en el diseño, así como 

también determinan el consumo de energía. Las desventajas de estas pruebas son el alto costo y 

el desgaste de los conectores empleados, perdiendo confiabilidad. 

 

2.5.3.5 Métodos de prueba de exploración de límites basados en JTAG. 

Actualmente es la prueba estándar que “facilita la accesibilidad a numerosas señales y 

pines de dispositivos de circuitos integrados modernos y complejos […] La interfaz de cuatro o 

cinco pines ayuda a establecer una conexión en cadena para probar múltiples chips ubicados en 

la placa. Es posible probar y controlar los estados de las señales a través de la interfaz TAP. Por 

lo tanto, TAP ayuda con el monitoreo y la detección de fallas de PCB a través de operaciones en 

tiempo de ejecución” (Bhumia y Terhranipoor, 2019, p. 100). Una de las ventajas de esta prueba 

es la reducción del costo en comparación con otro tipo de pruebas, sin embargo, su diseño es 

complejo y en el caso de circuitos adicionales puede haber sobrecarga. 

 
Cada una de las etapas de diseño y fabricación de las placas PCB pueden dar lugar a 

fallas de distinta índole, por esto se presenta a continuación la tabla 3 que resume las fallas que 

se encuentran comúnmente según la literatura (LAVERDE, 2020). 

 

 
Tabla 3. Fallas en las placas PCB. 

 

 

Falla 
Tasa de 

ocurrencia (%) 

 

Tipología 
Relación con la 

soldadura 

Circuito 

abierto 
25 Estructural Sí 

Soldadura 18 Estructural Sí 
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insuficiente    

Corto 13 Estructural Sí 

Falta de 

componentes 

eléctricos 

 

12 

 

Estructural 

 

No 

Componente 

desalineado 
8 Estructural Sí 

Componente 

eléctrico 

defectuoso 

 

8 
 

Eléctrica 
 

No 

Componente 

equivocado 
5 Eléctrica No 

Exceso de 

soldadura 

(mala 

dispersión de 

estaño) 

 

 

3 

 

 

Estructural 

 

 

Sí 

Componente 

no eléctrico 

faltante 

2 Estructural Sí 

Orientación 

incorrecta 
2 Eléctrica No 

Componente 

no eléctrico 

defectuoso 

2 Estructural No 

 

Nota. Tomada de Printed Circuit Board (PCB): Design and Test. Hardware Security. (Bhunia, S., & Tehranipoor, 

M, 2019). 
𝑎Tabla adaptada al español del aparte 4.5.2 PCB Defects (Bhunia, S., & Tehranipoor, M, 2019, p. 96) 

 

Ahora bien, las técnicas de inspección y verificación para la detección de fallas en las 

placas PCB se complementan con el uso de software y hardware para el procesamiento de 

imágenes y algoritmos que clasifiquen los errores. En este sentido se pretende desarrollar un 

sistema software/hardware que permita detectar posibles errores en la fabricación de placas PCB, 

principalmente: cortos, pistas levantadas y fallas de la soldadura. Para ello es necesario tener en 

cuenta que, en todo desarrollo de sistema software y hardware es de suma importancia definir 

una metodología. Esta permite a los desarrolladores seguir alguna especificación en cada una de 

las etapas del desarrollo del sistema, desde los requerimientos iniciales que este conlleva para así 



36 
 

obtener un buen producto hasta las pruebas finales, esto implica que el software y hardware sean 

coherentes frente las necesidades de los objetivos del proyecto. 

 

2.6 Etapas de Fabricación de Circuito: 

 

2.6.1 Impresión del Fotolito de la Placa: 

 

El diseño se programa de acuerdo con el programa específico y los circuitos enlazar, por 

ello, se debe imprimir el diseño de la plana mediante un papel vegetal o transparente, por lo que, 

se debe marcar para evitar la colocación al revés. 

 
Una de las opciones más comunes a la hora de imprimir tus propios diseños de circuitos 

es la impresión por fotolito usando placas de cobre recubiertas con una película de fibra de vidrio 

fotorresistente (Ramis, 2019, pág. 64). 

 

 
2.6.1.1 Impresión Serigráfica: 

Se utilizan tintas especiales resistentes al grabado para marcar el patrón en la capa de 

cobre. La pintura se puede aplicar con plantillas o con un plotter específico para PCBs. 

Posteriormente se utilizan productos químicos para eliminar el cobre sobrante, no cubierto por la 

tinta. Técnica propia de la fabricación industrial de PCBs más que de prototipado (Jordana, 2018, 

pág. 17). 

 

2.6.1.2 Insolación: 

El fotolito debe mantenerse unido a la placa para evitar que se desplace durante la 

insolación. El fotolito y la placa se introducen en la insoladora para exponer la zona que no se 

encuentra tapada por la tinta a la radiación ultraviolenta. El tiempo de exposición depende del 

tipo fotorresina y de la intensidad luminosa. (Dinel, 2010, pág. 3) 

 

 
2.6.1.3 Ataque del Cobre: 

La solución atacante está compuesta por dos partes de agua, una parte de agua oxigenada 

y una parte de aguafuerte. Se sumerge la placa en solución hasta que el cobre no protegido por la 

resina se ha disuelto. La manipulación de estos componentes químicos es peligrosa y debe 
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hacerse con cuidado (Christian Alberto Peláez, 2018, pág. 184). 

 

 

2.6.1.4 Fabricación por Medio Fotográfico o de Fotosensibilización: 

Esta fabricación se realiza con una lámina foto sensible la cual va adherida en la plaqueta 

por el lado del cobre. Luego de adherir la lámina foto sensible se coloca un acetato para ser 

expuesto en luz ultravioleta y poder realizar el traspaso del diseño del circuito. Para que el 

circuito quede fijo se sumerge en compuesto químico percloruro de hierro (FeCl3) para poder 

revelarlo y terminar con este proceso de fabricación (Vargas, 2018, pág. 71). 

 
2.7 Principales Fallas PCBs: 

 
La mayoría de las tablillas de circuito impresos en la actualidad están hechas de FR-4 

(propiedades pirorretardantes del material dieléctrico) o similares en su forma de fabricación y su 

estructura final, esto se debe la falta de homogeneidad y a la anisotropía del FR-4 y de los 

materiales que se fabrican de forma similar incluyendo algunos que contienen PTEF (material 

plástico). La falta de anisotropía y uniformidad, así como los efectos producidos por la rugosidad 

de la interfaz entre el dieléctrico y el metal son entre los más importantes y notorios y se 

describen a continuación (Fajardo, 2016, pág. 21). 

 
Por lo que, una vez revelada la placa es recomendable realizar una inspección visual para 

detectar posibles fallos. Los dos defectos básicos son: 

 
● Fallo por Circuito Abierto: se produce una rotura en una pista 

● Fallo por Cortocircuito: existe conexión eléctrica entre pistas adyacentes (Dinel, 2010, 

pág. 5) 

En el proceso de fabricación por revelado, un exceso de contenido químico tiene como resultado 

los siguientes defectos: 

● Exceso de Químico 

● Mal revelado (Dinel, 2010, pág. 5) 

 

Por cuenta de soldadura, es recomendable realizar las siguientes comprobaciones: 
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● Una soldadura incorrecta puede provocar un fallo por circuito abierto 

● Un exceso de estaño puede provocar fallo por cortocircuito (Dinel, 2010, pág. 5). 

 

 
Adicionalmente, una de las principales causas de defecto recae en la impresión de las 

placas, los posibles defectos durante el proceso de grabado, puesto que, estos generan cortos 

circuitos dentro de la placa, por ello, el sistema de control está configurado desde mecanismos de 

evaluación de la imagen mediante sistemas electrónicos como el SIGMA o la clasificación de 

defectos por colores. 

 
Así mismo, el sistema IPC-2221 e IPC-SM-782 (Surface Mount Design and Land Pattern 

Standard) que permite determinar cómo la orientación y ubicación que lleven los circuitos 

integrados DIP en su tarjeta influye en el índice de soldaduras defectuosas, o como el tamaño y 

posición incorrecto de los pads para montar un componente de montaje superficial (SMT) puede 

ocasionar serios problemas a cualquier línea de armado SMT del mundo (Jordana, 2018, pág. 

24). 

Entre otros elementos, los defectos del agujero de alfiler en las placas son uno de los 

motivos de falla en las placas PCB, ya que, una incorrecta perforación impide la correcta 

instalación de componentes fracturando los circuitos del componente. Siendo así, entre las fallas 

más fatales dentro de las placas PCB sucede al momento en que el objetivo no es cumplido tras 

el desconocimiento del diseño en la placa, donde, las fallas potenciales comprometen la placa 

PCB durante su uso. 
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Figura 3. . Diagrama de Bloques del Sistema de Inspección de PCB. 
 

Fuente: Ismail Ibrahim, Syed Abdul Rahman, Musa Mohd Mokji, Jameel Abdulla, A Printed Circuit Inspectión 

System with Defect Classification Capacbilit, 2011. 

 

Por otra parte, para evaluar los diversos algoritmos de detección de fallas o defectos en 

las tarjetas electrónicas se identifican los grupos de daños comunes que los algoritmos a analizar 

pueden identificar. Posteriormente, se eligen pares de tarjetas electrónicas similares donde una es 

la tarjeta de referencia y la otra la tarjeta bajo inspección. Se realizan capturas de imágenes con 

las distintas condiciones de iluminación y se contabiliza la totalidad de los defectos conocidos 

presentes en las tarjetas a inspeccionar. Un operador del sistema identifica los defectos resaltados 

por cada uno de los algoritmos y calificará la facilidad de reconocerlos como ‘alta’, ‘media’ o 

‘baja’ en base al tiempo y esfuerzo dedicado para cada caso, tal y como se representa en el 

diagrama de bloques de la figura 3 (Pelayo, 2019, pág. 100). 
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Capítulo 3. 

 

Algoritmos usados en la detección de fallas en placas PCBs 

 
 

En este capítulo se presentan los algoritmos usados en la detección de fallas en placas 

PCB, describiendo sus características y aplicaciones con el fin de seleccionar el algoritmo 

pertinente para el logro los objetivos de este proyecto; así mismo se presenta la tecnología y el 

software utilizados. Por lo anterior, es necesario señalar la descripción de los algoritmos parte del 

estudio y aplicación dentro del proyecto, destacando las redes neuronales convulsionadas la 

opción de mayores características para la propuesta. 

 
3.1. Algoritmos para la detección de fallas en placas PCB 

 

Las técnicas y pruebas funcionales para la detección de fallas en las placas PCB mejoran 

su precisión y confiabilidad con el uso de algoritmos que permiten optimizar los resultados, a 

continuación, se esbozan algunos de los algoritmos referenciados en investigaciones anteriores y 

en la literatura. 

3.1.1 Algoritmo genético 

 

Este algoritmo permite la optimización combinatoria en la detección de fallas en las 

placas PCB y complementa algunos métodos como lo son: la red neural, el algoritmo genético, el 

cual guarda una estrecha relación con la biología y la teoría de la evolución, empleando 

mecanismos de selección para determinar los individuos más aptos entre una población y que 

demuestran adaptabilidad al entorno. De esta manera el algoritmo genético (AG) tiene 

aplicabilidad en la identificación de daños en la estructura y en la generación de respuestas para 

solucionar los daños, así el funcionamiento consiste en: 

 
En cada generación, se crea un conjunto nuevo de “criaturas artificiales” (población) 

utilizando bits y partes más adecuadas del progenitor. Esto involucra un proceso aleatorio que no 

es, en absoluto, simple. La novedad que introducen los AG es que explotan eficientemente la 

información histórica para especular sobre nuevos puntos de búsqueda, esperando una evolución, 

es decir, un funcionamiento mejorado (Rodríguez, 2011 citado en Arceo, Quintana, Carrión et al, 
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2013, p. 19). 

 
 

El funcionamiento básico del algoritmo genético se describe en una representación de 

diversas variaciones, dependiendo de cómo se decide el reemplazo de los individuos para formar 

la nueva población. En general, el pseudocódigo consiste en los siguientes pasos: 

 
● Inicialización: Se genera aleatoriamente la población inicial, que está constituida por un 

conjunto de cromosomas los cuales representan las posibles soluciones del problema. En 

caso de no hacerlo aleatoriamente, es importante garantizar que, dentro de la población 

inicial, se tenga la diversidad estructural de estas soluciones para tener una representación 

de la mayor parte de la población posible o al menos evitar la convergencia prematura. 

● Evaluación: A cada uno de los cromosomas de esta población se aplicará la función de 

aptitud para saber cómo de "buena" es la solución que se está codificando. 

● Condición de término: El AG se deberá detener cuando se alcance la solución óptima, 

pero esta generalmente se desconoce, por lo que se deben utilizar otros criterios de 

detención. Normalmente se usan dos criterios: correr el AG un número máximo de 

iteraciones (generaciones) o detenerlo cuando no haya cambios en la población. Mientras 

no se cumpla la condición de término se hace lo siguiente: 

● Selección: Después de saber la aptitud de cada cromosoma se procede a elegir los 

cromosomas que serán cruzados en la siguiente generación. Los cromosomas con mejor 

aptitud tienen mayor probabilidad de ser seleccionados. 

● Recombinación o cruzamiento: La recombinación es el principal operador genético, 

representa la reproducción sexual, opera sobre dos cromosomas a la vez para generar dos 

descendientes donde se combinan las características de ambos cromosomas padres. 

● Mutación: Modifica al azar parte del cromosoma de los individuos, y permite alcanzar 

zonas del espacio de búsqueda que no estaban cubiertas por los individuos de la 

población actual. 

● Reemplazo: Una vez aplicados los operadores genéticos, se seleccionan los mejores 

individuos para conformar la población de la generación siguiente. 

 
El proceso descrito se resume en la figura 4. Algunas ventajas del AG son: 



42 
 

 

-No requiere conocimientos específicos sobre el problema a resolver. 

-Reducen el riesgo de dar una solución errada al mantener una población de puntos. 

- Se destaca en eficiencia debido al uso de una función objetivo que no necesita 

derivadas. 

-Tiene la capacidad de operar simultáneamente con diferentes soluciones. 

-Alto rendimiento en la resolución de problemas de optimización. 

Así mismo se reflejan algunas desventajas del AG: 

 
De esta manera, para problemas de alta complejidad la función de evaluación puede 

tornarse demasiado costosa en términos de tiempo y recursos. Por ejemplo, existen casos en la 

vida real para los cuales recrear una simulación de la solución propuesta por una iteración puede 

tardar muchos días y consumir gran cantidad de procesamiento y recursos asociados. 

 

Adicionalmente, puede haber casos en los cuales dependiendo los parámetros que se 

utilicen para la evaluación el algoritmo podría no llegar a converger en una solución óptima o 

bien terminar en una convergencia prematura con resultados no satisfactorios (la convergencia 

prematura podría significar una convergencia en un óptimo local o punto arbitrario afectando los 

resultados a largo plazo). Puesto que, se argumenta que no poseen una buena escalabilidad con la 

complejidad, por ejemplo para sistemas que están compuestos por muchas variables, 

componentes o elementos su respectivo espacio de búsqueda crece de manera exponencial 

debido entre otras cosas a las relaciones que puedan surgir, por lo tanto el problema del diseño de 

una aeronave debe desglosarse en representaciones simples, como perfiles aerodinámicos, 

tomando en cuenta que la recombinación de los elementos puede perjudicar el rendimiento 

individual. 

 

La "mejor" solución lo es solo en comparación a otras soluciones por lo que no se tiene 

demasiado claro un criterio de cuándo detenerse ya que no se cuenta con una solución específica. 

(Arceo, Quintana, Carrión et al, 2013, p. 27). 

 
Con esto, el diagrama de flujo que es ilustrado en la figura 4, describe como una 

población cualquiera de cromosomas de nombre Q, es elegida aleatoriamente con el fin de poder 
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asegurar una diversidad estructural (ejecutado por initialize population Q) al seguir con el 

diagrama de flujo se seleccionan cromosomas de la población Q que serán los que en base a 

probabilidad tienen una mejor aptitud (ejecutado por select an individual as parentX from Q) 

para después empezar a generar cruces de futuros niños, estos cruces se generan la cantidad de K 

divido 2 cromosomas de la población Q seleccionada inicialmente (ejecutado por generate two 

children by applying crossover). Para terminar, se selecciona un individuo con el menor costo 

genético entre los cruces anteriormente mencionados y se selecciona la solución en base a la 

condición que satisface la puesta en trabajo del algoritmo o según la necesidad de la situación. 

 

 

 
Figura 4. Descripción general del algoritmo genético. Tomado de Un algoritmo genético para problemas de prueba 

de sonda en PCB de alta densidad (Murakami, 2012, p. 4). 

 

 

3.1.2 Algoritmo análisis de componentes principales (PCA): 

 

Por otra parte, este algoritmo se emplea cuando existe un amplio conjunto de datos que 

requieren ser analizados e interpretados (ver figura 5). “El análisis de componentes principales 

(PCA) es una técnica para reducir la dimensionalidad de dichos conjuntos de datos, aumentar la 
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capacidad de interpretación, pero al mismo tiempo minimizar la pérdida de información. Lo hace 

creando nuevas variables no correlacionadas que maximizan sucesivamente la varianza.” 

(Jolliffe and Cadima, 2016, p.1). Esta técnica se caracteriza por ser descriptiva y adaptativa en la 

medida en que se adecua a diferentes tipos y estructuras de datos numéricos, siendo una de las 

técnicas más usadas. 

En el caso de la detección de fallas en las placas PCB, el algoritmo de análisis de 

componentes principales permite la clasificación de los datos en diferentes categorías como PCB 

defectuoso y PCB buenos, teniendo en cuenta los puntajes de los componentes seleccionados (El 

Belghiti Alaoui, Tounsi, Boyer et al, 2019). 

 

 
 

 
Figura 5. Descripción general del algoritmo análisis de componentes principales PCA. Tomado de (El Belghiti 

Alaoui, Tounsi, Boyer et al, 2019). 

 

 

3.1.3 Algoritmo de características robustas aceleradas (SURF): 

 

SURF se destaca por su alta eficiencia en el reconocimiento y análisis comparativo de 



45 
 

imágenes, por lo cual es ampliamente usado en diferentes aplicaciones de visión por 

computadora. 

 

Así mismo, el algoritmo SURF se utiliza debido a sus potentes atributos, que incluyen 

invariancia de escala, invariancia de traducción, invariancia de iluminación, invariancia de 

contraste e invariancia de rotación, y puede detectar objetos en imágenes tomadas bajo diferentes 

configuraciones extrínsecas e intrínsecas. El algoritmo consta de cuatro partes principales: 1) 

Generación integral de imágenes, 2) Detector Fast-Hessian (detección de puntos de interés), 3) 

Asignación de orientación del descriptor (opcional) (Bhosale, Kayastha, Harpale, 2014, p. 197). 

 

En consecuencia, las partes que conforman el algoritmo SURF se muestran en la figura 6, 

en la que se indica como el algoritmo se alimenta de una imagen de entrada, la cual después 

ingresa a un proceso de detección de regiones de interés, en la que el algoritmo trata de encontrar 

a la clase objetivo en la imagen de entrada, así mismo se procese a una extracción de 

características, para después buscar coincidencias de características con la clase objetivo del 

proyecto y la imagen de entrada, y así finalmente realizar la detección del objeto en la imagen de 

entrada. Además, SURF presenta varias ventajas respecto a otros algoritmos como su eficiencia, 

robustez, alta precisión, clasificación, reconstrucción de imágenes en 3D y descarga gratuita. En 

el caso de la detección de fallas en placas PCBs, SURF permite la detección y prevención 

temprana de errores mediante la clasificación de fallas particulares en una base de datos que se 

comparan con las imágenes de prueba obtenidas (Sarawade, Charniya, 2019), (Bhosale, 

Kayastha, Harpale, 2014), (Bay, Ess, Tuytelaars, Van Gool, 2008). 

 
 

Figura 6. Flujo del algoritmo SURF. Tomado de Feature extraction utilizando el algoritmo SURF para el 

reconocimiento de objetos (Bhosale, Kayastha, Harpale, 2014, p. 198). 

 

 

3.1.4 Algoritmo de redes neuronales artificiales 

 

Generalmente este algoritmo se aplica en el procesamiento, segmentación y clasificación 

de imágenes digitales, el algoritmo de red neuronal se basa en el funcionamiento y 
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procesamiento de la información que hacen las neuronas en el cerebro humano, de esta forma 

una red neuronal desde un modelo matemático tiene la capacidad de tomar una decisión frente a 

una situación determinada gracias al entrenamiento previo y su estructura de neuronas artificiales 

interconectadas. Esta red neuronal integra una función lineal que simula la sinapsis y añade 

información; y una función no lineal que representa el procesamiento realizado por la neurona. 

(Ramírez y Chacón, 2011), (Fierro, s.f). 

 
Algunos ejemplos de este algoritmo han sido trabajados de diversas formas: la teoría de 

resonancia adaptiva (ART), red neuronal celular (RNC), perceptrón multicapa (PML), redes 

neuronales oscilatorias (ONR), red neuronal pulso acoplada (RNPC), redes neuronales 

recurrentes (RNN), redes neuronales basadas en modelos probabilísticos (RPNN), red neuronal 

de funciones radiales (RBFNN) y los mapas autoorganizados de kohonen (SOM), y red neuronal 

convolucional (CNN). 
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Figura 7. Diagrama de flujo del algoritmo de una CNN. Adaptado de (Ramírez y Chacón, 2011). 

 

 

 

 

En la figura 7 se muestra el diagrama de flujo de una CNN, la creación de un modelo 

entrenado de una red convolucional. En primera medida se definen los límites del sistema, es 

decir parámetros iniciales de configuración de la red neuronal; seguido de un diseño de 

experimento, en donde se configuran las capas de convolución, con las funciones de activación, 

pasos de entrenamiento por etapa de entrenamiento y tasas de aprendizaje. Después se procede a 

escoger la forma de identificación, es decir con que método estadístico la red realizara el 

entrenamiento, en este punto el método de mayor uso es la inferencia estadística. Continuando 

con el diagrama se procede a realizar la ejecución de la predicción del modelo o simulación del 

modelo, en el cual el modelo se entrena a detectar formas u otras instancias, seguido de esto se 

procede a realizar una validación del modelo en base a métricas de calificación como la matriz 
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de confusión, y por último se pregunta si el modelo quedo bien, este sea almacenado para su 

futuro uso. 

 

3.1.5 Redes neuronales convolucionales (CNN) 

 
Las redes neuronales son un algoritmo basado en filtros convolucionales redes neuronales 

artificiales, que ofrece grandes ventajas en la clasificación y detección de objetos. El algoritmo 

de red neuronal (CNN) utilizado para la construcción de un sistema de detección de fallas en 

placas de circuito impreso mediante la adquisición y procesamiento de imágenes, ofrece la 

posibilidad de aprender patrones y características, que por lo general no son detectables por el ser 

humano, debido a que son alteraciones de pequeño tamaño. Por ello, el aprendizaje profundo o 

Deep Learning (DL) permite que modelos computacionales compuestos por varias capas de 

procesamiento puedan aprender representaciones sobre datos con múltiples niveles de 

abstracción y, mediante ese concepto, descubrir representaciones precisas de forma autónoma en 

grandes volúmenes de datos. El DL ha logrado recientemente grandes avances en el 

reconocimiento de imágenes y video. Un caso particular de DL son las redes convolucionales o 

Convolutional Neural Networks (CNN) las cuales constituyen actualmente el estado del arte de 

varios problemas de visión computacional, dado su buen desempeño problemas de 

reconocimiento e interpretación en imágenes y video. Su capacidad para actuar adecuadamente 

en estos contextos está basada en características fundamentales: conexiones locales, pesos 

compartidos, pooling y el uso de una gran cantidad de capas. El propósito de CNN es extraer 

todas las características de una imagen y luego usar dichas características para detectar o 

clasificar los objetos en una imagen. Los parámetros de los filtros que se pueden aprender en 

estas capas; se ajustarán y optimizarán junto con los componentes de clasificación para 

minimizar el error de clasificación total (Hector. Allende, 2002). 



49 
 

 

 
 

Figura 8. Arquitectura de la red neuronal YOLO Convoluciones. Adaptado del articulo; Solo miras una vez: 

Detección de objetos unificada en tiempo real (Joseph Redmon, 2016). 

 

 
Las redes neuronales convolucionales son un algoritmo de Deep Learning que está 

diseñado para trabajar con imágenes, tomando estas como input, asignándole importancia (pesos) 

a ciertos elementos en la imagen para de esta manera, diferenciar unos de otros. Este es uno de 

los principales algoritmos que ha contribuido en el desarrollo y perfeccionamiento del campo de 

Visión por computadora, el cual se plasma en la figura 8. Así mismo contienen varias capas 

ocultas (hidden layers) donde las primeras puedan detectar líneas, curvas y así se van 

especializando y entrenando para reconocer formas complejas como un rostro, siluetas, etc. Las 

tareas comunes de este tipo de redes son: detección o categorización de objetos, clasificación de 

escenas y clasificación de imágenes en general. La red toma como entrada los pixeles de una 

imagen. Si se tiene una imagen con apenas 28×28 pixeles de alto y ancho, eso equivale a 784 

neuronas. Y eso es si sólo tenemos 1 color (escala de grises). Si tuviéramos una imagen a color, 

necesitaríamos 3 canales rojo, verde y azul (RGB) y entonces usamos 28x28x3 = 2352 neuronas 

de entrada. Esa es nuestra capa de entrada, en la figura 6 se puede apreciar una arquitectura de 

una CNN, en la cual se ilustra lo anterior. 
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Kernel: En las redes convolucionales se considera como el filtro que se aplica a una 

imagen para extraer ciertas características importantes o patrones de esta. Pero antes es necesario 

normalizar la data, es decir que los pixeles de la imagen de entrada que ahora tienen valores 

entre 0 y 255, tendrán valores entre 0 y 1, se puede lograrlo dividiendo cada uno de los pixeles al 

valor más alto que estos tienen es decir 255, durante el proceso de preprocesamiento del 

algoritmo de entrenamiento de la figura 9. Por ejemplo, si se tiene una imagen como la siguiente. 

 
 

Figura 9. Imagen de entrada sin filtro o kernel aplicado. Adaptado de Bootcamp AI. 

 

 

Figura 10. Imagen de entrada con filtro o kernel aplicado. Adaptado de Bootcamp AI. 
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Entre las características importantes para lo que sirve el kernel son detectar bordes, 

enfoque, desenfoque, entre otros. Esto se logra al realizar la convolución entre la imagen y el 

kernel lo cual se visualiza en la figura 10. 

 

3.1.6 Convolución: 

 

Uno de los procesos más distintivos de estas redes son las convoluciones. El cual consiste 

en tomar un grupo de píxeles de la imagen de entrada e ir realizando un producto escalar con un 

kernel, tal y como muestra el ejemplo didáctico de la figura 11 y 12 del paso a paso de esta 

convolución y del resultado final de la misma, respectivamente. El kernel recorrerá todas las 

neuronas de entrada y obtendremos una nueva matriz, la cual será una de las hidden layers o 

capas ocultas. En el caso de que la imagen sea de color se tendrán 3 kernels del mismo tamaño 

que se sumarán para obtener una imagen de salida (Jimenez, 2020). Adicionalmente, la 

convolución es una operación matemática, en la que una función se aplica de alguna manera a 

otra función. El resultado se puede entender como una mezcla de las dos funciones. La 

convolución se representa por un asterisco (*), que se puede confundir con el operador que 

generalmente se utiliza para multiplicar en muchos lenguajes de programación. Pero ¿cómo 

ayuda esto a detectar los objetos de una imagen? Bueno, resulta que las convoluciones son 

realmente buenas para detectar estructuras sencillas de una imagen, y después para juntar esas 

sencillas funciones para construir funciones aún más complejas. En una red convolucional, este 

proceso ocurre sobre una serie de muchas capas, en la que cada una de ellas realiza una 

convolución sobre el resultado de la capa anterior. 
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Figura 11. Paso a paso de la aplicación de la convolución entre la proporción de la imagen escogida y el kernel. 

Adaptado de Bootcamp AI. 
 

Figura 12. Resultado de la aplicación de la convolución entre la proporción de la imagen escogida y el kernel. 

Adaptado de Bootcamp AI. 

 

 

3.1.7 Agrupación y capas completamente conectadas: 

 

Las redes convolucionales reales raramente se construyen sobre solo capas 

convolucionales. Normalmente también tienen otros tipos de capas. La más sencilla es la capa 

completamente conectada o fully conected. Esta es tan sólo, una capa de red neural normal en la 

que todos los resultados de la capa anterior están conectados a todos los nodos de la capa 

siguiente. Normalmente, esas capas van hacia el final de la red. El otro tipo de capa que se ve en 
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las redes convolucionales es la capa de agrupación. Viene en diferentes formas, pero la que más 

habitualmente se utiliza es la agrupación máxima, en la que en la matriz de entrada se divide en 

segmentos del mismo tamaño, y se toma el valor máximo de cada segmento para rellenar el 

elemento correspondiente de la matriz de salida. 

 

 

 

 
Figura 13. Agrupación o submuestreo (subsampling) con el fin de reducir las dimensiones de las imágenes, 

aplicando Mas-pooling de 2x2. 

 

 
En la figura 13, se ilustra como la entrada de la imagen con sus pixeles ya normalizados, 

se dividió en dos cuadrantes 2x2 y se aplicó a la agrupación máxima. Por lo tanto, se describe esta 

operación en particular por poseer un filtro de 2 dimensiones y una zancada de 2, lo que permite 

tomar los sectores más amplios en los que reside una determinada función. 

 

3.1.8 Función de activación o trasferencias más usadas en CNN: 

 

La función de activación retrocede una salida que, se genera por una neurona dada la 

entrada o conjunto de entradas. Cada una de las capas que conforman la red neuronal tienen una 

función de activación que permitirá reconstruir o predecir. Además, se debe considerar que en la 

red neuronal se usará una función no lineal debido a que le permite a el modelo adaptarse para 

trabajar con la mayor cantidad de datos. 
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Las funciones de activación se dividen en dos tipos: lineal y no lineal, tal y como se muestra 

a continuación: 

 

 
3.1.8.1 Lineal: 

Esta función también conocida como identidad, permite que la entrada sea igual a la 

salida, por ello, si se tiene una red neuronal de varias capas y se aplica una función lineal, se dice 

que es una regresión lineal, ilustrada por la figura 14, en donde la salida toma el valor de la 

entrada. Por lo tanto, esta función de activación lineal se usa sí la salida se requiere una regresión 

lineal y de esta manera a la red neuronal se le aplica la función va a generar un valor único. Por 

ejemplo, se usa cuando se solicita predecir el valor de un número de ventas (Sanchez, 2019). 

Figura 14. Gráfica de una función de activación lineal. 

 

3.1.8.1 Escalón: 

 
Esta función también es conocida como escalón, indica que, sí la x (entrada) es menor 

que cero la neurona va a ser cero, pero en caso de ser mayor igual a cero dará como salida igual 

1, así como se ilustra en la figura 15. Esta función se usa cuando se quiere clasificar o cuando se 

tiene salidas categóricas. Por ejemplo, se puede usar para predecir si compro algo o no (Sanchez, 

2019). 
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Figura 15. Gráfica de una función de activación escalón o Umbral (función no lineal). 

 

3.1.8.2 Función Sigmoide: 

 
Esta función también conocida como función logística, está en un rango de valores de 

salida está entre cero y uno por lo que la salida es interpretada como una probabilidad. Si se 

evalúa la función con valores de entrada muy negativos, es decir 𝑥 < 0 la función será igual a 

cero, si se evalúa en cero la función dará 0.5 y en valores altos su valor es aproximadamente a 1, 

tal y como se ilustra en la figura 16 y es representado por la ecuación 1. Por lo que esta función 

se usa en la última capa y se usa para clasificar datos en dos categorías. 

 
 

1 
𝑓(𝑥) = 

1 − 𝑒−𝑥 

 

(1) 

 

 
 

 

Figura 16. Gráfica de una función de activación sigmoide (función no lineal). 

 

 
 

3.1.8.3 Función tangente hiperbólica: 

 
Esta función de activación llamada tangente hiperbólica tiene un rango de valores de 

salida entre -1 y 1, ilustrado en la figura 17 y representado con la ecuación 2. Se dice que está 

función es un escalamiento de la función logística, por lo que a pesar de que esta función está 

centrada tiene un problema similar a la sigmoide debido al problema de desaparición del 
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gradiente, que se da cuando en el entrenamiento se genera un error con el algoritmo de 

propagación hacia atrás y debido a esto el error se va propagando entre las capas, por lo que en 

cada iteración toma un valor pequeño y la red no puede obtener un buen aprendizaje (Sanchez, 

2019). 

 
 

2 
𝑓(𝑥) =  − 1 

1 + 𝑒−2𝑥 

 

(2) 

 

 

Figura 17. Gráfica de una función de activación tangente hiperbólica (función no lineal). 

 

 

3.1.8.4 Función ReLU: 

 
De ahí, que está función es la más utilizada debido a que permite el aprendizaje muy 

rápido en las redes neuronales. Si a esta función se le da valores de entrada muy negativos el 

resultado es cero, pero si se le da valores positivos queda igual y además el gradiente de esta 

función será cero en el segundo cuadrante y uno en el primer cuadrante, tal y como se ilustra en 

la figura 18. Cuando se tiene que la función es igual a cero y su derivada también lo es se genera 

lo que es la muerte de neuronas, a pesar de que puede ser un inconveniente en algunos casos 

permite la regularización Dropout. Por esta razón la función ReLu tiene una variante denominada 

Leaky ReLu que va a prevenir que existan neuronas muertas debido a la pequeña pendiente que 

existe cuando 𝑥 < 0 (Sanchez, 2019). 
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Figura 18. Gráfica de una función de activación ReLU (función no lineal). 

 

3.1.8.5 Función Softmax: 

 
Esta función se utiliza para clasificar datos (data), por ejemplo, sí se genera de entrada la 

imagen de una fruta y se solicita saber el tipo de fruta al que pertenece, aplicando softmax la red 

dará la probabilidad de que pueda ser 0.3 o 30 % melón, 0.2 o 20 % sandía y 0.5 o 50 % papaya, 

por lo tanto, el resultado será el que tenga mayor probabilidad y cabe resaltar, que la suma de 

estas probabilidades será igual a 1. En otras palabras, Softmax se usa para clases múltiples y 

cuando se va a asignar probabilidades a cada clase que pertenezca a clases múltiples (Sanchez, 

2019) su función gráfica es ilustrada en la figura 19, en donde se puede observar su 

comportamiento no lineal. 

 
 

Figura 19. Gráfica de una función de activación Softmax (función no lineal). 

 

3.1.8.6 Tasa de aprendizaje: 
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La tasa de aprendizaje es un parámetro de ajuste en un algoritmo de optimización que 

determina el tamaño del paso en cada iteración mientras se mueve hacia un mínimo de una 

función de pérdida. Dado que influye en la medida en que la información recién adquirida anula 

la información antigua, representa metafóricamente la velocidad a la que un modelo de 

aprendizaje automático “aprende”. En la literatura sobre control adaptativo, la tasa de 

aprendizaje se conoce comúnmente como ganancia. 

 
Al establecer una tasa de aprendizaje, existe una compensación entre la tasa de 

convergencia y el exceso. Si bien la dirección de descenso generalmente se determina a partir del 

gradiente de la función de pérdida, la tasa de aprendizaje determina qué tan grande se da un paso 

en esa dirección. Una tasa de aprendizaje demasiado alta hará que el aprendizaje supere los 

mínimos, pero una tasa de aprendizaje demasiado baja tardará demasiado en converger o se 

atascará en un mínimo local indeseable (Delyon, 2000). 

 

3.1.8.7 Función de pérdida: 

 
En la optimización matemática y la teoría de la decisión, una función de pérdida o 

función de costo es una función que mapea un evento o valores de una o más variables en un 

número real que representa intuitivamente algún "costo" asociado con el evento. Un problema de 

optimización busca minimizar una función de pérdida. Una función objetivo es una función de 

pérdida o su función negativa (en dominios específicos, denominada de forma diversa función de 

recompensa, función de beneficio, función de utilidad, función de aptitud, etc.), en cuyo caso 

debe maximizarse (Wald, 1950). 

 
3.2 Comparativa entre una red neuronal tradicional y una red neural convolucional 

 
En la tabla 4 se resumen las diferencias entre las redes totalmente conectadas (Fully 

connected) y las redes neuronales convolucionales (Convolutional Neural Networks). 
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Tabla 4. Comparativa entre una red neuronal tradicional. 

 

Características 
Red tradicional Feedforward 

multicapa 

Red Neuronal Convolucional 

CNN 

Datos de entrada en la Capa 

Inicial 

Las características que analizamos. 

Por ejemplo: ancho, alto, grosor, 

etc. 

Pixeles de una imagen. Si es color, 

serán 3 capas para rojo, verde, azul 

 

 
Capas ocultas 

 
Elegimos una cantidad de neuronas 

para las capas ocultas. 

Tenemos de tipo: 

* Convolución (con un tamaño de 

kernel y una cantidad de filtros) 

* Subsampling 

 

 

 
Capa de Salida 

 
La cantidad de neuronas que 

queremos clasificar. Para 

«comprar» o «alquilar» serán 2 

neuronas. 

Debemos «aplanar» la última 

convolución con una (o más) capas 

de neuronas ocultas tradicionales y 

hacer una salida mediante SoftMax 

a la capa de salida que clasifica 

“perro” y “gato” serán 2 neuronas. 

Aprendizaje Supervisado Supervisado 

 

 
Interconexiones 

 
Entre capas, todas las neuronas de 

una capa con la siguiente. 

Son muchas menos conexiones 

necesarias, pues realmente los 

pesos que ajustamos serán los de 

los filtros/kernels que usamos. 

 

 
Significado de la cantidad de 

capas ocultas 

 

 
Realmente es algo desconocido y 

no representa algo en sí mismo. 

Las capas ocultas son mapas de 

detección de características de la 

imagen y tienen jerarquía: primeras 

capas detectan líneas, luego curvas 

y formas cada vez más elaboradas. 

 
Backpropagation 

Se utiliza para ajustar los pesos de 

todas las interconexiones de las 

capas 

Se utiliza para ajustar los pesos de 

los kernels. 

 
 

3.2.1 Matriz de confusión 

 

La matriz de confusión es un método de evaluación de rendimiento de un modelo de 
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clasificación (a veces se usa en regresión) ilustrada mediante un ejemplo didáctico en la figura 

20. La matriz compara los valores reales con los predichos por el modelo de aprendizaje. Esto 

ayuda a ver que tan bien está funcionando el modelo previamente entrenado. En el campo de la 

inteligencia artificial y el aprendizaje automático una matriz de confusión es una herramienta que 

permite visualizar el desempeño de un algoritmo de aprendizaje supervisado. Cada columna de la 

matriz representa el número de predicciones de cada clase, mientras que cada fila representa a las 

instancias en la clase real, o sea en términos prácticos permite ver qué tipos de aciertos y errores 

está teniendo nuestro modelo a la hora de pasar por el proceso de aprendizaje con los datos 

(Acevedo, 2020). 

 

Figura 20. Matriz de confusión didáctica. Fuente: adaptado del blog de Natalia Acevedo (Acevedo, 2020). 

 
 

Verdadero positivo (TP) 

 

El valor predicho coincide con el valor real 

El valor real fue positivo y el modelo predijo un valor positivo 

 

Verdadero negativo (TN) 

 

El valor predicho coincide con el valor real 

El valor real fue negativo y el modelo predijo un valor negativo 

 

Falso positivo (FP): También conocido como error de tipo 1 

 

El valor predicho fue predicho falsamente 

El valor real fue negativo pero el modelo predijo un valor positivo. 
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Falso negativo (FN): También conocido error de tipo 2 

 

El valor predicho fue predicho falsamente 

El valor real fue positivo, pero el modelo predijo un valor negativo 

 

 
3.2.2 Métricas: 

● La Exactitud: en inglés, Accuracy se refiere a lo cerca que está el resultado de 
una medición del valor verdadero. En términos estadísticos, la exactitud está 

relacionada con el sesgo de una estimación. También se conoce como Verdadero 
Positivo o True positive rate. Se representa por la proporción entre los positivos 

reales predichos por el algoritmo y todos los casos positivos (Arce, 2019). Es 
calculada mediante la ecuación 3 descrita a continuación: 

 

 
𝑉𝑃 + 𝑉𝑁 

𝐸𝑥𝑎𝑐𝑡𝑖𝑡𝑢𝑑 = 
𝑉𝑃 + 𝐹𝑃 + 𝐹𝑁 + 𝑉𝑁 

(3) 

 

● La Precisión: en inglés “Precision” Se refiere a la dispersión del conjunto de 

valores obtenidos a partir de mediciones repetidas de una magnitud. Cuanto 

menor es la dispersión mayor la precisión. Se representa por la proporción entre el 
número de predicciones correctas (tanto positivas como negativas) y el total de 

predicciones (Arce, 2019). Es calculada mediante la ecuación 4 descrita a 
continuación: 

 
𝑉𝑃 

𝑃𝑟𝑒𝑐𝑖𝑠𝑖ó𝑛 = 
𝑉𝑃 + 𝐹𝑃 (4) 

 

● La Sensibilidad: Recall o Sensitivity en inglés, también se conoce como Tasa de 
Verdaderos Positivos True Positive Rate o TP. Es la proporción de casos positivos 

que fueron correctamente identificadas por el algoritmo (Arce, 2019). Es 
calculada mediante la ecuación 5 descrita a continuación: 

𝑉𝑃 
𝑆𝑒𝑛𝑠𝑖𝑏𝑖𝑙𝑖𝑑𝑎𝑑 = 

𝑉𝑃 + 𝐹𝑁 (5) 

 

3.3. Tecnología utilizada 

 
Python. Para la consecución de los objetivos planteados en este trabajo se opta por 

trabajar el algoritmo de Red Neuronal Convolucional en el programa Python, el cual es un 

lenguaje de programación desarrollado por Guido van Rossum, caracterizado por su legibilidad y 

una sintaxis limpia. “En Python, como en Java y muchos otros lenguajes, el código fuente se 
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traduce a un pseudo código máquina intermedio llamado bytecode la primera vez que se ejecuta, 

generando archivos .pyc o. pyo (bytecode optimizado), que son los que se ejecutarán en 

sucesivas ocasiones”. (Gonzales Duque, p.7). 

 
Cámara Maker Focus Raspberry Pi4 IR (ver figura 21). Especificaciones: 

 
 

● Sistema en un chip: Broadcom BCM2711 

● CPU: Procesador de cuatro núcleos a 1,5 GHz con brazo Cortex-A72 

● GPU: VideoCore VI 

● Memoria: 4GB LPDDR4 RAM 

● Conectividad: 802.11ac Wi-Fi / Bluetooth 5.0, Gigabit Ethernet 

● Vídeo y sonido: 2 x puertos micro-HDMI que admiten pantallas de 4K@60Hz a través de 

HDMI 2.0, puerto de pantalla MIPI DSI, puerto de cámara MIPI CSI, salida estéreo de 4 

polos y puerto de vídeo compuesto. 

● Puertos: 2 x USB 3.0, 2 x USB 2.0 

● Alimentación: 5V/3ª vía USB-C, 5V vía cabezal GPIO 

● Expansión: Cabezal GPIO de 40 pines 
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Figura 21. Cámara Maker Focus Raspberry Pi4 IR. Fuente: Elaboración propia. 

 

 

Figura 22. Raspberry Pi4. Fuente: adaptada de RaspberryPi.org. 

 

 
Para el sistema embebido del proyecto se seleccionó la Raspberry pi4 reflejada en la 

figura 22, debido a que se buscaba un sistema embebido que tuviera un tamaño pequeño con 

relación al tamaño de las placas PCBs utilizadas en las pruebas y además evitar incrementar los 
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costos del proyecto. Para la selección de que fabricante se realiza la indagación y comparación 

de marcas de sistemas embebidos regularmente usadas (sinovoip, 2020) en la cual se formula la 

tabla 5 con características físicas de importancia con relación a los beneficios de consumo 

energético, frecuencia de trabajo, procesador, GPU, variedad de RAM y entradas de uso general. 

Con base en lo anterior se determina que la Raspberry Pi debe ser la seleccionada por la 

velocidad del procesador, la potencia de la GPU según el costo de la Raspberry pi4 y 

almacenamiento. 

 
Tabla 5BPI-M5 VS Odroid C4 VS Raspberry Pi 4. 

 

Característica Banana Pi BPI-M5 Odroid C4 Raspberry pi 4 

 

 
Procesador 

Amlogic S905X3 de 

cuatro núcleos Cortex- 

A55 ARMv8.2-A de 64 

bits a 1,5 GHz 

Amlogic S905X3 de 

cuatro núcleos Cortex- 

A55 ARMv8.2-A de 64 

bits a 1,5 GHz 

Broadcom BCM2711, 

SoC de 64 bits Cortex- 

A72 (ARM v8) de cuatro 

núcleos a 1,5 GHz 

GPU GPU Mali-G31 MP2 GPU Mali-G31 MP2 Broadcom VideoCore VI 

RAM LPDDR4 de 4 GB 
DDR4 4GiB con ancho 

de bus de 32 bits 

SDRAM LPDDR4-3200 

de 2GB, 4GB u 8GB 

 
Almacenamiento 

Ranura para tarjeta 

microSD y flash eMMC 

de 16GB a bordo 

Ranura para tarjeta 

microSD, conector 

eMMC para opción 

ranura para tarjeta 

microSD, no EMMC 

 

 
Red 

 
GbE, dongle USB WiFi 

opcional 

 

 
GbE 

GbE, 2,4 GHz y 5,0 GHz 

IEEE 802.11ac 

Inalámbrica, Bluetooth 

5.0, BLE 

 
Salida de video 

1 x HDMI 2.1 (hasta 4K 

@ 60Hz con HDR, CEC, 

EDID) 

1 x HDMI 2.1 (hasta 4K 

@ 60Hz con HDR, CEC, 

EDID) 

 
2 × micro-HDMI 2.0 

 
Salida de audio 

Toma de 3,5 mm y 1 

salida digital HDMI 

Salida óptica SPDIF 

opcional 

Conector de audio y 

video analógico de 3,5 

mm 

DSI N / A N / A 
Puerto de pantalla MIPI 

DSI de 2 carriles 

CSI N / A N / A 
Puerto de cámara MIPI 

CSI de 2 carriles 

USB USB 3.0 x 4 TIPO C USB 3.0 x 4, 1 x puerto 2 puertos USB 3.0; 2 
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  Micro USB 2.0 (OTG) puertos USB 2.0; 

 

 

Poder 

 

 
5 voltios a 3A a través de 

Micro USB (TIPO C) 

1 x conector de 

alimentación de CC 

(diámetro exterior: 5,5 

mm, diámetro interior: 

2,1 mm) 

 
5 V CC a través del 

conector USB-C (mínimo 

3 A *) 

IR si si N / A 

 

 
GPIO 

Encabezado de 40 pines: 

GPIO (x28) y 

alimentación (+ 5V, + 

3.3V y GND). 

 

 
40 x pines GPIO 

 
Cabecera GPIO de 40 

pines, poblada 

Botón Reset, usuario y U-boot N / A N / A 

LED 
Estado de energía y 

estado de actividad 

Estado de energía y 

estado de actividad 

Estado de energía y 

estado de actividad 

Dimensiones y peso 85 mm x 56 mm, 48 g 85 mm x 56 mm 59 g 88 mm × 58 mm, 46 g 

Soporte Linux Linux y Android Linux y Android Linux y Android 

 

 

 

Los costos del proyecto los cuales se representan en la tabla del primer anexo se puede 

observar la cantidad de dinero que cuesta la elaboración de la investigación, implementación y 

horas de ingenierías dedicas para el desarrollo del presente proyecto, Asimismo, se observa que 

el proyecto necesita de un valor de unos costos que son inversiones por única vez así como de 

otros que eso inversiones para cada prototipo desarrollado, dale como son el acrílico, pegante de 

acrílico, Raspberry Pi 4 y sus periféricos, base de datos e ingeniería dedicadas por director del 

proyecto. 
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Capítulo 4. 

 

Implementación de una Red Neuronal Convolucional para la detección de fallas en Placas 

de Circuito Impreso 

 
Este capítulo presenta el algoritmo seleccionado en este proyecto para la detección de 

fallas en placas de circuito impreso (PCBs) retomando el modelo de una Red Neuronal 

Convolucional (CNN) aplicado a la identificación de fallas derivadas de sulfataciones o 

problemas de soldadura. Asimismo, se muestran los resultados obtenidos y las pruebas 

funcionales que evidencian la robustez de este algoritmo. 

 
Según la literatura, las redes neuronales artificiales hacen parte del conocimiento 

profundo que desempeña un papel fundamental en la simulación y predicción de defectos en las 

aplicaciones electrónicas, lo cual permite optimizar, planificar y prevenir defectos (Dimitriou et 

al, 2020). Las redes neuronales convolucionales están diseñadas específicamente para el trabajo 

sobre imágenes, la ventaja de este algoritmo reside en que a diferencia de la red neuronal 

convencional - caracterizada por múltiples conexiones que dificultan su procesamiento - este tipo 

de red está conformada por dos capas: una capa convolucional y otra capa de pooling que 

facilitan la identificación de imágenes u objetos independientemente de su localización y 

disminuyen la cantidad de información de la imagen en un proceso de agrupamiento y 

clasificación. 

 
La convolución consiste en una operación de filtrado que consta de diferentes capas 

ocultas y jerarquizadas de acuerdo con los parámetros requeridos (desenfoque, nitidez, relieve, 

formas, bordes, etc.) estas capas se van haciendo más complejas a medida en que avanzan en 

profundidad, el proceso consiste en pasar un filtro o kernel por todas las regiones de una misma 

imagen. “Por cada desplazamiento del filtro sobre la imagen se calcula el valor resultante de la 

suma de todas las multiplicaciones de cada píxel por el valor correspondiente a la posición del 

filtro que superpone a ese píxel. 
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Figura 23. Diagrama de bloques, sistema completo. Fuente: elaboración propia. 

 

 
En la figura 23 se ilustra el sistema completo del proyecto, en donde se puede interpretar 

como el sistema ingresa una imagen, por medio de la activación de la cámara Maker Focus y 

toma de foto a una placa PCB con un tipo de falla, ya sea esta sulfatación o mala soldadura, para 

que después esta sea procesada por una red neuronal convolucional y por último, sea la misma 

red neuronal la que por medio de una interfaz visualice la respuesta del sistema con base en la 

información que contiene la fotografía previamente tomada. Lo antes mencionado se explicará 

en los siguientes párrafos del presente capitulo. 

 

4.1 Selección e interpretación de fallas 

 

Por las características y facilidad de procesamiento, el algoritmo de red neuronal 

convolucional se aplicó en este proyecto para detectar e identificar dos tipos de fallas en las 

placas de circuito impreso, las cuales son la sulfatación y las malas soldaduras provocadas por la 

mal dispersión de estaño en placas PCB; estos tipos de fallas pertenecen a los estándares de 

calidad en la inspección y aceptación de circuitos impresos, como se indica en el módulo 5 y 7 

de la norma IPC-A-610 (LAVERDE, 2020), en los cuales se detalla cómo se deben ensamblar 

los elementos pasivos y activos en las plaquetas de cobre y cuáles son las buenas prácticas de 

soldadura, como por ejemplo el dispersión de soldadura entre el pad y componente a soldar, así 

como evitar malas soldaduras, además el estándar ISA S71 04-1985 detalla cómo se deben 

proteger los circuitos eléctricos y electrónicos de sulfataciones, además de que realiza una 

clasificación de las afectaciones de las condiciones del clima y los posibles problemas a estos 

(Hoffman, 2019). 
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Figura 24. Buena soldadura, con mala dispersión correcta de estaño. Adaptado del estándar IPC. 
 

Figura 25. . Placa PCB con problemas de sulfatación. Fuente: propia. 

 
 

Teniendo en cuenta el párrafo anterior la metodología con la que se obtuvo la base de 

datos para el entrenamiento de la red neuronal convolucional, fue con la toma de fotografías a 

distintas plaquetas, las cuales tenían alguna alteración o falla; ya sea malas soldaduras por mala 

dispersión de soldadura (ver figura 24) o sulfataciones en placas PCBs (ver figura 25), de las 

cuales en su mayoría, fueron ocasionadas por los autores del proyecto, con el fin de obtener 

diversidad de datos en la base de datos del proyecto. 

 
En consecuencia, al tener un pequeño conjunto de datos, información obtenida mediante 

la toma de 130 fotografías a plaquetas sulfatadas y 280 fotografías a plaquetas con mala 

dispersión de estaño, contrastada con 375 fotografías de placas en buen estado. Posteriormente se 

procedió a generar más datos, con ayuda de la implementación de un algoritmo que realiza 

transformaciones en las imágenes y ayudar a multiplicarlas por el valor de 9, lo anterior, 

conforme a la aplicación del algoritmo expresado en la figura 26, el cual permite la alteración de 
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imágenes, facilitando así con el apoyo de filtros y transformaciones matemáticas, hasta poder 

llegar a tener un conjunto de datos de 1166 imágenes en sulfataciones, 3667 imágenes de malas 

soldaduras y 4779 imágenes consideradas como buenas o no defectuosas, además es importante 

detallar que por la metodología del proyecto una placa considerada buena o no defectuosa, es 

porque en la búsqueda de una falla la placa no fue identificada con sulfatación o mala soldadura, 

según sea el caso o el requerimiento del operario. 

 

 
Figura 26. . Diagrama de flujo del código implementado con la finalidad de generar nuevas imágenes a partir de 

las que ya se tienen. Fuente: elaboración propia. 
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El diagrama de flujo de la figura 26 describe el código implementado para multiplicar el 

set datos, el cual necesita para su ejecución, la importación de las librerías de Python que 

posibilitan realizar cambios en las imágenes, cargar y manipular imágenes desde Google Drive. 

Después de tener instaladas e importadas las librerías necesarias, se procede a dimensionar las 

futuras imágenes generadas y la cantidad de imágenes a generar. Para terminar, se debe verificar 

que en la carpeta del conjunto de datos original exista alguna, en caso de que sea positivo esa 

pregunta se procede a cargar una por una y realizarles las diferentes alteraciones, con el fin de 

incrementar el conjunto de datos y poder así tener un conjunto de datos significativo. 

 
Después de obtener los datos del proyecto, los cuales son los insumos principales de este, 

se procede a realizar la propuesta de implementación de hardware y software, en el que se 

contemplara las herramientas usadas, como son el sistema embebido Raspberry Pi4, cámara Maker 

Focus y la implementación de la red neuronal convolucional. 

 
4.2 Propuesta e implementación de software 

 

Para la implementación del software en el proyecto se procede a realizar un diagrama de 

bloques, el cual se ilustra en la figura 27 en donde se especifica por etapas el funcionamiento de 

todo el proyecto, con el fin de poder ilustrar paso a paso como se ejecuta el software en el 

sistema embebido Raspberry Pi 4 y los periféricos utilizados para realización del proyecto. 

 
De ahí que, inicialmente se desarrolló un algoritmo de entrenamiento (ver figura 28) 

identificando características específicas sobre una placa sin errores y otra con errores, este 

algoritmo tiene acceso a todos los archivos con los que se esté trabajando. Para esto se empleó la 

librería OS, el cual permite acceder a funcionalidades dependientes del Sistema Operativo. Sobre 

todo, aquellas que refieren información sobre el entorno de este y permiten manipular la 

estructura de directorio. 
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Figura 27. . Diagrama de bloques del sistema en contexto del software. Fuente: elaboración propia. 

 

 

 

El diagrama de flujo de la figura 27, representa el proceso utilizado en la etapa de 

entrenamiento, en donde se puede visualizar cómo se configuran los parámetros iniciales para la 

configuración de una red neuronal convolucional, además de esto, se hace un preprocesamiento 

de las imágenes, así como se establece el tamaño predefinido de las imágenes que van a entrenar 

el modelo de CNN. Se carga el set de datos de entrenamiento (70 % del conjunto total) y 

validación (30 % del conjunto total de datos), se continua con la creación de las capas 

neuronales, al igual que la configuración de ellas (función de activación, pasos de entrenamiento, 

etapas de entrenamiento y optimización de función de perdidas) con una tasa de aprendizaje 

establecida según la teoría investigada, por último, se ejecutan los datos de entrenamiento, los 

cuales se guarda en la carpeta de ejecución del proyecto. 
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Figura 28. . Diagrama del código utilizado para el entrenamiento de la CNN. Fuente: elaboración propia. 

 

 
En esta etapa de entrenamiento de la red neuronal convolucional, representado por el 

diagrama de flujo de la figura 28, se tiene como objetivo, ilustrar el proceso de transformación de 

los datos, dónde el primer paso es la importación de librerías, en el cual, se usaron las librerías: 

Os, Sys, Tensorflow, Keras. Dónde El módulo Sys provee variables y funcionalidades, 

directamente relacionadas con el intérprete; Tensorflow es una biblioteca de software de código 

abierto para computación numérica que usa gráficos de flujo de datos y es capaz de descifrar 

patrones y correlaciones; Keras, también es un código abierto para redes neuronales escrita en 

Python, esta librería agiliza el aprendizaje profundo, creando de forma rápida prototipos de redes 

profundas. Luego de esta importación, se realiza el ajuste inicial de los datos, es decir, que el 



73 
 

llamado conjunto de datos de entrenamiento se procesa previamente y se extraen características 

significativas. El preprocesamiento, el cual permanece en el espacio original de los datos, 

comprende operaciones como la reducción de ruido y la rectificación de imágenes, finalmente, se 

hace el ajuste con la CNN y esto, da como resultado un subconjunto de los datos modificados. 

 
 

Figura 29. Visualización del conjunto de datos correspondiente a las imágenes defectuosas de una placa PCB con y 

sin sulfataciones. Fuente: elaboración propia. 
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Figura 30. Visualización del conjunto de datos correspondiente a las imágenes defectuosas de una placa PCB con y 

sin malas soldaduras. Fuente: elaboración propia. 

 
 

Una vez realizado el entrenamiento de la red neuronal, se trabajó en un algoritmo con la 

capacidad de realizar una predicción, el cual se encuentra representado en la figura 31, utilizando 

el modelo generado por el algoritmo de entrenamiento ilustrado en la figura 28 a través de una 

captura de imagen por medio de la cámara Maker Focus a la placa PCB, determinando de esta 

manera si la placa presenta sulfataciones y malas soldaduras, o si por el contrario se encuentra en 

buen estado. En esta fase se integraron las librerías: OpenCV, Keras, Tensorflow, Numpy, PIL y 

Picamera. 
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Figura 31. Diagrama de flujo del código utilizado para la predicción de las fallas. Fuente: elaboración propia. 

 

 

 

 

El diagrama de flujo de la figura 31 representa diagrama de flujo utilizado en la 



76 
 

predicción de fallas, el cual carga el modelo de red neuronal convolucional generado durante la 

etapa de entrenamiento, se realiza un re escalamiento o preprocesamiento de las imágenes de 

entradas, que son fotos de placas PCB con o sin fallas nombradas previamente que se representan 

en las figuras 28 y 29, en las que se contienen las imágenes utilizadas para la clase placas PCBs 

con y sin sulfatación al igual que placas PCBs con malas y buenas soldaduras respectivamente. 

Continuando con el algoritmo se procede a ingresar la imagen de la fotografía antes mencionada, 

en el modelo para que este por medio de una función de Python (predict()) evalué si en la imagen 

de entrada pertenece a alguna clase, que fueron declaradas en la etapa de entrenamiento. Por 

último, se procede a visualizar la imagen de entrada en escala de grises, original e invertida. 

 
Seguidamente, se desarrolló un programa en Python con la capacidad de acceder a la 

cámara Raspberry Pi4 y hacer una foto en tiempo real, el cual es representado en la figura 28 la 

captura que se haga se guarda en una carpeta creada en el directorio de archivos del proyecto. 

Para probar el funcionamiento de este se efectuaron diferentes pruebas que entregan mensajes 

por consola, estos mensajes representan indicadores dado que muestran mensajes como (ver 

figura 44) “predice: Su placa PCB no tiene problemas de imperfección” o "Predicción: Su placa 

PCB tiene imperfecciones, realice limpieza de su placa y haga el análisis de nuevo” en compañía 

del valor de precisión con la cual se realiza la predicción. Si el algoritmo de la figura 31 detecta 

un error imprime la imagen en pantalla. 
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Figura 32. Diagrama de flujo del programa utilizado para manejar la cámara Maker Focus. Fuente: elaboración 

propia. 

 

 
En la figura 32 se ilustra como se realiza la adquisición de imágenes por medio de la 

cámara Maker Focus, por medio de la utilización de lenguaje Python y librerías de videocámara 

en Python y Raspberry Pi, que dan la posibilidad de seleccionar una cámara, que se puede 

configurar desde el entorno de programación utilizado. Teniendo ya la cámara preconfigurada se 

procede a encenderla y por medio de las teclas ‘espacio’ y ‘Q’ se realiza la captura de la imagen 

o cierra el vínculo de conexión entre el usuario con esa pantalla miniaturizada de la cámara en 

uso. 
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Figura 33. Diagrama del Software del sistema (código fuente de la interfaz). Fuente: elaboración propia. 

 

 

 

El diagrama de flujo de la figura 33 representa las tareas que se están ejecutando en 

sistema visto desde el software del proyecto, en donde se adquieren las imágenes por medio de la 

cámara de la Raspberry Maker Focus, se importa el modelo generado en la etapa de 

entrenamiento en el algoritmo de predicción descrito en la figura 31, se convierte a escala de 

grises a la imagen original y se imprime en pantalla la imagen original, se ejecuta el algoritmo de 

predicción previamente cargado por la imagen de entrada y se evalúa la condición de la falla 

escogida por el usuario u operario del sistema, y por último se imprime en un cuadro de dialogo 

el estado de la placa, con su respectiva respuesta del sistema ante la posible detección de una 

falla en la placa PCB y la precisión de esta detección. 
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Por otra parte, las etapas descritas para el algoritmo de la falla de sulfataciones se 

aplicaron en el mismo orden para la identificación de la falla de mala soldadura (dispersión de 

estaño) planteado en este proyecto, referente a la detección de fallas en las Placas de Circuito 

Impreso, relacionadas con la soldadura. La diferencia consistió principalmente en el Dataset, o 

conjunto de datos integrados a la Red Neuronal Convolucional, esto debido a que el segundo 

error requería un entrenamiento diferente al primero, por ser fallas distintas con patrones 

distintos, variando la identificación de patrones. 

 
Con el fin de visualizar el error en la placa simplemente en el proyecto un algoritmo de 

inversión de imágenes, el cual se encuentra detallado en la figura 34, el cual consiste en una 

operación que se efectúa píxel por píxel, afectado así a cada pixel sin importar el valor del pixel 

vecino, en este procedimiento “se altera por un lado el valor del pixel en sentido contrario (a 

través de la multiplicación del valor del pixel por -1) mientras que por el otro lado se añade un 

valor constante de intensidad (255), de tal forma que el resultado quede dentro del intervalo de 

valores permitidos para la imagen” (Python’s Eyes, 2017) todo esto con la finalidad resaltar 

relieves o colores disruptivos en una imagen. El resultado de la aplicación de esta operación en 

una imagen a color es la inversión a escala de grises que facilita la identificación de ciertas 

características. Para el caso de este proyecto, la inversión de imagen fue una operación útil que 

mostro un resultado exitoso, al identificar el error en el tipo de placa electrónica almacenada en 

el banco de imágenes creado. Esto se ejemplifica en las figuras 29 y 30 respectivamente. 
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Figura 34. Diagrama de flujo del algoritmo de inversión de pixeles utilizado en el proyecto. Fuente: elaboración 

propia. 

 

 
En la figura 34 se aprecia un diagrama de flujo del algoritmo de la inversión de pixeles, el 

cual, según el flujo de este, recibe una imagen (regularmente en RGB) de la cual hace un barrido 

en todos sus pixeles, almacenando en un vector u arreglo, para después ir posición por posición 

realizando la inversión (255-x) en escala de grises, donde x es el valor del píxel en decimales. 

Después de haber invertido todo el arreglo se procede a convertir el arreglo en una imagen a 

escala de grises, y finalmente se guarda la imagen y se imprime en un cuadro de la interfaz. 

 
4.3 Interfaz del proyecto. 

 

Para la identificación de fallas en las placas PCB a causa de sulfataciones y soldadura, se 

desarrolló una interfaz gráfica (ver figura 35), donde en la pantalla principal contiene cuatro 

botones, cada uno asociado a una tarea, 1. Sulfataciones, 2. Malas soldaduras, 3. Instrucciones y 

4. Salir. Para esta interfaz se emplearon las siguientes librerías: Tkinter y PIL. 
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Figura 35. Infografía del panel de control del Detector de Defectos en Placas PCB. Fuente: Elaboración propia. 

 

 
En la figura 35 se ilustra como usar la interfaz y que función tiene cada elemento incluida 

en ella. Además, también se puede apreciar el nombre de los autores del proyecto, director y 

codirector de este, y nombre de la institución universitaria a la cual se le presenta el proyecto 

como trabajo de grado para optar a título de ingeniero. La interfaz fue desarrollada en lenguaje 

Python, haciendo uso de la librería Tkinter, la cual facilita la creación de interfaces humano 

máquina, como lo es la creación de botones de estado astable, ubicación de texto en la interfaz, 

cuadros de dialogo y pantallas miniaturizadas. 

 

4.3.1 Propuesta e implementación de hardware 

 

Para la implementación del software, se planteó la interconexión de la tecnología 

nombrada en el capítulo “Tecnología a utilizar”. Contemplando así como cada componente se 

predestinaba a funcionar en el proyecto como es la Rasberry Pi 4 como sistema embebido del 
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proyecto, la cual va acoger el software del sistema y lo va a ejecutar según sea la acción 

pertinente del operario de este, la cámara Maker Focus la cual es la encargada de tomar la 

fotografía de las placas PCB y demás periféricos (pantalla, teclado y mouse) necesarios para la 

ejecución del sistema; estableciendo así las tareas próximas a ejecutar en la elaboración del 

prototipo final del proyecto. Lo descrito en el párrafo anterior se ilustra en la figura 36, en donde 

se puede observar cómo se conectan todos los componentes físicos necesarios para la ejecución 

del sistema. 

 

Figura 36. Esquema del prototipo del hardware del sistema de detección de fallas en PCB’s. Fuente: elaboración 

propia. 

 

 
Posterior, a la constitución del prototipo del hardware, se procede a realizar un prototipo 

funcional en estilo maqueta, el cual fue construido en base a los tamaños de las plaquetas 

utilizadas para las etapas de entrenamiento, validación y placas utilizadas para la demostración 

del proyecto, de las que se obtuvo una dimensión máxima de 10 centímetros por 10 centímetros, 

además se detalla que la altura del prototipo se escogió a 20 centímetros, valor escogido porque a 

esta altura no había necesidad de hacer un acercamiento o un alejamiento, sino que la cámara se 

enfocó perfectamente. Con base en lo anterior se detalla en la figura 37 el prototipo escogido e 

implementado en material acrílico, en donde se puede apreciar como todos los elementos del 

sistema se unen para poder realizar una ejecución. 
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Figura 37. Prototipo del hardware del sistema de detección de fallas en PCB’s. Fuente: elaboración propia. 
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Capítulo 5. 

 

Pruebas experimentales. 

 

 
5.1 Prueba 1. Selección de los modelos mediante pruebas experimentales. 

 

A continuación, se presentará como fue el proceso de selección de los modelos que, en 

conjunto con los pesos entregados por la CNN, fueron utilizados para el desarrollo del presente 

proyecto. Para la selección de los modelos se tuvo en cuenta cuales eran los valores de exactitud 

de entrenamiento que entregaba cada modelo y el valor de las pérdidas que la red neuronal no 

fue capaz de disminuir, con el aporte de la función de perdidas, el optimizador de entrenamiento, 

las épocas, pasos de entrenamientos, tasa de aprendizaje y el porcentaje de neuronas que se 

activan durante el entrenamiento (ver tabla 6 y 7). 

 
 

Tabla 6. Entrenamiento del modelo de malas soldaduras. Fuente: elaboración propia. 
 

Entrenamiento Optimizadores Droutput Épocas Pasos L.R. Exactitud (%) Loss Val_loss 

1 ADAM 
0.7 

(70%) 
100 1000 

0.002 

3 
80.78 

0.009 

8 
2.8452 

2 SGD 
0.5 

(50%) 
80 100 

0.000 

1 
82.14 

0.012 

5 
3.1874 

3 ADAM 
0.4 

(40%) 
10 750 

0.000 

2 
87.59 

0.007 

5 
2.8571 

4 SGD 
0.3 

(30%) 
50 500 

0.000 

3 
97.15 

0.004 

5 
2.8337 

5 ADAM 
0.5 

(50%) 
20 500 

0.000 

4 
99.76 

0.006 

1 
2.8331 

 

 
En la tabla 6 se presentan las diferentes pruebas que se desarrollaron con el fin de 

seleccionar un modelo para la falla de malas soldaduras en placas PCB, que con la unión de la 

práctica y la teoría de CNN entregara excelentes resultados de exactitud de entrenamiento y error 

(Loss) producido durante el mismo, mediante la modificación de los parámetros como son los 

optimizadores que ayudan a minimizar el valor de Loss o error producido durante el 

entrenamiento dado a que la función de perdidas tiende a llegar a un mínimo matemático. Así 
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mismo, se modifica el valor del Droutput o porcentaje de neuronas encendidas durante el 

entrenamiento, esto con el fin de no producir un sobre entrenamiento o en caso contrario un 

entrenamiento casi nulo. También se realiza cambios a los en el valor de la cantidad de épocas 

que como se refleja en la tabla 6 este se disminuyó no con el fin de mejorar el entrenamiento sino 

con el fin de disminuir los tiempos de este, de igual manera la tasa de aprendizaje o tamaño del 

paso de entrenamiento en cada época se varió con el fin de conseguir un error mínimo (Loss) y 

un mayor valor de exactitud que se puede apreciar en la tabla 6, con los entrenamientos de 1 a 5, 

obteniendo así una exactitud de entrenamiento del 99.76 % en con un valor de error Loss bajo en 

comparación con las demás. 

 

5.1.1 Objetivo de la Prueba 

 

El objetivo de esta prueba es seleccionar de manera óptima los modelos (malas 

soldaduras y sulfataciones) que serán ejecutados en el proyecto al finalizar su entrenamiento, 

además de dar confiabilidad en que los modelos de CNN escogidos en la implementación del 

algoritmo de predicción del sistema en la teoría tienen una exactitud buena. 

 

 

Tabla 7. Entrenamiento del modelo de sulfataciones. Fuente: elaboración propia. 
 

 
Lote 

 

Optimizadore 

s 

 

Droutpu 

t 

 

Época 

s 

 

Paso 

s 

 
L.R 

 

Exactitud 

(%) 

 
Loss 

 
Val_loss 

 
1 

 
ADAM 

 
0.6 

 
20 

 
1000 

0.002 

3 

 
85.49 

0.001 

2 

 
3.5013 

 
2 

 
SGD 

 
0.4 

 
20 

 
600 

0.000 

1 

 
84.22 

0.006 

2 

 
2.2364 

 
3 

 
ADAM 

 
0.5 

 
15 

 
800 

 

0.000 

2 

 
88.25 

 

0.006 

9 

 
3.1532 

 
4 

 
SGD 

 
0.5 

 
25 

 
750 

 

0.000 

3 

 
73.15 

 

0.012 

4 

 
3.5254 
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5 

 
ADAM 

 
0.6 

 
20 

 
800 

 

0.000 

4 

 
65.66 

 

0.019 

2 

 
3.7951 

 
6 

 
SGD 

 
0.5 

 
25 

 
600 

 

0.000 

3 

 
92.15 

 

0.007 

4 

 
3.3254 

 
7 

 
ADAM 

 
0.6 

 
20 

 
900 

 

0.000 

4 

 
89.66 

 

0.006 

2 

 
2.9951 

 

En la tabla 7 se representa las diferentes pruebas realizadas para la falla de sulfataciones 

del presente proyecto, que como ya se explica en el párrafo anterior la finalidad de estas pruebas 

son determinar un modelo que entregue un valor de exactitud de entrenamiento alto que en 

conjunto con las pérdidas de este pueda dar confiabilidad en la teoría al modelo implementado en 

el proyecto. Sin embargo, comparado con la tabla 7 se puede apreciar que se realizaron más 

pruebas de entrenamiento y esto con el fin de obtener un mejor resultado de exactitud y al mismo 

tiempo minimizar el error de las perdidas Loss, obteniendo así una exactitud de entrenamiento 

del 89.66 %. 

 
5.2 Prueba 2. Validación del modelo seleccionado. 

 

A continuación, se presentan las pruebas realizadas para la validación del modelo 

seleccionado previamente con sus respectivos pesos de entrenamiento de cada una de las fallas 

de placas PCBs analizadas en el presente documento. El desarrollo de estas pruebas se realiza 

con la predicción eficaz del modelo generado para cada falla con un lote de 10 imágenes 

seleccionadas al azar del conjunto de datos de validación, con ayuda de la función Python y 

mediante la métrica de precisión de predicción, que es capaz de determinar qué tan asertivo fue 

la predicción con respeto a los verdaderos positivos. 

 
5.2.1 Objetivo de la prueba. 

 

El objetivo de esta prueba es verificar la correcta predicción de los modelos con sus 

respectivos pesos de entrenamiento de las fallas malas soldaduras y sulfataciones. Además de dar 

soporte, mediante el promedio de precisión que entrega cada prueba, a los resultados de las 

matrices de confusión, siendo esto último la representación de los resultados cuantitativos del 
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proyecto (capitulo 7). 

 

 
Tabla 8. Validación del modelo seleccionado para la falla de sulfatación. 

 

 

 
Imagen 

 
PCB 

sulfatada 

 
Precisión 

predicción 

 
PCB sin 

sulfataciones 

 
Precisión 

predicción 

1 X 
 

81.95 % 

  

2 
  

X 
 

99.87 % 

3 
  

X 
 

79.56 % 

4 X 
 

89.39 % 

  

5 X 
 

91.24 % 

  

6 X 
 

96.37 % 

  

7 
  

X 
 

92.36 % 

8 
  

X 
 

95.59 % 

9 X 
 

95.38 % 

  

10 X 
 

87.34 % 

  

Promedio 

total 

 
90.86 % 

 
90.94 % 

 

En la tabla 8 se muestran las pruebas de predicción realizadas con el algoritmo de 

predicción de la figura 26, en donde se le indica como entrada a una imagen del conjunto de 
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datos de validación escogida al azar para que el algoritmo previamente indicado, pueda realizar 

la predicción de ese dato de entrada y además entregue el valor de esa predicción. Además, en la 

tabla se puede apreciar que hay un promedio total de cada clase (buena placa y mala placa) de la 

falla de sulfatación que es superior al 90 % en ambos casos indicando que en ambos casos el 

modelo siempre tendió hacia los patrones, colores y formas aprendidos en la clase correcta. 

 

Tabla 9. Validación del modelo seleccionado para la falla de malas soldaduras. 
 

 

 
Imagen 

 
Malas 

soldaduras 

 
Precisión 

predicción 

 
Buenas 

soldaduras 

 
Precisión 

predicción 

1 X 
 

91.31 % 
  

2 X 
 

99.98 % 
  

3 X 
 

89.75 % 
  

4 
  

X 
 

92.49 % 

5 
  

X 
 

95.24 % 

6 X 
 

96.37 % 
  

7 
  

X 
 

90.87 % 

8 
  

X 
 

89.35 % 

9 X 
 

83.08 % 
  

10 X 
 

85.24 % 
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Promedio 

total 

 
90.95 % 

 
91.98 % 

 

En la tabla 9 se exponen las pruebas de predicción realizadas con el algoritmo de 

predicción de la figura 26, en donde se le indica como entrada a una imagen del conjunto de 

datos de validación escogida al azar para que el algoritmo previamente indicado, pueda realizar 

la predicción de ese dato de entrada y además entregue el valor de esa predicción. Además, en la 

tabla se puede apreciar que hay un promedio total de cada clase (buena placa y mala placa) de la 

falla de mala soldadura que es superior al 90 % en ambos casos indicando que en ambos casos el 

modelo siempre tendió hacia los patrones y formas aprendidos en la clase correcta. 

 

5.3 Pruebas finales del sistema (interfaz de usuario) 

 

A continuación, se presentan las pruebas finales del sistema de detección de fallas del 

presente proyecto, en las que se pone a prueba el funcionamiento del sistema completo, que se 

puede apreciar en su montaje final en la figura 45 del capítulo implementación del proyecto (5). 

 
5.3.1 Objetivo de la prueba: 

 

El objetivo de esta prueba es verificar el correcto funcionamiento del sistema del 

proyecto, teniendo en cuenta de que este se compone de la unión de una interfaz de usuario, que 

da la posibilidad de decidir qué algoritmo de predicción se ejecutara según el análisis (falla a 

detectar) que se desea desarrollar a la placa PCB. Con el fin de poder dar a entender el resultado 

de una ejecución del sistema se dividirá en partes los resultados de la figura 38 y 39, además de 

la plataforma física que sostendrá a la cámara Maker Focus y a la placa a analizar (ver figura 40) 

que darán a entender mejor cada parte que significa. 
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Figura 39a    
Figura 39c  

  Figura 39d  

Figura 39e 

Figura 39b 

 
Figura 38. Visualización de la interfaz gráfica con respuesta a la detección de una placa con sulfataciones y el 

valor de predicción de esa detección. Fuente: elaboración propia. 

 
 

Figura 39. Visualización de la interfaz gráfica con respuesta a la detección de una placa con mala dispersión de 

soldadura y el valor de predicción de esa detección. Fuente: elaboración propia. 

 

 

 

 

 
 

Para la verificación del sistema se procese a ubicar placas PCBs en el chasis de la figura 

Figura 38c Figura 38e 

Figura 38a 

Figura 38b 

   Figura 38d  
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Soporte de placa PCB a 

analizar por sistema 

40 con diferentes estados de calidad, ya sea totalmente sana, con falla de sulfataciones o por 

mala dispersión de estaño, para después ejecutar el sistema y utilizar el panel de control de 

representado en la figura 35 en donde se ilustra la infografía de uso básico de la misma. 

 

 

 

 

 

 

 

 

 

 

 

 

 

 

 
Figura 40. Chasis del sistema, para la ubicación de placas PCB a analizar. Fuente: elaboración propia. 

 

 

 

Figura 41. representación parte a de la figura 38. 

 
 

Figura 42. representación parte b de la figura 38. 
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Figura 43. representación parte e de la figura 38. 

 

 
 

Figura 44. Representación parte d de la figura 38. 

 

 

En las figuras 41, 42, 43 y 44 se representan las partes principales del resultado total 

ilustrado en la gráfica 38, con la finalidad de poder dar una breve explicación de cada parte del 

resultado: La figura 41 o parte a de la figura indica el video activo de la cámara Maker Focus en 

todo momento, la figura 42 o parte b indica la captura de la imagen al momento de presionar la 

tecla space y las figuras 43 y 44 son la imagen invertida como resultado de haber encontrado una 

falla en la tarjeta y un mensaje que indica cual es el resultado de la predicción, con su respectiva 

precisión respectivamente. Cabe aclarar que la anterior explicación sirve para la figura 39 en 

donde se puede observar en la parte b de esta (ver figura 45), que la placa PCB en análisis tiene 

un problema de mala dispersión de estaño. 
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Figura 45. representación parte b de la figura 39. 

 

 
 

Capítulo 6. Resultados del sistema de detección de fallas en Placas de Circuito Impreso. 

 

 
En el siguiente capítulo se presentan los resultados numéricos del proyecto, en el cual se 

va a evaluar al sistema por medio de métricas utilizadas en trabajos que involucran redes 

neuronales artificiales y convolucionales, como lo es la matriz de confusión, que permite evaluar 

la efectividad de un clasificador por medio de métricas internas que dan como deducción que tan 

preciso es el modelo en general, por cada clase trabajada, que posibilidad tiene de caer en un 

falso positivo o negativo y que tan sensible es un modelo entrenado en un conjunto de datos. A 

continuación, se presentan las matrices de confusión, que son resultados de las modelos 

generadas para los dos tipos de fallas (soldaduras y sulfatación) y las respectivas métricas de 

calificación, calculadas por medio de comandos software a partir de las matrices de confusión. 

 
6.1 Matriz de confusión de la falla de sulfatación con resultados 

 

Figura 46. Matriz de confusión de la falla de sulfatación. Fuente: elaboración propia. 



94 
 

 

 

En la figura 46 se ilustra la matriz de confusión en la cual se puede apreciar como los 

datos se ubican según sea la predicción, quedando así la acumulación de las predicciones 

acertadas en la diagonal principal, la cual contiene un color azul, que representa la densidad de 

predicciones en relación con el total de imágenes en estudio, por cada clase. Por ejemplo, según 

la figura 46 la clase PCB BUENA tiene un total de 1147 imágenes predichas como verdaderos 

positivos (siempre ubicados en la diagonal principal de la matriz) y 19 imágenes con 

predicciones erradas, para un total de 1166 datos de evaluación en esta clase. Cabe recalcar que 

los datos utilizados para esta etapa son con el 30 % del total del conjunto de datos inicial. 

 
Tabla 10. Métricas calificación del modelo de falla de sulfataciones. 

 

CLASE Precisión Sensibilidad f1-score Soporte 

0 0.9787 0.9837 0.9812 1166 

1 0.9790 0.9726 0.9758 912 

Exactitud   0.9788 2078 

 
Nota aclaratoria: en la tabla 10 que detalla a las métricas del modelo de sulfatación, la clase 0 son las PCB BUENAS 

y la 1 son PBC MALAS. 

 

De la tabla 10 se puede verificar los valores de las métricas por cada clase, que dan 

posibilidad de ofrecer confiablidad a los resultados de la detección de fallas de sulfatación en 

placas PCB. Según la tabla la clase 0 que es PCB BUENA tiene una precisión de 0.9787 o 97.87 

% con un rango de valor de 0 a 1, lo que da a entender que al evaluar el modelo de CNN 

entrenado previamente con los datos de evaluación de la clase PCB BUENA y 0.9770 o 97.90% 

en PCB MALA, además se puede corroborar el valor expuesto previamente en el capítulo de 

pruebas, en el que los valores de precisión fueron superiores al 90 %. Así mismo el porcentaje de 

predicciones correctas fue realmente alto, además de que la sensibilidad o Recall que indica que 

tantos casos positivos fueron detectados, con un valor de 0.9837 en PCB BUENAS y 0.9726 en 

PCB MALAS, lo que da una sensación con criterio de que el modelo previamente detallado es 

capaz de predecir una clase con alta probabilidad. Ya que la evaluación del modelo estuvo 

equilibrada (datos en cantidades iguales negativos y positivos) se puede aceptar el valor de 

exactitud o accuracy en ingles de la matriz de confusión de la figura 46 y decir que el modelo 



95 
 

tuvo una capacidad alta de acertar correctamente (PCB BUENA o PCB MALA) el 97.88 % 

(0.9788 en decimal) de todo el conjunto de datos involucrado (2078 imágenes). 

 

 

6.2 Matriz de confusión de la falla de mala dispersión de soldadura con resultados 
 

 

Figura 47. Matriz de confusión de la falla de mala dispersión. Fuente: elaboración propia. 

 

 

 

 

En la figura 47 se ilustra la matriz de confusión en la cual se puede apreciar como los 

datos se ubican según sea la predicción, quedando así la acumulación de las predicciones 

acertadas en la diagonal principal, la cual contiene un color azul, que representa la densidad de 

predicciones en relación con el total de imágenes en estudio, por cada clase. Por ejemplo, según 

la figura 47 la clase PCB BUENA tiene un total de 3676 imágenes predichas como verdaderos 

positivos (siempre ubicados en la diagonal principal de la matriz) y 191 imágenes con 

predicciones erradas, para un total de 3867 datos de evaluación en esta clase. Cabe recalcar que 

los datos utilizados para esta etapa son con el 30 % del total del conjunto de datos inicial. 
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Tabla 11. Métricas calificación del modelo de falla de mala dispersión de estaño o problema de soldadura. 
 

Clases Precisión Sensibilidad 
f1- 

score 
Soporte 

0 0.9797 0.9506 0.9650 3867 

1 0.9520 0.9803 0.9660 3867 

Exactitud   0.9655 7734 

 

Nota aclaratoria: en la tabla 11 que detalla a las métricas del modelo de fallas de dispersión de soldadura, la clase 

0 son las PCB BUENAS y la 1 son PBC MALAS. 

 

De la tabla 11 se puede verificar los valores de las métricas por cada clase, que dan 

posibilidad de ofrecer confiablidad a los resultados de la detección de fallas de sulfatación en 

placas PCB. Según la tabla la clase 0 que es PCB BUENA tiene una precisión de 0.9797 o 97.97 

% con un rango de valor de 0 a 1, lo que da a entender que al evaluar el modelo de CNN 

entrenado previamente con los datos de evaluación de la clase PCB BUENA y 0.9520 o 95.20 % 

en PCB MALA, así mismo el porcentaje de predicciones correctas fue realmente alto, además de 

que la sensibilidad o Recall que indica que tantos casos positivos fueron detectados, con un valor 

de 0.9506 en PCB BUENAS y 0.9803 en PCB MALAS, lo que da una sensación con criterio de 

que el modelo previamente detallado es capaz de predecir una clase con alta probabilidad. Ya 

que la evaluación del modelo estuvo equilibrada (datos en cantidades iguales negativos y 

positivos) se puede aceptar el valor de exactitud o accuracy en ingles de la matriz de confusión 

de la figura 47 y decir que el modelo tuvo una capacidad alta de acertar correctamente (PCB 

BUENA o PCB MALA) el 96.55 % (0.9655 en decimal) de todo el conjunto de datos 

involucrado (7734 imágenes). 
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Conclusiones 

 

- La revisión de la literatura y técnicas relacionadas con la detección de fallas en placas 

PCB, permitió ratificar la necesidad de integrar un sistema software/hardware a las 

técnicas de inspección de PCB según estándares de calidad en producción de placas PCB 

con el fin de aumentar su eficacia mediante la automatización y procesamiento de 

imágenes a través de Python (lenguaje de programación) que facilita la ejecución de 

diferentes algoritmos. Con lo anterior, exponer los elementos incidentes a las fallas, 

reconociendo elementos internos y externos como posibles reductores de la calidad de las 

placas. Con esto, se logró identificar entre el proceso de fabricación variables incidentes 

en la falla de placas, caracterizado dentro del estudio para el enfoque de la detección de 

estas bajo la lectura de imágenes, en beneficio de la calidad de las placas. 

 
- La recopilación y selección de algoritmos empleados en la detección de fallas en Placas 

de Circuito Impreso permitió evidenciar las ventajas de las redes neuronales 

convolucionales respecto a otros algoritmos, debido a su capacidad de aprendizaje 

autónomo a través de unos patrones en la programación que facilita la identificación de 

características particulares, dependiendo de las capas de convolución que se agreguen. 

Así mismo, dimensionar el alcance de los algoritmos como instrumento de detección de 

fallas, producto de la base de datos alimentada por las imágenes y el contexto aplicado o 

la problemática a identificar. Por lo que, se abordó las redes convulsionadas como el 

algoritmo de aplicación dentro del software de detección de fallas, donde, se cuenta con 

una amplia base de datos fotográfica que permitió el entrenamiento y detección de las 

fallas en placas PCB. 

 

- La implementación de un sistema que incluyera hardware y software en el proyecto dio 

resultados positivos, con respecto al objetivo principal del proyecto, el cual era el de 

detectar fallas de sulfatación y mala dispersión de estaño al momento de soldar en placas 

PCBs. Asimismo, también es de gran importancia que al incluir una interfaz gráfica en el 

proyecto, le da una dinamicidad y da la posibilidad de que cualquier persona que no tenga 

conocimientos en compiladores de Python en sistemas operativos Linux o Rasbian, tenga 

la posibilidad con un básico entrenamiento de ejecutar el sistema en una placa PCB 
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determinada. 

 
- Adicionalmente, los resultados obtenidos durante las pruebas (capitulo 6) y la etapa de 

validación de la red neuronal, permiten evidenciar que la implementación de un entorno 

gráfico para la identificación e interpretación de los dos tipos de errores: sulfataciones, y 

fallas por mala dispersión de soldadura, entregando como prototipo métricas de 

calificación de modelos de machine learning como lo es la exactitud que es mayor al 96 

% para los dos tipos de falla, lo cual facilita y da seguridad a las detecciones 

determinadas por el prototipo del proyecto. Siendo el sustento de la propuesta, la base de 

datos fotográficos y el entrenamiento de la red neuronal para la detección de fallas, 

especificando en cada una de las variables. 
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Recomendaciones 

 
 

-  El proyecto permitió evidenciar que una computadora convencional con un sistema 

operativo Windows (procesador, memoria interna de fábrica) puede ocasionar problemas, 

lo que limita la integración de imágenes de placas con su respectivo error y sus diferentes 

ángulos de fotos. Esto a su vez obstaculizan la eficiencia del modelo de red neuronal 

convolucional. 

 
- La limitación principal se encuentra en el hardware, por lo que se debe comprobar si los 

tiempos de ejecución con la Raspberry pi4 (en este caso) son óptimos para el problema a 

solucionar o proyecto a desarrollar. Debido a que se está trabajando con procesamiento 

de imágenes e inteligencia artificial, lo que consume altos recursos de hardware, se hace 

necesario revisar detalladamente las especificaciones técnicas y evaluar la pertinencia y 

potencia de hardware de procesamiento a usar en el proyecto 

 
- El conjunto de datos, por ser el insumo principal en el aprendizaje profundo representa 

una limitación directa en todos los proyectos con esta línea investigación, ya que debido a 

que no son muchos los trabajos realizados en la detección de fallas con redes neuronales 

convolucionales, el desarrollo de una base de datos que se ajuste a un proyecto específico 

es la única solución. 
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Limitaciones 

 
 

- El proyecto permitió evidenciar que una computadora convencional con sistema 

operativo Windows (procesador, memoria interna de fábrica) puede ocasionar problemas, 

lo que limita la integración de imágenes de placas con su respectivo error y sus diferentes 

ángulos de fotos. Esto a su vez obstaculiza la eficiencia del modelo de red neuronal 

convolucional, por lo que se hace necesario el uso de potencializadores de Hardware, ya 

sean virtuales (adquiridas por terceros) o propias. 

 

- La limitación principal se encuentra en el hardware, por lo que se debe comprobar si los 

tiempos de ejecución con la Raspberry pi4 (en este caso) son óptimos para el problema a 

solucionar o proyecto a desarrollar. debido a que se está trabajando con procesamiento de 

imágenes e inteligencia artificial, lo que consume altos recursos de hardware, se hace 

necesario revisar detalladamente las especificaciones técnicas y evaluar la pertinencia y 

potencia de hardware de procesamiento a usar en el proyecto. 

 

- El conjunto de datos, por ser el insumo principal en el aprendizaje profundo representa 

una limitación directa en todos los proyectos asociados con esta línea investigación, ya 

que debido a que no son muchos los trabajos realizados en la detección de fallas con 

redes neuronales convolucionales, el desarrollo de una base de datos que se ajuste a un 

proyecto específico es la única solución. 
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Anexos 

Anexo 1. Costos del prototipo y de la investigación. 

Tabla 12. Costos del prototipo y de la investigación (Anexo 1). 


